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1. Предмет на истражување

Способноста за препознавање е секако една од клучните особини на интелигентното однесување. Препознавањето на примероци како можност на техничките системи е еден од главните предизвици на машинската интелигенција. Задачата на машинското препознавање на примероци е да ги процени и интерпретира мострите во сигналите кои претставуваат репрезентација на дел од реалниот свет, а се измерени со помош на одредени инструменти или апаратура. Апликации кои во себе вклучуваат решавање на проблеми од областа на препознавање на примероци се: препознавање на текст, верификација на потписи, препознавање на објекти на слики и видео-секвенци, роботска визија, предвидување на временски настани како што се оптовареност на телефонски, електрични и компјутерски мрежи, движење на цени на берзата, автоматска дијагностика и автоматизација на лабораториски испитувања (на пример броење на крвните зрнца) и др.

Водена од барањата на многу практични и комерцијални апликации, минатата деценија донесе значаен напредок во областа на истражувањето на методите за препознавање на примероци, како и презентирање на потполно нови видови на класификатори. И покрај нивната успешна примена во голем број комерцијални апликации, обработката на примероци со големи варијации, на примероци со шум и/или со голем број класи сè уште претставува проблем за класичните методи на препознавање на примероци. Резултатите на препознавањето може да се подобрат со подобрување и зголемување на бројот на обележјата кои се користат или со подобрување на самите класификатори. Еден од начините што може да се искористи за подобрување на резултатите на препознавањето е да се комбинираат одлуките на повеќе класификатори наместо да се користи само еден класификатор. Податоците од повеќе извори кои се обработуваат одвоено често пати може ефективно да се искомбинираат со цел да се добие поконцизна, покомплетна и попрецизна претстава за ситуацијата.

Во дисертацијата е направен обид да се разберат индивидуалните предности и слабости на методите за комбинирање на класификатори и да се одреди најветувачката стратегија за комбинирање на класификатори во дадена ситуација. Претставени се повеќе познати методи за комбинирање на класификатори. Предложени се неколку нови методи како и неколку модификации и проширувања на постојните методи за комбинирање. 

Спроведени се опсежни експерименти на комбинирање на класификатори за препознавање на броеви напишани со рака. Како класификатори се употребени невронски мрежи и машини со носечки вектори (support vector machines – SVM) со линеарен и гаусов кернел. Придобивките од комбинирањето на класификатори кои користат различни обележја е анализирано од аспект на видот на индивидуалните класификатори, нивните перформанси како и бројот на примероци употребени за обука на класификаторите и методот за комбинирање.

2. Научен придонес и значење

Целта на секој систем за препознавање на примероци е пред сè што поточно препознавање на непознатите примероци. На подобрувањето на точноста на системот за препознавање на примероци може да се влијае на повеќе начини меѓу кои и: 

· да се подобрат особините на самиот класификатор;

· да се употребат поквалитетни обележја екстрахирани од примероците;

· да се употребат повеќе класификатори и нивните излези ефикасно да се комбинираат со цел да се истакнат нивните индивидуални предности и да се надминат индивидуалните слабости.

Придонесите кај екстракцијата на квалитетни обележја кои ќе обезбедат поефикасно препознавање на броевите се:

· Предложен е нов алгоритам за проценка и отстранување на закосеноста на изолирани цифри, кој дава подобри резултати од другите што вообичаено се користат;

· Развиени се алгоритми за екстракција на оригинални софистицирани обележја со високи перформанси од сликите на знаците; 

· Предложена е постапка за екстракција на статистички обележја од оригиналните слики на знаците и нивно скалирање на саканиот број на обележја со постапка со која се избегнува скалирање на целата слика на знакот и се добива флексибилност во изборот на бројот на обележја од секој вид кои ќе го претставуваат знакот;

Од аспект на квалитетот на самиот класификатор, разгледани се два вида на класификатори: невронски мрежи и машини со носечки вектори (линеарни и со гаусов кернел). Оригиналните придонеси се однесуваат пред сè на:

· Разгледување на разликите помеѓу овие два вида на класификатори и испитување на нивните индивидуални предности и недостатоци;

· Предложен е нов алгоритам за одредување на оптималните параметри при обуката на машините со носечки вектори кој не зависи од иницијалните параметри и не бара нивно ограничување во даден опсег, како и постапка за забрзување на нивната верификација во процесот на барање на оптимални параметри.

Главните придонеси кај комбинирањето на класификатори се:

· Даден е преглед на повеќето современи методи за комбинирање на класификатори со анализа на нивните индивидуални предности и ограничувања;

· Предложени се два нови методи за комбинирање на класификатори по пат на усреднување: хармониска средина и комплементарен производ и дадена е теоретска анализа на нивната позиција во однос на останатите методи за комбинирање по пат на усреднување и подредување, како и анализа на влијанието на грешките кај индивидуалните класификатори на нивната комбинација за методите за комбинирање по пат на усреднување;

· Предложени се модификации и проширувања на некои од постојните методи за комбинирање на класификатори како кај BKS методот, Dempster-Shafer комбинирањето, шаблоните за одлучување и нивно проширување, обопштениот комитет и предложен е нов начин за одредување на тежините. Предложени се и нови методи за комбинирање: тежинско комбинирање со динамичко одредување на тежините и комбинирање со повеќекратна линеарна регресија (MLR).

· Спроведени се опсежни експерименти во комбинирањето на различни видови класификатори (невронски мрежи, машини со носечки вектори со линеарен и гаусов кернел, како и еден‑против‑еден SVM класификатори) за проблемот на препознавање на броеви напишани со рака и извршена е споредба на различните методи за комбинирање на класификатори од повеќе аспекти. Како резултат на ова изведени се индивидуалните предности и недостатоци на различните методи за комбинирање на класификатори во одредени ситуации, пред сè од аспект на употребените класификатори, нивниот број и нивните карактеристики, како и расположивиот број на примероци за обука на самите класификатори и на обучените методи за комбинирање. 

Во одредени случаи, покрај бараната точност при дизајнот на систем за препознавање на примероци може да влијаат и други фактори како потребната брзина на негова работа, неговата комплексност и можност за реализација во практика, ограничените ресурси за неговото дизајнирање (бројот и квалитетот на примероците за обука) или поседување одредено предзнаење за проблемот кој треба да го решава. За одредени апликации неопходни се системи каде што грешките не се дозволени или системи каде што може да се направи одреден компромис во однос на точноста, со цел на поедноставна реализација или побрза работа на системот.

· Предложен е ефикасен тростепен систем за препознавање на броеви напишани со рака кој претставува секвенцијална комбинација на три класификатори (две невронски мрежи и еден SVM класификатор). Резултатите на овој систем се едни од најдобрите постигнати во препознавањето изолирани цифри од MNIST базата. Притоа секвенцијалното комбинирање обезбедува не само задржување на перформансите на најдобриот класификатор во системот (SVM класификаторот) туку и нивно мало подобување при истовремено забрзување од скоро 28 пати во однос на индивидуалниот SVM класификатор.

3. Препознавање на примероци

Во втората глава е дефиниран проблемот на препознавање на примероци и практичните проблеми кои се наметнуваат при креирањето на класификатори. Изложени се теоретските поставки на два вида класификатори: невронски мрежи и машини со носечки вектори. Наведени се и неколку начини на решавање на повеќекласен проблем со интеграција на неколку бинарни класификатори (какви што се SVM класификаторите) како и конверзија на излезите на SVM класификаторот во постериорни веројатности. Изложен е и предложениот алгоритам за одредување на оптималните параметри при обуката на машините со носечки вектори.

Препознавањето е едно од основните својства на човекот. Додека човекот сосема лесно црните и белите полиња на хартијата ги интерпретира како букви, линии, форми, за компјутерот тие и понатаму остануваат само низи од единици и нули во неговата меморија. Учењето како да се препознае објект, односно да се одреди на која класа од претходно специфицирано множество на класи и припаѓа, е една од клучните особини на интелигенцијата која е опсежно истражувана и кај човекот (природна интелигенција) и кај компјутерите (вештачка интелигенција). Класификацијата и придружниот проблем на учење на описите на класите овозможуваат да се издвои што е суштинско за да се биде припадник на одредена класа. Издвојувањето на суштинските обележја е од огромно значење бидејќи овозможува да се насочи вниманието на интелигентниот агент (било тоа да се човек или машина).
Во практиката под препознавање на примероци се подразбира автоматска детекција и класификација на објекти или настани. Мерките и податоците кои се користат за класифицирање на објектите се нарекуваат особини или обележја (features), а прототиповите или категориите во кои се распоредуваат се нарекуваат класи. Проценка на перформансите на обучен класификатор се изведува со негово тестирање. Во фазата на тестирање, на обучениот класификатор му се презентираат неозначени примероци и се бара од него да ги препознае, односно да ги распореди во некоја од класите. Резултатот на класификацијата се споредува со нивните вистински класи и се проценува успешноста на класификаторот.

Основната цел на секој класификатор е да овозможи што поточно препознавање на непознатите примероци користејќи го моделот изграден на основа на конечен број на примероци за обука. Според ова, основната цел при обуката (градењето на моделот) на секој класификатор не е да ја научи егзактната репрезентација на примероците за обука, во кои сигурно постои и одреден шум, туку да изгради што поопшт статистички модел на процесот кој ги генерира податоците (примероците), односно да може успешно да генерализира. 

За да се произведе модел кој успешно ќе генерализира потребно е да се располага со можноста да се контролира комплексноста на моделот. Промената на интерните параметри на моделот кои ја одредуваат неговата комплексност најчесто се изведува по пат на оптимизација во неколку чекори кои се повторуваат:

1. Обука на класификаторот;

2. Испитување на перформансите на обучениот класификатор на независно множество примероци;

3. Нагодување на интерната структура или некои од параметрите на класификаторот и повторна обука (чекор 1) сè додека не се постигнат задоволувачки перформанси.

Класификаторите според своите карактеристики како архитектура, дизајн, можности, начин на обука, интерна работа и друго, може да се поделат на повеќе групи од различни аспекти [140]. Според бројот на излезни вредности од класификаторот, класификаторите може да се поделат во две главни групи: бинарни (двокласни) класификатори и класификатори за повеќе класи. Кај бинарните класификатори постои само еден излез и истите непознатиот примерок може да го распоредат во точно една од двете можни класи. Кај класификаторите за повеќе класи најчесто постојат повеќе излези кои репрезентираат припадност на примерокот кон некоја од n-те класи. Од аспект на видот на излезите од класификаторот тие најчесто се со реални вредности, но кај некои класификатори можат да бидат и бинарни. Според ова бинарен класификатор со бинарен излез може да го класификува непознатиот примерок во една од двете класи, односно како припадник или не, на дадена класа без дополнителна информација за сигурноста на ваквата одлука. За разлика од ова, кај бинарниот класификатор со реален излез, вредноста на излезот може да се интерпретира како мерка на припадност кон класата. Пример за бинарен класификатор со бинарни влезови се адаптивните логички мрежи [2]
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[3]. Бинарни класификатори со реални влезови се на пример машините со носечки вектори (SVM). Невронските мрежи се класификатори кои обично имаат повеќе реални излези, од кои секој обично претставува мерка на припадност на примерокот кон една од класите.

Од гледна точка на комбинирањето на класификаторите од особен интерес е нивната поделба според бројот и видот на излези на класификаторот, односно информацијата што ја нудат на излезот при класификација на непознат примерок. Од аспект на нивото на информацијата која се добива од класификаторот според [140] класификаторите може да се поделат во три групи:

1. Апстрактно ниво – класификаторот ја дава само ознаката на класата во која го распоредил непознатиот примерок.

2. Подредено ниво - класификаторот дава редослед на сите (или дел) ознаки на класите кои може да ги препознава со ознаката на класата која е прв избор на врвот на подредена листа.

3. Квантитативно ниво - класификаторот за секоја класа од класите кои ги препознава дава квантитативна информација во вид на мера која го репрезентира степенот на припадност на примерокот на дадената класа.

Познато е дека резултатите добиени од повеќе независни класификатори можат ефикасно да се искомбинираат со цел да се добие поконцизна, покомплетна и поточна претстава за проблемот. Дури и ако некој од експертите понекогаш греши во класирањето, мнозинското гласање или некој друг систем на комбинирање на резултатите во групата веројатно ќе доведе до точен резултат. Комбинирањето на повеќе експерти во одлучувањето исто така носи и дополнителна информација за доверливоста (level of confidence) на одлуката донесена од групата. Ако сите експерти се сложиле во заклучокот, доверливоста на ваквата одлука е голема, ако пак мислењата биле поделени, доверливоста ќе зависи од распределбата на гласовите односно дисјунктноста на нивните мислења. 

Често пати во практиката не е можно да се конструира единствен класификатор кој безгрешно (или со задоволителни перформанси) ќе ги препознава сите нови примероци. Исто така, било забележано дека различни класификатори кои имплементираат разлнични методологии, архитектури, пристапи или обележја, иако можеби со слични вкупни перформанси, можат да се однесуваат независно и да носат различни одлуки за ист примерок, односно да се надополнуваат во препознавањето. Токму оваа независност во одлуките на класификаторите навела на идејата дека со паралелна употребата на повеќе класификатори може да се подобрат перформансите при препознавањето. 

Поради интерните ограничувања на некои видови класификатори некои од нив не се во состојба самостојно да решат одреден вид на проблеми. На пример бинарните класификатори не можат самостојно да решат повеќекласен проблем. Сепак, повеќе бинарни класификатори може да се интегрираат во единствен систем кој ќе биде во состојба да решава и повеќекласни проблеми. При ова како посебен проблем се наметнува начинот на организација на еден ваков систем: како да бидат конструирани и обучени бинарните класификатори и како да бидат комбинирани нивните излези за решавање на повеќекласен проблем.

Вештачките невронски мрежи (Artificial Neural Networks – NN) се инспирирани од структурата на биолошкиот нервен систем. Поради добрите страни на ваквиот модел, како што се масивна паралелна структура, толеранција на шум и робусност, можноста за учење од примери, можноста на моделирање на нелинеарности и др., невронските мрежи имаат широка примена во разни области како што се класификација, оптимизација, пресликување и апроксимирање на функции. 

Во изминативе неколку години машините со носечки вектори (Support Vector Machines – SVM или SV машини) станаа важна техника во машинското учење [12]
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[24]. За препознавање на примероци, SV машините беа употребени за препознавање на изолирани ракописни цифри [22]
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[119]
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[120], препознавање на објекти [7], идентификација на говорник [118], детекција на лице на слика [99], категоризација на текст [66] и др. Во повеќето примери способностите за генерализација на SV машините ги достигнуваат или забележително ги надминуваат можностите на споредбените методи. SV машините претставуваат обучен систем кој користи простор на хипотези со линеарни функции во многудимензионален простор на обележја, обучен со алгоритам за обука според теоријата на оптимизација, користејќи принципи изведени од теоријата за статистичко учење. 

Класификаторите засновани на SV машини се во основа бинарни класификатори, и имаат единствен излез врз основа на кој се одредува дали примерокот е или не е припадник на одредена класа. Обуката на SV машина всушност претставува решавање на оптимизациски проблем со чие решавање, за разлика од невронските мрежи секогаш се добива глобалното решение. Класичниот приод во решавањето на SVM проблемот со примена на општонаменските алгоритми за нумеричка оптимизација не е најсоодветен и е ограничен на примена на релативно мали множества за обука. Методот на портрети според кој проблемот на квадратна оптимизација се решава како серија од помали оптимизациски проблеми од кои секој ги содржи носечките вектори најдени во претходната итерација дополнет со дел од примероците кои ги нарушиле условите за оптималност, ги надминува ограничувањата на класичниот пристап. Предложени се повеќе варијации на методи кои овозможуваат итеративна обука на SV машината со големи множества на примероци [19][99]
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[105][67]
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[68].
Веројатно наједноставниот и најинтуитивниот начин за да се реши повеќекласен проблем со помош на бинарни класификатори е да се обучат k индивидуални бинарни класификатори да ги разликуваат примероците од една класа од примероците од сите останати класи. При препознавањето, непознатиот примерок се презентира на секој од k‑те индивидуални бинарни класификатори и примерокот се распоредува во онаа класа чиј класификатор ќе даде најголем излез, односно ќе покаже најголема убеденост дека се работи за примерок од неговата класа. Ваквата шема е позната како еден-против-сите (one-vs-all) или еден-против-останатите шема. Друг метод за решавање на проблемот на класификација во повеќе од 2 класи со употреба на бинарни класификатори е т.н. еден-против-еден (one-against-one) или секој-против-секого (all-vs-all) пристап. Според овој метод [32]
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[74] се конструираат k(k–1)/2 класификатори eij (по еден за секој пар различни класи) од кои секој се обучува да разликува примероци од само две класи, односно да го решава бинарниот проблем на одвојување на примероците од класата i (позитивните примери) од примероците од класата j (негативните примери). При препознавањето постојат неколку различни стратегии за обединување на нивните одговори и изведување заедничка одлука. Наједноставна е Max Wins стратегијата според која се одлучува за класата која собрала најголем број на гласови од сите класификатори. Други стратегии се pairwise coupling стратегијата според која се изведува најприближна поддршка за секоја од k‑те класи на основа на излезите од сите k(k–1)/2 класификатори [52], како и DAG пристапот во кој класификаторите се организираат во вид на насочен ацикличен граф [106]. 

При обуката на SVM класификаторите постои барем еден параметар кој го задава корисникот а тоа е цената за грешките C. Исто така, во зависност од избраниот кернел (кај нелинеарните SVM) и самиот кернел има свои параметри кои треба да ги зададе корисникот. Изборот на овие параметри влијае на точноста и ефикасноста на SVM машината. Одовде се наметнува проблемот на избор на соодветни вредности за овие параметри при обучувањето на SVM класификаторите, познато и како избор на модел (model selection). Повеќе истражувачи [111] забележале дека за повеќето реални класификациски проблеми SVM класификаторите со гаусов кернел се многу поосетливи на промената на параметарот σ во кернелот отколку на цената за грешките C. 

Во рамките на дисертацијата е предложена постапка за оптимизација на параметрите (пронаоѓање на оптимални параметри) за SVM класификаторите со гаусов кернел во три фази:

1. Класификаторот се обучува за зададени почетни вредности на параметрите σ и C, и се проценуваат неговите перформанси. Потоа се преминува на зголемување на параметарот σ за фактор sm (σn = σn-1 * sm), обучување нов класификатор, проценка на неговите перформанси и споредба со перформансите на претходниот најдобар класификатор. Ова се повторува сè додека перформансите на класификаторот растат. Доколку во првите неколку чекори на зголемување на σ не се забележи пораст на параметрите, се преминува на негово намалување почнувајќи од неговата почетна вредност (σ се дели со факторот sm) и ова се повторува сè додека перформансите на класификаторот обучен со ваквото σ растат.

2. Откако ќе биде најдено приближно оптималното σ за зададената почетна вредност на параметарот C, се преминува на барање на оптимална вредност за овој параметар на сличен начин. Прво C се зголемува множејќи го со фактор cm во секој чекор сè додека има подобрување на перформансите на класификаторот, или ако не дојде до подобрување почнува да се пребаруваат помалите вредности на параметарот, делејќи го C со факторот cm. 

3. Конечно по определувањето на приближните оптимални вредности на σ и C, се пристапува кон попрецизно одредување на факторот σ на чии промени перформансите на SV машината се поосетливи, слично како во чекорот 1, но сега зголемувајќи го или намалувајќи го σ за адитивен фактор sa во секој чекор (σn = σn‑1 + sa). Со соодветен избор на факторот sa, ќе може прецизно да се одреди оптималната вредност на σ. Факторот sa може да биде зададен од корисникот или динамички да се одредува како дел од разликата помеѓу вредностите на двете последни проценки на факторот σ (sa = (σn–σn‑1)/m). 
Според достапната литература, сите истражувачи кои во своите трудови преземаат некаква оптимизација и избор на параметри при обучувањето на SVM класификаторите или третираат само двокласни проблеми [87] или при решавањето на единствен повеќекласен проблем за обуката на сите SV машини користат исти параметри [57]
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[112]. Во предложениот пристап секоја од индивидуалните SV машини кои го сочинуваат SVM класификаторот било во еден-против-сите или еден-против-еден шема, е одделно оптимизирана за параметрите σ и C. Притоа и нејзините перформанси во секој чекор од обуката се одделно проценувани како на изолиран независен класификатор кој одвојува една од сите останати класи. Предложениот пристап е пооптимален од пристапите на другите истражувачи кои употребуваат исти σ и C за сите бинарни класификатори, бидејќи класите во проблемот не мора да бидат (и најчесто и не се) подеднакво оддалечени една од друга. Предложениот пристап го адресира токму овој проблем одредувајќи оптимални вредности за параметрите на секоја од SV машините одделно, прилагодувајќи се на комплексноста на конкретниот проблем на одвојување на една од останатите класи. 

Во спроведените експерименти, перформансите на класификаторите составени од индивидуално оптимизирани SV машини покажаа мала но постојана предност пред класификаторите со заеднички параметри за сите SV машини. Притоа времето потребно за пронаоѓање на оптималните параметри и обука на класификаторите и во едниот и во другиот случај е приближно исто. Предложената постапка се потпира на фактот дека SVM класификаторите секогаш го наоѓаат глобалниот максимум и нивната обука не зависи од никакви дополнителни параметри освен параметрите (C и σ) и самото множество за обука (поточно само носечките вектори од него) и за исти вредности на параметрите и исто множество за обука секогаш ќе се добие идентична машина. Како последица на ова, зависноста на перформансите на обучената машина од параметрите е приближно монотона, што овозможува успешно наоѓање на оптимални параметри со предложената постапка.

При барањето на оптимални параметри на класификаторите според предложената постапката, по секој чекор на промена на еден од параметрите и обучување на нова машина со овие параметри, се врши проценка на нејзините перформанси. Ова се изведува со препознавање на примероците од множеството за валидација и проценка на грешката што се прави притоа. Времето потребно за ова, особено ако множеството за валидација има голем број на примероци воопшто не е занемарливо. Спроведените експерименти покажаа дека од вкупното време потребно за наоѓање на оптималните параметри на класификаторите (зависно од избраните почетни параметри и чекорот за нивно зголемување/намалување при пребарувањето) околу 50-80% отпаѓаа само на проверка на нивните перформанси. 

Една од карактеристиките на SVM класификаторите е што нивната обука зависи само од носечките вектори. Со мали промени на параметрите при нивната обука, разделните површини не се менуваат драстично и од аспект на проценката на нивните перформанси на множеството за валидација и по промената, голем дел од примероците кои и пред тоа (во претходната итерација) биле класификувани точно (или погрешно) повторно ќе бидат класификувани на истиот начин. Најголема веројатност за промена на класификацијата има кај оние примероци кои лежат во близината на разделната површина. Користејќи го овој факт, од разгледување може да се исклучат оние примероци кои лежат најдалеку од разделната површина и се правилно класификувани. Бидејќи излезот од SVM класификаторите може да се интерпретира како растојание на примерокот од делбената површина, оние примероци за кои класификаторот дал голема вредност на излезот (по апсолутна вредност) и се правилно класификувани, лежат далеку од делбената површина и на правилната страна од делбената површина. Според ова, колку е поголем излезот од SVM класификаторот, помала е веројатноста тој примерок и при класификувањето со следните итерации на класификаторот да биде погрешно класификуван. 

Во предложениот пристап, по првичната проценка на препознавањето на сите примероци од множеството за валидација, беа зачувувани излезите од класификаторот за секој од примероците. Потоа од множеството за валидација од понатамошно разгледување се исклучуваат примероците кои се правилно класификувани и за кои има големи (по апсолутна вредност) излези од класификаторот, задржувајќи ги само погрешно класификуваните примероци (без оглед на вредноста на излезот) и оние за кои класификаторот дал помали вредности (точни, но не многу сигурни одлуки). Бројот на примероци од множеството за валидација кои се задржуваат за понатамошните проценки на перформансите, како процент на покриеност во однос на вкупниот број на примероци во множеството, го задава корисникот. Колку што е помал процентот на покриеност, новообучените класификатори ќе треба да се тестираат со помал број примероци со што автоматски проценката на нивните перформанси ќе биде побрза. Испитувањата при обука на класификаторите за препознавање на ракописни цифри во оваа дисертација покажаа дека без промена на одредените оптимални параметри (во однос на истите кога за проценка се користи целото множество за валидација) може да се исклучат околу 80% од 90% од примероците од множеството за валидација. При покриеност од 15% до 20%, времето потребно за наоѓање на оптималните параметри на класификаторите се скуси за 4 до 5 пати.

За голем број примени потребно е излезот од класификаторот при препознавање на непознат примерок да биде изразен како калибрирана постериорна веројатност, особено кога истиот треба дополнително да се обработува, интегрира со други податоци или кога чини само дел од целосната одлука како при комбинирањето на класификатори. Излезот од SVM класификаторите е некалибрирана вредност која не претставува веројатност. Еден начин за добивање на веројатносни излези од SVM класификаторите е предложен од Wahba [134] кој користи логистичка функција p(x) = 1/(1+exp(–f(x))), каде f(x) е некалибрираниот излез од SVM класификаторот. Функцијата за пресликување од SVM излезите во постериорни веројатности која ја предлага Platt [104] е параметарска форма на сигмоида p(x) = 1/(1+exp(Af+B)), каде параметрите A и B се одредуваат во процес на минимизација на отстапувањата со употреба на Levenberg-Marquardt model-trust алгоритамот за оптимизација и користење на примероците од множеството за валидација. За експериментите во рамките на дисертацијата, оваа постапка е користена за трансформација на излезите од SVM класификаторите при нивното комбинирање со методите кои бараат веројатносни излези од класификаторите.

4. Комбинирање на класификатори
Идејата за комбинирање на повеќе класификатори со цел да се компензираат индивидуалните слабости а да се задржат индивидуалните предности на секој од нив, последниве десетина години опсежно е истражувана во областа на препознавањето на примероци. Покажано е дека со соодветно комбинирање на резултатите добиени од разлнични експерти според одредено правило, може да се добијат перформанси подобри од перформансите на кој било од индивидуалните експерти. И покрај тоа што во литературата [140]
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[72] последниве години беа предложени голем број на различни пристапи и шеми за комбинирање на класификатори, сè уште не е потполно јасно зошто некои од нив се подобри од други и во кои услови. Во третото поглавје се разгледани принципите на комбинирање на класификатори, како и методите за добивање на класификатори погодни за комбинирање. Претставени се повеќе методи за комбинирање на класификатори, теориските основи на кои почиваат и начините за нивна реализација. 

Иако во литературата не е посебно разгледувано, односно се јавува под истото име, најчесто како комбинирање на класификатори, треба да се направи разлика помеѓу нужното комбинирање класификатори и факултативното комбинирање класификатори. Факултативното комбинирање на класификатори ги истражува начините за комбинирање на повеќе потполни класификатори. Секој потполн класификатор е во состојба самиот целосно да го реши проблемот со одредена точност. Иако секој од класификаторите е во состојба и самостојно даден примерок да класификува во една од дадените класи, комбинирањето на ваквите класификатори се прави пред сè со цел да се подобри точноста на класификувањето.

Нужното комбинирање од друга страна ги истражува начините на комбинирање на повеќе ограничени или непотполни класификатори. Ограничените класификатори не се во состојба да го решат целосниот проблем најчесто поради нивните интерни ограничувања (бројот на излези на пример). Повеќе ограничени класификатори може да се обединат во систем кој ќе може да го реши целосниот проблем. Нужното комбинирање ги истражува начините на поделба на проблемот на погодни потпроблеми кои ќе можат да бидат успешно решени од ограничените класификатори и начините на кои нивните одлуки може да се обединат во бараното единствено решение на проблемот. Во практика нужното комбинирање се користи на пример кога со употреба на бинарни класификатори треба да се реши повеќекласен проблем. 

Во литературата се предложени голем број на различни шеми за комбинирање на класификатори [62]
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[140]. Мнозинското гласање е веројатно најупотребуваната техника [4][65]
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[140] за комбинирање на класификатори пред сè поради нејзината едноставност и генерална употребливост на сите видови класификатори. Методот за пребројување според Борда (Borda count) [55] претставува генерализација на мнозинското гласање. Други често употребувани методи за комбинирање се минимум, максимум, медијана [79], аритметичка средина [126] и геометриска средина [127]. Тежинското усреднување [51]
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[95] се обидува да ги одреди оптималните тежини за различните класификатори. Behaviour-Knowledge Space (BKS) методот се обидува да го избере најдобриот класификатор за даден регион од просторот на влезови, а одлуката ја изведува на основа на излезите од класификаторите [139]. Останати методи за комбинирање на класификатори се Баесовиот метод [81]
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[140], Dempster-Shafer теоријата [1][28]

 REF _Ref58238399 \r \h 
[114], неспецифицираниот интеграл (fuzzy integral) [17]
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[69], шаблоните за одлучување [78], различни веројатносни шеми [70]
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[73], комбинирање со помош на невронска мрежа [15] и др.

Во рамките на дисертацијата се предложени модификации на неколку постојни и неколку потполно нови методи за комбинирање на класификатори. Кај комбинирањето на класификатори со излез на апстрактно ниво, предложена е модификација на BKS методот за комбинирање на класификатори кој вклучува дополнително гласање за неопределените случаи. Со предложената модификација се постигнуваат најмалку подеднакво добри резултати како и со оригиналниот BKS метод кога не постои опција за отфрлање на примероците. Предноста на предложениот метод е особено изразена за случаите на комбинирање на поголем број на класификатори и поголем број на класи при ограничено множество од примероци за обука на методот за комбинирање. 

Методите за комбинирање со усреднување се едни од најчесто применуваните во практиката. Овие методи почиваат на претпоставката дека класификаторите се независни меѓусебе и дека се со слични перформанси. При усреднувањето интуитивно се очекува средната вредност од повеќе несигурни, но релативно точни мерења на иста величина да дадат подобра проценка за мерената величина. Функцијата за усреднување секогаш ги усреднува излезите за иста класа од сите класификатори, притоа еднакво третирајќи ги сите класификатори и сите класи. Во зависност од избраната функција за усреднување се добиваат различни методи за комбинирање. Најчесто употребувани се усреднувањето со аритметичка средина (правило на сума) и со геометриска средина (правило на производ). Во рамките на дисертацијата е предложена употреба и на хармониската средина, како и нов вид на усреднување погоден за усреднување на веројатности – комплементарен производ. Изведена е релација која претставува проширување на познатата релација на подредување на аритметичката, геометриската средина, минимумот и максимумот со вклучување во неа на хармониската средина и комплементарниот производ. Изведена е и анализа на влијанието на грешките кај индивидуалните класификатори на нивната комбинација за предложените комбинирања со хармониската средина и комплементарен производ и истата е споредена со осетливоста на грешка кај комбинирањето со правилата на сума и производ.

Кај комбинирањето со неспецифициран интеграл предложена е модификација во која наместо единствени неспецифицирани густини кои ја репрезентираат важноста на секој од класификаторите се користат различни неспецифицирани густини за секоја од класите за секој од класификаторите. Ваквите густини ја репрезентираат важноста на секој од класификаторите при препознавањето примероци од секоја од класите. Предложено е одредување на неспецифицираните густини за секоја од класите за даден класификатор на основа на конфузионата матрица за дадениот класификатор, со што и проценетата важност на секој од индивидуалните класификатори, која се користи при комбинирањето, ќе биде различна зависно од хипотезата која се тестира: дали непознатиот примерок е припадник на дадена класа. Предложената модификација подобро ги моделира случаите кога се комбинираат класификатори со слични глобални перформанси кои имаат различни перформанси при препознавањето на одредени класи, односно кога некои од класификаторите подобро препознаваат едни, додека други подобро препознаваат други класи.
Кај тежинското комбинирање предложена е модификација на комбинирањето со обопштен комитет според која се одредуваат различни тежински фактори при одредувањето на здружената поддршката за секоја од класите. Исто така, предложена е и постапка за одредување на факторите на тежинската комбинација со оптимизациска техника заснована на алгоритамот на Hooke-Jeeves [56] со дополнителни ограничувања. При одредувањето на оптималните тежински фактори со предложената постапка се избегнува пресметувањето на корелациона матрица и сите проблеми околу стабилноста на нејзината инверзија особено во случаите кога се располага со ограничено множество за валидација и кога класификаторите кои се комбинираат се доста корелирани. Предложена е и едноставана постапка за одредување на тежините на основа на проценетите перформанси на секој од индивидуалните класификатори користејќи ги за тоа нивните индивидуални конфузиони матрици без пресметувањето на корелациона матрица. Предложен е и метод за тежинско комбинирање со динамичко одредување на тежините за секој примерок одделно, на основа на т.н. функција на сигурност на излезите од индивидуалните класификатори. 

Шаблоните за одлучување (Decision Templates – DT) претставуваат робусна шема за комбинирање на класификатори предложени од Kuncheva et al [78]. Комбинирањето со шаблони за одлучување се изведува преку споредување на излезите од класификаторите со карактеристични шаблони за секоја од класите. При комбинирањето шаблоните за одлучување ги користат сите излези од сите класификатори за одредувањето на комбинираната поддршка за секоја од класите. Овој пристап е драстично различен од повеќето други пристапи за комбинирање на класификатори кои ги користат само излезите за одредената класа од сите класификатори при одредувањето на комбинираната поддршка за дадената класа. Шаблоните за одлучување се добиваат испитувајќи го однесувањето на обучените класификатори на множеството за валидација. При препознавањето секој непознат примерок x се проследува до секој од класификаторите и добиениот профил составен од излезите од сите класификатори DP(x) се споредува со секој од шаблоните за одлучување DTi со што се добива поддршката за секоја од класите. Споредувањето се изведува со функција S(DP(x), DTi) која може да се интерпретира како мерка за сличност. Мерката за сличност може да се разбере во пошироката смисла на зборот како која било мера, степен на совпаѓање или каква било постапка со која може да се „спореди“ профилот (матрицата DP(x)) со секој од шаблоните (матриците DTi, i = 1, …, k). Kuncheva et al. [78] предлагаат 11 различни мерки за сличност од кои 4 „вистински“ мери за сличност, 5 индекси на вклучување (содржење), 1 мерка за конзистентност и мерка базирана на евклидовото растојание меѓу матриците на профилот и шаблонот. Во рамките на дисертацијата предложени се и експериментирано е со поголем број на други мерки на сличност изведени од: Менхетен растојанието, Канбера растојанието [83], агловото одвојување, Чебишев растојанието, Минковски растојанието, χ2 растојанието [96], квадратното χ2 растојание [92], Корд растојанието [98], квадратното Корд растојание [93], Хелинџер растојанието [101]
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[108], Брај-Куртис растојанието, Јакард растојанието и процентот на сличност. 

Во рамките на дисертацијата предложено е проширување на шаблоните за одлучување со дополнителни параметри кои ја опишуваат распределбата на вредностите на секој од излезите на класификаторите кои се комбинираат. Со ваквото проширување на шаблоните овозможена е примена и на пософистицирани мерки за сличност кои ја одредуваат релативната припадност на единката (профилот) кон популацијата (проширениот шаблон) изведени од: стандардизираното евклидово растојание, Фрешетовото F‑растојание, Махаланобис растојанието со заедничка дисперзиона матрица и и Махаланобис растојанието со одвоени дисперзиони матрици за секоја од класите. Наведените растојанија се применети и кај Dempster-Shafer комбинирањето со што се добиваат негови различни варијации со кои е експериментирано. 

Предложено е и комбинирање на класификаторите според моделот на повеќекратна линеарна регресија (multi response linear regresion – MLR). При тоа параметрите на регресискиот модел се одредуваат на основа на однесувањето на класификаторите при препознавањето на примероци од множеството за валидација. Експериментирано е и со комбинирање на класификаторите со помош на класификатор за што се употребени невронска мрежа и SV машина. Обуката на овие класификатори се изведува со излезите од класификаторите кои се комбинираат за примероците од множеството за валидација. 
Наведените методи за комбинирање се применети и за комбинирање на множествата од еден-против-еден обучени класификатори за решавање на повеќекласен проблем.
Препознавањето броеви напишани со рака е еден од најчесто користените класификациски проблеми за споредување на перформансите на различни класификатори и системи за препознавање на примероци [9]
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[121]. И во практика, препознавањето на броеви напишани со рака има честа примена особено во системите за автоматска обработка на поштенски пратки, формулари, чекови и сл.

5. Препознавање на броеви испишани со рака

Во четвртото поглавје е изложен проблемот на препознавање на броеви испишани со рака, со комбинирање на класификатори. За сите експерименти на паралелно комбинирање на класификатори користени се примероците од NIST и MNIST базите на ракописни знаци. 

Експериментите со комбинирање на класификаторите за препознавање на ракописни знаци беа изведени со систем чија шема е прикажана на слика 5.1. Влез во системот претставуваат слики на изолирани цифри. По првичната обработка за отстранување на шумот и наоѓање на рамката околу знакот, се врши проценка на аголот на закосеност на знакот и истиот се исправа. Потоа од знакот се екстрахираат неколку видови на обележја. Целта на екстракцијата на обележја од знаците е пред сè да се намали димензионалноста на проблемот, концентрирајќи се само на суштинските обележја од аспект на проблемот кој треба да се реши. Со ова се добиваат одвоени множества од обележја кои се одвоени користејќи различни пристапи за екстракција на обележја, кои практично го гледаат знакот од различни агли и можат да се сметаат за независни. 
Секое од овие множества со обележја се проследува на одвоен класификатор обучен да го препознава знакот користејќи го даденото множество со екстрахирани обележја. Излезот од секој од класификаторите се поддршките кои класификаторот ги дава на претпоставките дека знакот доаѓа од секоја од можните класи. Излезите од класификаторите потоа се комбинираат со некоја од шемите за комбинирање на класификатори и на крајот се одлучува за припадноста на знакот. За споредба обучен е и класификатор кој ја користи унијата од сите множества на одвоени обележја како единствено множество.
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Слика 5.1. Архитектура на системот за комбинирање на класификатори

Претпроцесирањето ги опфаќа фазите на обработката на сликата на цифрата. Во него се изведува отстранување на шумот, лоцирање на цифрата и проценка и отстранување на евентуалната закосеност на цифрата. При скенирањето на печатени документи (или формулари) на сликите е присутно помало или поголемо количество на шум кој најчесто се должи на несовршеноста на уредите за скенирање, оштетеноста на медиумот (хартијата), слабиот квалитет на отпечатокот и сл. За отстранување на шумот од сликите на цифрите користен е kFill филтер од трет ред [97]
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[123]. По отстранувањето на шумот се пристапува кон проценка на закосеноста на цифрата и нејзино исправање. 

Зависно од стилот на ракописот на лицето кое ги напишало цифрите забележителна е голема варијација на аголот за кој се закосени цифрите. Ваквите варијации можат забележително да ги намалат перформансите на препознавањето и пожелно е колку што е можно да се отстранат. За проценка на аголот на закосеност на цифрите предложена е оригинална постапка според која за секоја од цифрите прво се наоѓаат т.н. горен дел и долен дел од сликата на цифрата. Горниот, односно долниот дел е составен од првите, односно последните n редици од матрицата со сликата на цифрата (слика 5.2). Притоа бројот на редици – n се одредува релативно во однос на висината на цифрата. Во експериментите за висина на овие делови од знакот е користена вредноста од 25% од висината на знакот, која беше избрана по неколку експерименти со вредности на овој процент.
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Слика 5.2. Одредување на закосеноста на цифрата и нејзино исправање

Потоа се одредува позицијата на тежиштето за секој од овие два дела на сликата. Конечно аголот на закосеност α се пресметува како аголот кој правата која минува низ двете тежишта го зафаќа со вертикалата. По проценката на аголот, исправањето на цифрата се изведува со линеарна операција на поместување на секоја од редиците на матрицата на цифрата. 
За експериментите со комбинирање на класификатори екстрахирани се четири фамилии на обележја. Од секоја фамилија се формира по едно множество обележја кое ја опишува цифрата која треба да се препознае. Според начинот на екстракција, секое од овие множества од обележја ја гледа цифрата од различен агол и може да се смета дека четирите групи на обележја носат комплементарни информации. 

За секое од множествата обележја конструиран е одделен класификатор кој е во состојба релативно успешно да ги препознава цифрите. Бидејќи секој од класификаторите користи различни независни обележја за препознавање на цифрата, може да се смета дека и одлуките на класификаторите ќе бидат релативно независни и комплементарни. Вака добиените класификатори се основа за експериментите на комбинирање на класификатори. Исто така, за единственото множество добиено како унија на две, три или сите четири множества на екстрахирани обележја се конструирани и единствени класификатори кои цифрата ја гледаат од неколку агли „истовремено“. Резултатите од овие класификатори се користени за споредба со резултатите добиени од различните методи за комбинирање на класификаторите.

Предложените алгоритмите со кои се изведува екстракцијата на обележјата се изведуваат над сликата од знакот во неговата оригинална големина со што се избегнува скапата операција на скалирање на секој од знаците на фиксни димензии пред да се пристапи на екстракција на обележјата. Од друга страна, предложените алгоритми се доволно флексибилни да овозможат екстракција на произволен број обележја, односно произволна прецизност при интерпретацијата на сликата преку обележјата. Притоа, бројот на обележја кои првично се екстрахираат од сликата на знакот е предодреден од неговите димензии. По добивањето на овој вектор од обележја, истиот се скалира на произволна димензија добивајќи го на тој начин саканиот број на обележја. Четирите фамилии на обележја кои се екстрахираат од секоја слика се: проекциони хистограми, контурни профили, прстенести зони и Kirsch обележја.

Проекционите хистограми претставуваат пресликување од слика (дводимензионална функција) во хистограм (еднодимензионална дискретна функција) чии вредности претставуваат сума на вредностите на пикселите долж одреден правец. Хистограмот може да се претстави како вектор од реални вредности. Во зависност од избраниот правец се дефинираат:

· хоризонтален проекцион хистограм (хоризонтални проекции)

· вертикален проекцион хистограм (вертикални проекции)

· кос проекцион хистограм (коси проекции)

На слика 5.3 е прикажан пример за добиени проекциони хистограми за слика на цифра.
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Слика 5.3. Пример за проекциони хистограми: хоризонтален и вертиаклен и дијагонални проекциони хистограми

Контурните профили [129] се еден вид на хистограм и може да се дефинираат лев, десен, горен и долен контурен профил. Притоа вредностите во левиот и десниот контурен профил се дефинираат како растојанието од левиот односно десниот крај на сликата до првиот црн пиксел во секоја редица. Соодветно, вредностите на горниот и долниот контурен профил се дефинираат како растојанието од горниот односно долниот крај на сликата до првиот црн пиксел во секоја колона. Вака дефинираните профили имаат ограничени дискриминациски способности поради неможноста да ги претстават шуплините и внатрешните делови на објектите. Исто така, контурата е јасно дефинирана само за бинарни слики. Затоа е предложено проширување на дефиницијата на контурните профили со профили од повисоко ниво и за слики во нијанси на сиво. Предложените профили од прво ниво се дефинирани слично на основните профили, само што наместо „растојанието до првиот црн пиксел“ се зема растојанието до првиот раб на знакот, односно позицијата на првата транзиција од позадина во знак во соодветниот ред односно колона. Профилите од второ ниво пак се дефинирани како растојанијата од рабовите на сликата до втората транзиција од позадина во знак (доколку таква постои) за соодветниот ред односно колона. Аналогно можат да се дефинираат и профили од трето и повисоки нивоа. Пример за контурни профили од прво и второ ниво е даден на слика 5.4.
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Слика 5.4. Контурни профили: а), б), в) и г) лев, десен, долен и горен профил од прво ниво; д), ѓ), е) и ж) лев, десен, долен и горен профил од второ ниво

Предложените централни прстенести проекции обележјето кое се генерира за секоја од зоните е релативната пополнетост на подрачјето на зоната со „мастило“, односно бројот на црни пиксели. Зоните се дефинирани како концентрични прстени околу тежиштето на сликата на знакот, и секој прстен е поделен на одреден број еднакви исечоци (слика 5.5). 
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Слика 5.5. Централни прстенести зони: лево – дефинирање на зоните; десно – пополнетост на секоја од зоните како обележје

За екстрахирање на обележја од прстенестите зони прво се одредува тежиштето на цифрата (слика 5.5), а потоа се одредува растојанието од тежиштето до најоддалечениот пиксел од сликата на цифрата R. На основа на ова растојание се дефинираат три прстенести зони околу тежиштето: 

1. Првата зона е всушност кружница со радиус r1 околу тежиштето на сликата и истата е поделена на n1 еднакви исечоци.

2. Втората зона е прстен со внатрешен радиус r1 и надворешен радиус r2 и тој се дели на n2 еднакви исечоци.

3. Третата зона е прстен со внатрешен радиус r2 и надворешен радиус R и тој се дели на n3 еднакви исечоци.

Во секоја од овие зони потоа се бројат црните пиксели и се пресметува нивната исполнетост. На овој начин се добиваат n1 + n2 + n3 обележја.

Kirsch обележјата се дирекциони обележја. Тие се екстрахираат од сликата на цифрата со помош на Kirsch операторот и претставуваат локални детектори на правецот на работ во секој пиксел од сликата. Според предложениот пристап, наместо да се одредуваат Kirsch градиентите за секој пиксел од сликата, тоа се прави само за одредени пиксели од рабовите на цифрата. Kirsch обележјата се екстрахираат на следниов начин: Сликата на знакот се пребарува од лево – на десно, од десно – на лево, од горе – надолу и од долу – нагоре по редици односно колони, соодветно. Првиот пронајден црн пиксел во секоја редица односно колона во правец на пребарувањето ја формира надворешна периферија на знакот од прво ниво (или прва надворешна периферија). Црните пиксели кои го претставуваат почетокот на следната секвенца црни пиксели во секој ред или колона ја формираат надворешна периферија на знакот од второ ниво (или втора надворешна периферија) (слика 5.6). Зависно од правецот и насоката на пребарување перифериите можат да се дефинираат како горна, долна, лева и десна надворешна периферија на знакот и тоа од прво и второ ниво. 
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Слика 5.6. Одредување на пикселите на перифериите

Kirsch обележјата се екстрахираат само од пикселите од првата лева и десна надворешна периферија на знакот и од првата и втората горна и долна надворешна периферија на знакот. Во секој од овие пиксели се пресметуваат градиентите на правец на работ со помош на Kirsch операторот во три правци. Притоа од пикселите на левата и десната периферија се екстрахираат само Kirsch обележјата во вертикален, десен дијагонален и лев дијагонален правец. Од пикселите на првата и втората горна и долна периферија пак, се екстрахираат само Kirsch обележјата во хоризонтален, десен дијагонален и лев дијагонален правец.
За спроведените експерименти, првата фамилија на обележја (FS1) кои се екстрахираат од секоја цифра е составена од проекциони хистограми и тоа: 7 обележја од хоризонталниот проекцион хистограм, 6 обележја од вертикалниот проекцион хистограм и по 5 обележја од двата дијагонални проекциони хистограми, што дава вкупно 23 обележја. Идејата за екстракција на ваков релативно мал број на обележја е да се произведе релативно послаб класификатор (во однос на останатите). Ова е сторено со цел да се испита влијанието на послаб класификатор во ансамблот со цел да се испитаат ефектите на неговите зачестени грешки при различните методи за комбинирање на класификатори. Втората фамилија на обележја (FS2) кои се екстрахираат од секоја цифра е составена од контурните профили и тоа: по 6 обележја од левиот и десниот контурен профил, по 5 обележја од горниот и долниот контурен профил и по 4 обележја од горниот и долниот контурен профил од второ ниво, што дава вкупно 30 обележја. Третата фамилија на обележја (FS3) кои се екстрахираат од секоја цифра е составена од централни прстенести зони и тоа: 4 обележја од првата кружна зона за радиус r1 = 20% од R, 24 обележја од втората прстенеста зона за радиус r2 = 50% од R и 16 обележја од третата прстенеста зона, што дава вкупно 44 обележја. За спроведените експерименти, четвртата фамилија на обележја (FS4) кои се екстрахираат од секоја цифра е составена од обележја изведени од Kirsch градиентите и тоа: по 15 обележја (5×3) од првата лева и десна надворешна периферија на цифрата, по 12 обележја (4×3) од првата горна и долна надворешна периферија на цифрата и по 9 обележја (3×3) од втората горна и долна надворешна периферија на цифрата, што дава вкупно 72 обележја.

За експериментите со комбинирање на класификатори обучени се четири вида на класификатори и тоа:

· SVM класификатори со еден-против-сите стратегија користејќи линеарен кернел;

· SVM класификатори со еден-против-сите стратегија користејќи гаусов кернел;

· SVM класификатори со еден-против-еден стратегија користејќи гаусов кернел;

· трослојна невронска мрежа.

За да се проценат подобро предностите и недостатоците на различните методи за комбинирање на класификатори со различни перформанси, креирани се повеќе верзии на секој од класификаторите. Секоја од овие верзии е обучувана со различен број примероци. На овој начин за секој класификатор се креирани по 6 верзии обучувани со по 1000, 2000, 5000, 10000, 30000 и сите 53449 примероци од hsf_0 партицијата. При обуката оптимизацијата на SVM класификаторите е изведувана за секоја машина одделно од аспект на нејзините индивидуални способности да разграничува помеѓу примероците од нејзината и сите останати класи, односно помеѓу двете класи кај еден-против еден SVM класификаторите. 

За потребите на обуката, одредувањето на оптималните параметри и тестирањето на SVM класификаторите, развиена е програма (3000 линии C++ код) која ја користи TORCH библиотеката [20], која за екстрахираните обележја обучува класификатор или истиот го тестира. Обуката и тестирањето на невронските мрежи, е изведено со програма (600 линии C++ код) која ја користи TORCH библиотеката. Експериментите се спроведени на персонален компјутер со Pentium 4 процесор на 2.4 GHz со 1Gb RAM меморија. Оперативниот систем беше Windows XP, а програмите беа преведени со Microsoft Visual C++.NET v7.1. На истата конфигурација беа спроведени и сите експерименти за комбинирање на класификатори. За комбинирање на резултатите од повеќе класификатори беше развиена посебна програма (13000 линии C++ код) која овозможува комбинирање на произволен број на класификатори со некоја од наведените методи за комбинирање. Истата поддржува и обука на обучените методи за комбинирање. Овозможено е и отфрлање на несигурните примероци според критериумот, како и одредување на оптимални прагови за отфрлање со цел да се постигне што поголема точност за зададена доверливост на класификаторот.

Извршено е комбинирање на класификаторите со 77 различни методи или варијации. Комбинирани се по 2, 3 и сите 4 класификатори. Кај комбинирањето по 2 класификатори генерирани се резултатите од комбинирањето на шестте можни парови од два индивидуални класификатори (1-2, 1-3, 1-4, 2-3, 2-4, 3-4) како и трите случаи на комбинирање на пар класификатори од кои секој е обучен на унија од две различни множества обележја (12-34, 13-24, 14-23). Кај комбинирањето на по три класификатори генерирани се резултатите за трите тројки класификатори (1-2-3, 1‑2‑4, 2-3-4). Сите комбинирања се изведени за сите верзии на класификаторите (обучени на 1000, 2000, 5000, 10000, 30000 и сите примероци). Истите експерименти се спроведени за SVM класификатори со гаусов кернел во еден‑против‑сите шема, SVM класификатори со линеарен кернел во еден‑против‑сите шема, невронски мрежи и SVM класификатори со гаусов кернел во еден‑против‑еден шема.

Резултатите покажуваат дека комбинирањето со употреба на класификатор е неприкосновено и постигнува најдобри перформанси во сите случаи независно од бројот, карактеристиките и зависноста на класификаторите кои се комбинираат. Но, сепак ваквото комбинирање со дополнителен класификатор е најкомплексно и за негова обука е потребно незанемарливо време и дополнителни обележани примероци кои не учествувале во обуката на основните класификатори. Со зголемувањето на бројот на примероци кои се употребуваат при обуката на индивидуалните класификатори, се разбира нивните перформанси растат, а со тоа и перформансите на нивната комбинација. Но, со порастот на перформансите на индивидуалните класификатори расте и нивната зависност, а со тоа се стеснува просторот за подобрување на резултатите при комбинирањето. Кај различните методи овој пораст не е со исто темпо, што може да се забележи од промената на рангот на методот во зависност од употребените примероци за обука. Кај најголемиот број методи за комбинирање се забележува дека со зголемувањето на бројот на примероци употребени за обука на индивидуалните класификатори, нивниот ранг генерално или расте или опаѓа (многу ретко осцилира). Според ова повеќето од методите можат да се карактеризираат како подобри за комбинирање на „слаби“ или на „јаки“ класификатори. Исто така осетливоста на комбинацијата со еден „слаб“ класификатор во друштвото на неколку „јаки“ класификатори е различно за различните методи за комбинирање.

Техниките за комбинирање базирани на гласање се меѓу најслабите во спроведените експерименти. Ова пред сè се должи на фактот што истите за комбинирање ги користат конечните „тврди“ одлуки на индивидуалните класификатори. Методот за комбинирање според пребројувањето на Борда секогаш дава подобри резултати од гласањето. Кај сите необучени методи за комбинирање забележлива е предноста при комбинирање на појаки класификатори. 
Необучените методи се инфериорни во однос на обучените особено кога се комбинираат слаби класификатори и класификатори со значително различни перформанси. При комбинирањето на јаки класификатори со слични перформанси обучените методи ја губат оваа предност па некои од необучените методи во ваквите случаи успеваат да се вбројат меѓу неколкуте најдобри методи. Така аритметичката и геометриската средина, медијаната и тежинското комбинирање со динамичко одредување на тежините, се меѓу методите кои даваат најдобри резултати кога се комбинираат јаки класификатори со слични перформанси. Хармониската средина и комплементарниот производ се нешто полош избор, но секогаш подобри од изборот на минимум или максимум. 

BKS методот е единствениот обучен метод за комбинирање на класификатори со излез на апстрактно ниво. Резултатите кои се добиваат со него се секогаш подобри од гласањето, но тој е сепак доста комплексен (особено мемориски). Предложената модификација на BKS методот со дополнително гласање отстранува еден битен недостаток на овој метод, а тоа е што да се прави со примероците за кои распределбата на поддршките од класификаторите не е регистрирана во процесот на обука. Спроведените експерименти покажаа дека во сите случаи модифицираниот BKS метод со дополнително гласање дава подобри резултати од оригиналниот.

Методот на неспецифицираниот интеграл не се истакнува како особено добар но карактеристичен е по тоа што е најмалку зависна од „јачината“ на класификаторите. Модификација на комбинирањето со неспецифициран интеграл каде неспецифицираните густини се одредуваат одвоено за секоја класа и секој класификатор има предност над стандардниот метод само кога се комбинираат класификатори со слични перформанси каде е поверојатно да се случи некој од нив да е подобар за едни а другиот за други класи.

Комбинирањето на класификатори со шаблони за одлучување и според Dempster-Shafer теоријата, секој во 27 варијации, зависат доста од применетите постапки за одредување на сличноста на актуелните излези од класификаторите со нивните просечни (очекувани) вредности за секоја од класите. Генерално, комбинирањето според Dempster-Shafer теоријата дава подобри резултати од шаблоните за одлучување кога се комбинираат појаки класификатори, додека при комбинирањето на слаби класификатори предноста е на страната на шаблоните за одлучување. Од мерките за сличност, кај Dempster-Shafer методот како најдобра при комбинирањето на слаби класификатори се истакнува Махаланобис растојанието со одвоени дисперзиони матрици за секоја класа, следено од Фрешетовото растојание. При комбинирањето на јаки класификатори предноста ја преземаат неспецифицираните мерки за сличност. Агловото одвојување и Chord растојанието се подеднакво успешни и кај слабите и кај јаките класификатори. Кај шаблоните за одлучување, убедливо најдобри перформанси се добиваат со проширените шаблони при користењето на мерка за сличност изведена од растојанието на Махаланобис. Притоа варијантата која користи различни дисперзиони матрици за секоја класа има предност само кога се комбинираат слаби класификатори. Карактеристично за овој метод е што одлично се снаоѓа во комбинациите каде некој од класификаторите е послаб од останатите. При комбинирањето на слаби класификатори со шаблоните за одлучување меѓу мерките за сличност кои даваат подобри резултати се издвојуваат неспецифицираните мерки за сличност I1 и S2, χ2 и Manhatten растојанијата.

Тежинските методи за комбинирање ги постигнуваат најдобрите перформанси кога се комбинираат јаки класификатори. Тежинските комбинирања за кои тежините се одредени според Hooke-Jeeves алгоритамот за оптимизација, се речиси секогаш подобри од обопштениот комитет кој тежините ги одредува преку инверзијата на корелационата матрица. Модифицираниот обопштен комитет е во блага предност пред класичниот, додека кај оптимизираните верзии подобри резултати дава класичниот пристап со единствени тежини. Како еден од најдобрите методи за комбинирање се покажа MLR методот на повеќекратна линеарна регресија, а особено се истакнува при комбинирањето на класификатори со различни перформанси и на поголем број класификатори.
Многу слично поведение има и комбинирањето на SVM класификатори со линеарен кернел, со тоа што кај нив зависноста од бројот на примероци со кој се обучени класификаторите е многу помалку изразена. Сепак тие имаат послаби перформанси и во спроведените експерименти и индивидуалните класификатори и комбинациите покажаа околу 3% пониски резултати при препознавањето. Поизразена предност имаат проширените шаблони за одлучување, особено со примена на растојанието на Махаланобис, за сметка на обопштениот комитет кој дава послаби резултати. Слично е и поведението при комбинирањето на невронските мрежи. Нивните перформанси се околу 2% послаби од оние кај SVM класификаторите со гаусов кернел, но релативните придобивки од комбинирањето се нешто поголеми одколку кај SVM класификаторите со линеарен кернел. Забележително е што комбинирањето според методот на повеќекратна линеарна регресија е доста послабо рангирано, пред сè поради поинаквата распределба на вредностите на излезите од невронските мрежи.

Од ова може да се изведе заклучок дека SVM класификаторите со линеарен кернел не се особено погодни за користење во ансамбл за комбинирање. Во случаите каде е потребна што поголема точност по секоја цена, SVM класификаторите со гаусов кернел нудат многу подобри перформанси. Од друга страна пак, иако со нешто послаби перформанси, невронските мрежи побргу се обучуваат а при класификацијата се многу побрзи од SVM класификаторите.

За да се испита влијанието на бројот на примероци употребени за обука на обучените методи на нивните перформанси спроведен беше и следниот експеримент: Комбинирањето на излезите од сите четири индивидуални класификатори беше изведено со обучените методи за комбинирање при што истите беа обучени употребувајќи по 1000, 2000, 5000, 10000, 30000 и сите примероци и тоа за два случаи: кога индивидуалните класификатори се обучени со само 1000 примероци (слаби класификатори) и кога истите се обучени со сите примероци (јаки класификатори). Добиените резултати покажаа дека бројот на примероци со кои се обучуваат методите за комбинирање кај најголем број од нив не игра преголема улога кога се комбинираат слаби класификатори. Најдобар начин за комбинирање е повторно употребата на класификатор за комбинирање. Помеѓу методите кои постигнуваат добри резултати во комбинирањето на слаби класификатори независно од расположливите примероци за нивна обука се вбројуваат проширените шаблони за одлучување со Махаланобис растојание и повеќекратната линеарна регресија. Поевидентна зависност од бројот на примероци се забележува кај комбинирањето според Dempster-Shafer теоријата и кај проширените шаблони за одлучување кога кај истите се користи Махаланобис растојанието со одвоени корелациони матрици за секоја класа.
При комбинирањето на јаки класификатори диверзитетот на нивните одлуки е многу помал, па станува сè потешко обучените методи за комбинирање да ги уочат нивните зависности и ефикасно да се прилагодат со цел да постигнат што подобри резултати. Во ваквиот случај, комбинирањето со употреба на класификатор го губи приматот кога има ограничен број на примероци за негова обука. Кога бројот на примероци е поголем (>10000) комбинирањето со употреба на класификатор ги дава повторно најдобрите резултати. При комбинирањето на јаки класификатори, комбинирањето според Dempster-Shafer теоријата со употреба на Chord растојание и аглово одвојување, како и проширените шаблони за одлучување со Махаланобис растојание и повеќекратната линеарна регресија се меѓу најдобрите методи независно од бројот примероци за нивна обука. Методите кај кои е најмногу изразена зависноста од бројот на примероци за нивна обука се комбинирањата базирани на обопштен комитет.

Од добиените резултати може да се заклучи дека предноста на обучените методи за комбинирање на класификатори пред фиксните методи е неспорна. Сепак може да се издвојат одредени случаи во кои примената на фиксен метод за комбинирање на класификатори е посоодветна. Примероците за обука на методот за класификација се доста важни за перформансите на комбинацијата и тоа пред сè со својот квалитет. Примероците кои биле употребени за обука на индивидуалните класификатори не можат да се искористат и за обука на методот за комбинирање на ваквите класификатори. Затоа, доколку не се располага со дополнителни примероци за обука на комбинаторот подобро е да се користи фиксен метод за комбинирање отколку лошо обучен метод. 

Перформансите на фиксните методи за комбинирање директно зависат од перформансите на индивидуалните класификатори и од нивниот број. Колку што се побројни индивидуалните класификатори и колку што се нивните перформанси подобри и меѓусебно слични по вредност, толку се подобри и резултатите од фиксните комбинирања. Кај обучените методи овие зависности не се толку изразени. 

Кај обучените методи за комбинирање со зголемувањето на бројот на индивидуалните класификатори кои се комбинираат, се зголемува и бројот на независни примероци потребни за нивна успешна обука. Затоа од практични причини бројот на индивидуалните класификатори кај обучените методи за комбинирање обично е релативно помал. Исто така, сè додека располагаме со доволно примероци за обука на комбинаторот, перформансите на индивидуалните класификатори се од многу помало значење. Резултатите при употребата на методите за комбинирање кои екстензивно ги користат меѓузависностите на класификаторите (како комбинирањето со класификатор, Махаланобис растојанието кај шаблоните за одлучување и повеќекратната линеарна регресија) се многу помалку зависни од перформансите на индивидуалните класификатори за разлика од фиксните методи каде оваа зависност е скоро линеарна. 

Комбинирањето на повеќе еден-против-еден класификатори претставува нужно комбинирање кое е неопходно за да се реши повеќекласниот проблем. Во рамките на дисертацијата е експериментирано и со комбинирање на неколку потполни множества од еден-против-еден класификатори, секое од кои самостојно го решава повеќекласниот проблем, а се комбинираат со цел за постигнување на подобри перформанси. 
Спроведените експерименти покажаа дека перформансите на индивидуалните SVM класификатори во еден‑против‑еден шемата се слични на SVM класификаторите во еден‑против‑сите шемата за истото множество на обележја но скоро секогаш се малку послаби од нив. Слично како и при комбинирањето на еден‑против‑сите класификаторите убедливо најдобри резултати се добиваат при комбинирањето со класификатор. Од останатите методи за комбинирање како поефикасни повторно се издвојуваат шаблоните за одлучување со Махаланобис растојание, повеќекратната линеарна регресија и обопштениот комитет. За разлика од комбинирањето на еден‑против‑сите класификатори, при комбинирањето на еден‑против‑еден класификаторите доста повисоко е рангиран методот за баесово комбинирање. Во споредба со перформансите на комбинирање на еквивалентно обучените еден‑против‑сите класификатори, резултатите при комбинирањето на еден‑против‑еден класификаторите со фиксните методи за комбинирање се околу 0.5% послаби. Перформансите на еден‑против‑еден класификаторите комбинирани со обучените методи за комбинирање се подобри од истите на еден‑против‑сите класификаторите кога се комбинираат „слаби“ индивидуални класификатори (обучени со помалку од 10000 примероци). Кога се комбинираат „јаки“ класификатори, предноста е повторно на страната на комбинирањето на еден‑против‑сите класификаторите за околу 0.5%. Предностите на одделните обучени методи за комбинирање се огледа во нивните можности да ги игнорираат информациите од некомпетентните класификатори кои примероците од класите за кои не се компетентни приближно подеднакво често ги препознаваат како секоја од обете свои класи, искористувајќи ги притоа информациите од оние класификатори кои примероците од дадената класа многу почесто ги препознаваат како една од своите класи.

Паралелното комбинирање на класификатори се применува онаму каде се сака да се постигне што подобра точност во препознавањето. Во некои апликации каде е важна и брзината на препознавањето на примероците посоодветно е да се примени секвенцијалното комбинирање на класификатори. Кај секвенцијалното комбинирање примерокот кој се препознава се проследува на еден (обично едноставен и брз) класификатор. Во зависност од резултатите на препознавањето од овој класификатор потоа се одлучува дали примерокот дополнително да се проследи на препознавање и на друг класификатор. Идејата е примероците кои се лесни за препознавање и кои со одредена доверливост би биле успешно препознаени од првиот класификатор и конечно да бидат класификувани на основа на неговата одлука. Потешките примероци за кои првиот класификатор нема да биде доволно сигурен во своите одлуки, се проследуваат на следниот (обично пософистициран и покомплексен) класификатор. Зависно од резултатите на препознавањето добиени од овој класификатор примерокот или конечно се класификува во некоја од класите или се проследува на трет уште пософистициран класификатор итн. За да може да се применат во шема на секвенцијално комбинирање класификаторите (освен оној на последното ниво) мора да поседуваат опција за отфрлање на примероците во кои не се сигурни (reject option). 

Одлуката даден примерок да се отфрли, односно да се процени дека според добиениот одзив од класификаторот истиот не е доволно сигурен во својата одлука, може да настане пред сè од две причини. Едната е примерокот да не може да се идентификува како припадник на ниту една од познатите класи и кој најверојатно доаѓа од област за која класификаторот не е компетентен. Втората е, според моделот кој го користи класификаторот примерокот да се покаже како адекватен припадник на две или повеќе класи истовремено.

Во предложениот систем за препознавање на броеви опишан во дисертацијата имплементирано е отфрлање на несигурните примероци засновано на излезите од класификаторот (или комбинацијата од класификатори) со двете најголеми вредности. Според предложениот критериум сите примероци за кои излезот со најголема вредност е помал од одреден праг T1 или за кои разликата помеѓу вредностите на двата излеза со најголеми вредности е помала од одреден праг T2 се отфрлаат. Предложена е постапка со која се одредуваат оптимални вредности за овие прагови со цел да се постигне максимална точност за зададена доверливост, користејќи го при тоа множеството за валидација. 
Од резултатите од сите спроведени експерименти со различни видови класификатори за препознавање на цифри напишани со рака, неспорна е супериорноста на SVM класификаторите во поглед на генерализацијата. Меѓутоа SVM класификаторите во процесот на класификација се пресметковно многу покомплексни од на пример невронските мрежи. Исто така, различните видови на обележја кои се екстрахираат од сликите на цифрите имаат различни репрезентативни способности и вообичаено оние чија екстракција е покомплексна имаат и подобри дискриминациски способности. Во еден комплетен систем за препознавање на знаци, времето потребно за екстракција на обележјата од знаците не е занемарливо, особено за пософистицираните обележја кои нудат и подобро препознавање. Додека регуларно напишаните цифри можат релативно успешно да се препознаат и со употреба на релативно мал број на едноставни обележја и едноставен класификатор, препознавањето на оние кои се позначително изобличени бара употреба на пософистицирани обележја и помоќни класификатори како и поголем број на обележја. Имајќи ги предвид овие факти, со цел да се задржи точноста на SVM класификаторите кои користат голем број на софистицирани обележја, а притоа да се намали пресметковната комплексност на системот и да се забрза препознавањето, предложен е ефикасен тростепен класификатор за препознавање на броеви напишани со рака [46]. 

Системот е организиран околу две невронски мрежи во првите два степена и SVM класификатор на последниот степен (слика 5.7). Целта на класификаторот во првиот степен е да се постигне брза класификација на лесно препознатливите примероци користејќи релативно мал број на обележја кои едноставно се екстрахираат од сликата на цифрата. За таа цел е применета невронска мрежа како класификатор со строго поставен праг за отфрлање на несигурните примероци со цел да се минимизира бројот на погрешно класификувани примероци. 
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Слика 5.7. Архитектура на системот за за препознавање на броеви испишани со рака

Од примероците отфрлени од класификаторот во првиот степен се екстрахираат дополнителни 252 софистицирани обележја и се проследуваат до невронската мрежа во вториот степен. Оваа невронска мрежа има добро балансиран праг за отфрлање и примероците отфрлени од неа конечно се проследуваат на SVM класификаторот во третиот степен. Кон SVM класификаторот се проследува и информација за најдобро рангираните класи од страна на невронската мрежа за отфрлениот примерок. 

Првото множество на обележја е составено од 40 обележја од типот на проекциони хистограми (слика 5.3) кои едноставно се екстрахираат од сликата на цифрата. Овие 40 обележја се проследуваат до невронската мрежа во првиот степен која е од типот повеќеслоен перцептрон и архитектура 40-30-10. Целта на овој класификатор е што побргу и што поточно да ги класификува лесно препознатливите цифри. За таа цел, за да се обезбеди што помал број на погрешно класификувани цифри применет е прилично строг критериум за отфрлање на несигурните примероци.

Од примероците отфрлени од оваа невронска мрежа се екстрахираат дополнителни 252 обележја кои се поробусни. 44 од овие 252 обележја се од типот прстенести зони. Останатите 208 обележја претставуваат обележја од типот контурни профили и Kirsch обележја. Сите 292 обележја (40 првични и 252 дополнителни) се користат за препознавање на цифрите од страна на класификаторот во вториот степен кому му се проследуваат примероците отфрлени од првиот класификатор. Класификаторот од вториот степен е невронска мрежа од типот повеќеслоен перцептрон со едно скриено ниво и архитектура 292-30-10. Критериумот за отфрлање на примероци е истиот како и применетиот кај класификаторот од првиот степен со соодветно избрани прагови кои ќе обезбедат добар баланс помеѓу отфрлените и погрешно препознаените примероци. Примероците отфрлени од овој класификатор заедно со информацијата за најдобро рангираните класи се проследува до SVM класификаторот во третиот степен кој ја врши финалната класификација на преостанатите примероци (без отфрлање). SVM класификаторот е со гаусов кернел и истиот го користи комплетното множество од 292 обележја. За да се забрза препознавањето на преостанатите „тешко препознатливи“ примероци, SVM класификатор ја проверува припадноста на примерокот само кон k-те највисоко рангирани класи според невронската мрежа од претходниот степен. Испитувањето само на k-те највисоко рангирани класи е една од клучните придобивки во предложениот пристап која драстично го забрзува препознавањето. Според предложениот пристап, излезите од невронската мрежа на вториот степен за отфрлениот примерок, односно рангирањето на можните класи за примерокот, се користат како предзнаење при препознавањето на истиот примерок со SVM класификаторот. На овој начин, разгледувајќи ги само k‑те највисоко рангирани класи, примерокот се проследува само до k од 10‑те SV машини при што од разгледување се исклучуваат останатите 10–k класи. Факторот на забрзување кај SVM класификаторот што се добива со ова е околу 10/k пати. Кај ваквиот пристап класификаторот од претходниот степен има двојна улога: 1) да ги одреди тешко препознатливите примероци кои треба да се проследат кон класификаторот на следниот степен и 2) да му помогне во класификацијата соопштувајќи му ги најверојатните класи за отфрлениот примерок.

Експериментите со тростепениот класификатор беа спроведени на MNIST базата од ракописни цифри, која е пошироко употребувана кај истражувачите во експерименти со системи за препознавање на цифри и овозможи директна споредба на постигнатите резултати со резултатите на останатите истражувачи. Во табела 5.1 се прикажани ратите на грешка и времето потребно за препознавање на двете невронски мрежи и SVM класификаторот. Очигледно е дека SVM класификаторот е супериорен при препознавањето во однос на невронските мрежи, но исто така и дека притоа е ред на величина поспор од нив. Грешката и потребното време се однесуваат за препознавање на сите 10000 примероци од множеството за тестирање не сметајќи го времето потребно за претпроцесирање (проценка и отстранување на закосеноста) и екстракција на обележјата. 

Табела 5.1: Перформанси на индивидуалните класификатори

	Класификатор
	Грешка (%)
	CPU време (s)

	NN 40-30-10
	3.31
	
0.129

	NN 292-30-10
	1.31
	
0.330

	SVM
	0.85
	
196.031


Во табела 5.2 е прикажан бројот на правилно препознаени, погрешно препознаени и отфрлени примероци за секој од степените на предложениот тростепен систем за препознавање на цифри напишани со рака, заедно со праговите на критериумот за отфрлање и времињата на секоја од операциите. За да се прикаже и целосното време потребно за препознавање, во табелата се дадени и времињата потребни за претпроцесирање (PP), екстракција на едноставните 40 обележја (FE40) и екстракција на дополнителните 252 софистицирани обележја (FE252). 

Табела 5.2: Карактеристики и ефикасност на предложениот тростепен NN‑NN‑SVM класификатор

	Акција
	#Rec.
	#Mis.
	#Rej.
	T1, T2
	CPU (s)

	PP + FE40
	за 10000 примероци
	–
	1.252

	NN на прв степен
	6551
	6
	3443
	0.994, 5.5
	0.129

	FE252
	за 3443 примероци
	–
	2.492

	NN на втор степен
	3053
	23
	367
	0.985, 4.0
	0.114

	SVM top 4
	311
	54
	–
	–
	3.031

	Вкупно
	9917
	83
	–
	–
	7.018


Најмала грешка од 0.83% (83/10000) во препознавањето се добива кога SVM класификаторот ги разгледува само четирите најдобро рангирани класи според невронската мрежа од вториот степен. Ова значи дека примероците отфрлени од класификаторот во вториот степен се проследуваат само на SV машините за четирите најдобро рангирани класи според овој класификатор. Времето за препознавање може дополнително да се намали на 5.656 односно 6.354 секунди ако SVM класификаторот ги разгледува само двете односно трите најдобро рангирани класи, но во тој случај и грешката е нешто поголема (0.96% односно 0.84%). Со зголемување на бројот на најдобро рангирани класи кои ги разгледува SVM класификаторот на повеќе од 4, грешката не се намали. Ова значи дека класификаторот од вториот степен успева да обезбеди вистинската класа на примероците кои се отфрлени од него, а кои ќе бидат правилно препознаени од SVM класификаторот од третиот степен, да биде меѓу првите три кандидати освен за еден примерок каде таа е четврти кандидат. Предложениот тростепен систем е скоро 28 пати побрз во препознавањето од (најдобриот) SVM класификаторот, без жртвување на неговата точност.

На слика 5.8 се прикажани споредбени резултати на перформансите на некои класификатори на други истражувачи на MNIST базата. Предложениот тростепен класификатор (3-Stage‑NN‑NN‑SVM), кој е конструиран користејќи ја оригиналната MNIST база, со грешка од 0.83% е подобар од најголемиот број останата класификатори.
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Слика 5.8. Рата на грешка (во проценти) за некои системи за класификација на MNIST множеството. На врвот се дадени перформансите на предложениот тростепен систем, и на два од индивидуалните класификатори во него. Покрај останатите методи во средни загради е дадена референцата од каде се преземени резултатите.

Најдобрите резултати се постигнати од Boosted LeNet4 и Virtual SVM како едни од најнапредните класификатори. Сепак овие класификатори се обучувани со доста поголем број на примероци од изменета MNIST база, во која се додадени дополнителни вештачки изобличени и изменети примероци на цифри.

Во петтата глава, се обединети заклучоците за обработениот материјал и се наведени некои од можните насоки за натамошни истражувања. При изработката на докторската дисертација се отворија и некои нови полиња на истражување и се наметнаа нови прашања како:

· Какво ќе биде однесувањето на методите за комбинирање кога бројот на класите значително ќе се зголеми (на пример 100 и повеќе);

· Дали групирањето на обележјата според начинот на нивна екстракција од сликата на знакот е најсоодветно за добивање на некорелирани класификатори, односно доколку сите обележја се разгледуваат како единствено множество на кој начин да се разделат на неколку групи од кои би произлегле независни класификатори погодни за комбинирање;

· Кога се располага со ограничен број на означени примероци кои треба да се искористат за решавање на класификациски проблем дали вреди дел од нив да се одвои за неопходната обука на некоја од обучените методи за комбинирање или можеби би било подобро тие да се искористат во обуката на индивидуалните класификатори кои потоа би се комбинирале со некоја од фиксните методи;

· При решавањето на проблем со еден-против-еден класификатори распоредени во насочен ацикличен граф (DAG), дали и колку распоредот на различните класификатори во јазлите на графот влијае на крајните перформанси на препознавањето и доколку влијае на кој начин да се изнајде нивниот оптимален распоред.
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