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Дисертацијата ја посветувам на моето семејство

Dejan D. Gorgevik

Classifier Combining for Handwritten Digit Recognition
ABSTRACT: 
The ability of pattern recognition is certainly one of the key features of intelligent behavior. Pattern recognition as a feature of technical systems is one of the main challenges of the machine intelligence area. Its task is to react purposefully on certain signals coming from the environment. In order to improve recognition results one can improve the type and number of features used or the classifiers themselves. One of the processes that can be used to improve the classification results is to combine the decisions of several classifiers instead of using only one. Data from more than one source that are processed separately can often be profitably recombined to produce more concise, more complete and/or more accurate situation description.

This thesis present an effort to understand the individual strengths and weaknesses of some classifier combining methodologies and to deduce what is the most promising combining strategy under given circumstances. A revision of the state of the art in combining information from several classifiers is presented. Some new methodologies for classifier combining are proposed. Modification and extension of some of the classifier combining methodologies were also presented. 

Extensive experiments in combining multiple classifiers on the task of handwritten digit recognition were carried out. For that purpose an effort was made to extract original sophisticated features from the digit images. A new approach for detecting the slant angle of the isolated digits is suggested. The classifiers that were used are neural network classifier and support vector machine (SVM) utilizing linear and Gaussian kernel. A new approach for discovering the optimal parameters for training of the SVM classifiers that is much faster and does not require limiting the search to a certain range of parameters is presented. A comparison of the obtained gains when combining classifiers using different features is presented and analyzed regarding the type of the individual classifiers, their strength as well as the number of patterns used to train the classifiers and the combiner. An efficient three-stage classifier for handwritten digit recognition using a sequential combination of two neural networks and one SVM is also presented.
KEY WORDS:
classifier combining, handwritten digit recognition, support vector machines, neural networks, decision fusion
Дејан Д. Ѓорѓевиќ
Комбинирање на класификатори за препознавање на броеви напишани со рака
Резиме:
Способноста за препознавање е секако една од клучните особини на интелигентното однесување. Препознавањето на примероци како можност на техничките системи е еден од главните предизвици на машинската интелигенција. Неговата задача е да реагира целисходно на одредени сигнали кои доаѓаат од околината. Резултатите на препознавањето може да се подобрат со подобрување и зголемување на бројот на обележјата кои се користат или со подобрување на самите класификатори. Еден од начините што може да се искористи за подобрување на резултатите на препознавањето е да се комбинираат одлуките на повеќе класификатори наместо да се користи само еден класификатор. Податоците од повеќе извори кои се обработуваат одвоено често пати може ефективно да се искомбинираат со цел да се добие поконцизна, покомплетна и попрецизна претстава за ситуацијата.


Во оваа дисертација е направен обид да се разберат индивидуалните предности и слабости на методите за комбинирање на класификатори и да се одреди најветувачката стратегија за комбинирање на класификатори во дадена ситуација. Претставени се повеќе познати методи за комбинирање на класификатори. Предложени се неколку нови методи за комбинирање на класификатори. Изложени се неколку модификации и проширувања на постојните методи за комбинирање. 

Спроведени се опсежни експерименти на комбинирање на класификатори за препознавање на броеви напишани со рака. Посебно внимание е посветено на екстракцијата на оригинални софистицирани обележја од сликите на цифрите. Предложен е нов пристап во одредувањето на закосеноста на изолираните цифри. Како класификатори се употребени невронски мрежи и машини со носечки вектори (SVM) со линеарен и гаусов кернел. Претставен е нов пристап во одредувањето на оптималните параметри за обука на машините со носечки вектори кој е доста побрз и не бара нивно ограничување во даден опсег. Придобивките од комбинирањето на класификатори кои користат различни обележја е анализирано од аспект на видот на индивидуалните класификатори, нивните перформанси како и бројот на примероци употребени за обука на класификаторите и методот за комбинирање. Претставен е и ефикасен тростепен систем за препознавање на броеви испишани со рака составен од секвенцијална комбинација на две невронски мрежи и еден SVM класификатор.
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Doktorskata disertacija e izrabotena na Elektrotehni~kiot fakultet vo Skopje na Institutot za kompjuterska tehnika i informatika pod mentorstvo na Prof. d-r Dragan Mihajlov. Za kontinuiranata poddr{ka i ogromnoto zalagawe i upornost vo tekot na rabotata vrz materijalot na disertacijata kako i obezbedenite sredstva za istra`uvawe, patuvawa i literatura, na mentorot Prof. d-r Dragan Mihajlov mu dol`am golema blagodarnost. 
Ogromna blagodarnost bi sakal da iska`am i do Prof. d-r Du{an ^akmakov za site konstruktivni zabele{ki i sugestii, za dolgite plodni diskusii i ogromnata poddr{ka.  
Blagodarnost dol`am i na kole{kata Prof. d-r Suzana Lo{kovska za seto razbirawe i poddr{ka dodeka ja podgotvuvav disertacijata.
Bi sakal da se zablagodaram i na „Neokom” A.D. koj qubezno mi otstapi na koristewe mo}en personalen kompjuter na koj bea izvedeni najgolem broj od eksperimentite.
Iskrena blagodarnost do soprugata Zorica i }erkata Ana za seta trpelivost i razbirawe dodeka rabotev na disertacijata. 

I na kraj, bi sakal da ja izrazam svojata ogromna blagodarnost do moite roditeli za beskrajnata strplivost, poddr{ka i pomo{.
Содржина
1Глава 1
Вовед


21.1
Комбинирање на класификатори


21.2
Мотивација и цели


31.3
Придонеси


51.4
Организација на дисертацијата


7Глава 2
Препознавање на примероци


72.1
Теоретски аспект на препознавањето на примероци


82.2
Практичен аспект на препознавањето на примероци


92.3
Класификатори


92.3.1
Конструирање (обучување) на класификатори


102.3.2
Дефиниции


132.3.3
Карактеристики на обучен систем


142.3.4
Евалуација на обучен систем


152.3.5
Проценка на перформансите на обучен класификатор (тестирање на класификатор)


172.3.6
Баесова грешка


192.3.7
Димензионалност на класификатор


202.3.8
Капацитет на класификатор


202.3.9
Оптимизирање на класификатори


222.3.10
Поделба на класификаторите


242.3.11
Комбинирање на класификатори


242.4
Невронска мрежа како класификатор


252.4.1
Дефиниција на невронска мрежа


252.4.2
Основна процесирачка единица – вештачки неврон


252.4.3
Врски помеѓу единиците


262.4.4
Активација и излезно правило


272.4.5
Мрежни топологии


272.4.6
Обука на невронска мрежа


282.4.7
Топологија на повеќеслојна мрежа


292.4.8
Генерализирано делта правило со пропагација на грешка


302.4.9
Степен на обучување, моментум и слабеење


312.4.10
Недостатоци на Back Propagation процедурата


322.5
Машини со носечки вектори (SVM)


332.5.1
Линеарни машини со носечки вектори


362.5.2
Karush-Kuhn-Tucker услови


362.5.3
Машини со носечки вектори за линеарно неразделив проблем


392.5.4
Нелинеарни машини со носечки вектори


422.5.5
Методи за решавање на SVM проблемот (обука на SVM)


432.5.6
Ограничувања на SVM класификаторите


442.6
Решавање на повеќекласни класификациски проблеми со SVM класификатори


442.6.1
Повеќекласна класификација со единствена SV машина


442.6.2
Повеќекласна класификација со употреба на повеќе бинарни SV машини во еден-против-сите шема


452.6.3
Повеќекласна класификација со употреба на повеќе бинарни SV машини во еден-против-еден шема


462.7
Оптимизација на параметрите на SVM класификаторите


472.7.1
Зависност на перформансите на SVM класификаторите со гаусов кернел од параметрите C и σ


482.7.2
Постапка за пронаоѓање на оптимални параметри за SVM класификатори со гаусов кернел


502.7.3
Пристапи за забрзување на постапка за пронаоѓање на оптимални параметри за SVM класификатори со гаусов кернел


532.7.4
Функции на загуба за одредување на грешката на класификаторите


552.8
Конверзија на излезите од SVM класификаторите во веројатности


562.9
Заклучок


57Глава 3
Комбинирање на класификатори


583.1
Нужно и факултативно комбинирање на класификатори


603.2
Традиционален пристап за препознавање на примероци


603.3
Системи за препознавање примероци со повеќе класификатори


623.4
Ансамбл од класификатори


643.5
Декомпозиција на грешката


653.6
Методи за креирање на класификатори за комбинирање


663.6.1
Употреба на дизајнерското предзнаење за проблемот или моделот


663.6.2
Вметнување на случајност


663.6.3
Варијации во типот на класификаторот, неговата архитектура или параметри


663.6.4
Манипулирање со обележјата


673.6.5
Манипулирање со излезите од класификаторот


673.6.6
Манипулирање со примероците за обука


683.7
Различни пристапи при комбинирање на класификатори


723.8
Комбинирање по пат на гласање


743.9
„Наивно“ баесово комбинирање


773.10
Комбинирање со познавање на поведението на класификаторите – BKS (Behavior Knowledge Space)


783.10.1
Модификација на BKS методот со дополнително гласање за неопределените случаи


803.11
Методи за комбинирање со прередување на ранг листата на класи


803.11.1
Комбинирање со избор на највисок ранг


813.11.2
Комбинирање според методот за пребројување на Борда


823.11.3
Тежински Борда метод и логистичка регресија


833.12
Комбинирање по пат на усреднување


843.12.1
Геометриска средина


843.12.2
Аритметичка средина


853.12.3
Хармониска средина


853.12.4
Комплементарен производ


863.12.5
Анализа на осетливоста на грешка на комбинирањата со усреднување


893.13
Комбинирање со подредување


893.13.1
Правило на максимум


903.13.2
Правило на минимум


903.13.3
Правило на медијана


913.13.4
Релации помеѓу правилата за усреднување и подредување


963.14
Dempster-Shafer комбинирање


983.15
Веројатносен производ


983.16
Комбинирање со неспецифициран интеграл


1013.16.1
Модификација на комбинирањето со неспецифициран интеграл


1043.17
Комбинирање со тежинско усреднување


1053.17.1
Тежинско комбинирање со обопштен комитет


1073.17.2
Тежинско комбинирање со модифициран обопштен комитет


1093.17.3
Оптимизирани тежини за комбинирање со обопштен комитет


1103.17.4
Тежинско комбинирање според проценети перформанси на индивидуалните класификатори


1103.18
Тежинско комбинирање со динамичко одредување на тежините


1123.19
Комбинирање со шаблони за одлучување


1143.19.1
Неспецифицирани мерки за сличност


1153.19.2
Евклидово растојание


1153.19.3
Менхетен растојание


1153.19.4
Канбера растојание


1163.19.5
Аглово одвојување


1163.19.6
Чебишев растојание


1163.19.7
Минковски растојание


1163.19.8
χ2 растојание


1163.19.9
Квадратно χ2 растојание


1173.19.10
Корд растојание


1173.19.11
Квадратно Корд растојание


1173.19.12
Хелинџер растојание


1173.19.13
Брај-Куртис растојание


1173.19.14
Јакард растојание II


1183.19.15
Процент на сличност


1183.20
Комбинирање со проширени шаблони за одлучување


1193.20.1
Стандардизирано евклидово растојание


1213.20.2
Фрешетово F-растојание


1223.20.3
Махаланобис растојание


1243.20.4
Махаланобис растојание 2


1263.21
Комбинирање со повеќекратна линеарна регресија (MLR)


1283.22
Комбинирање како класификациска задача


1303.23
Комбинирање на еден-против-еден класификатори


1313.24
Заклучок


135Глава 4
Препознавање на броеви испишани со рака


1354.1
Препознавање на знаци


1364.1.1
On‑line и off‑line препознавање


1364.1.2
Синтаксно-структурни и статистички методи за препознавање


1374.1.3
Екстракција на обележја


1404.2
Архитектура на системот


1414.3
NIST - база на слики на знаци испишани со рака


1444.3.1
Поделба на базата од ракописни цифри


1444.3.2
MNIST (MiniNIST) - база на слики на цифри испишани со рака


1454.4
Претпроцесирање


1454.4.1
Отстранување на шумот


1474.4.2
Проценување и отстранување на закосеноста


1504.4.3
Одредување на минималната рамка околу цифрата


1504.5
Екстракција на обележја


1514.5.1
Проекциони хистограми


1534.5.2
Контурни профили


1554.5.3
Прстенести зони


1564.5.4
Kirsch обележја


1604.5.5
Линеарно скалирање на векторите со обележја


1624.6
Обука на класификаторите


1634.6.1
Обука на SVM класификаторите за еден-против-сите стратегија и линеарен кернел


1634.6.2
Обука на SVM класификаторите за еден-против-сите стратегија и гаусов кернел


1644.6.3
Обука на SVM класификаторите за еден-против-еден стратегија и гаусов кернел


1644.6.4
Обука на невронските мрежи


1654.6.5
Перформанси на индивидуалните класификатори


1694.7
Комбинирање на класификаторите


1754.7.1
Анализа на резултатите од комбинирањето на класификатори за препознавање на броеви испишани со рака


1884.7.2
Анализа на зависноста на перформансите на обучените методи за комбинирање на класификатори од бројот на примероци за нивна обука


1934.7.3
Комплексност на методите за комбинирање


1934.7.4
Обучени или фиксни методи за комбинирање


1954.7.5
Комбинирање на еден‑против‑еден класификаторите


2004.8
Секвенционално комбинирање на класификатори


2004.8.1
Отфрлање на примероците


2024.8.2
Доверливост на систем за препознавање на примероци


2034.8.3
Компромис помеѓу грешката и отфрлањето на систем за класификација


2044.9
Ефикасен тростепен систем за препознавање на броеви испишани со рака


2054.9.1
Архитектура на системот


2064.9.2
Екстракција на обележја


2074.9.3
Класификација на цифрите


2084.9.4
Резултати при препознавање на цифри од MNIST базата


2124.10
Заклучок


213Глава 5
Заклучок


217Литература





Листа на слики
10Слика 2.1. Концепт на учење


19Слика 2.2. Графички приказ на Бесовата грешка


20Слика 2.3. Шематски пример за примероци во две димензии (x, y) кои припаѓаат на две класи (x,o). Полната линија ја прикажува границата меѓу класите изградена од класификатори со различен капацитет: а) линеарен, б) квадратен, в) од повисок ред


26Слика 2.4. Активациски функции кај вештачките неврони


28Слика 2.5. Повеќеслоен перцептрон (MLP)


34Слика 2.6. Одвојувачки рамнини за линеарно одвоив проблем; носечките вектори се претставени со дополнителен круг


37Слика 2.7. Одвојувачки рамнини за линеарно неодвоив проблем


39Слика 2.8. Илустрација на олабавените услови за оптималност. Круговите и квадратите претставуваат две класи. Белите примероци не се носечки вектори, црните се „неврзани“ носечки вектори, а сивите се „врзани“ носечки вектори.


39Слика 2.9. Пример за линеарно раздвоив (лево) и нераздвоив (десно) проблем на класификација. Бојата на позадината ја означува формата на одлучувачката површина


40Слика 2.10. Нелинеарно пресликување во високодимензионален простор каде примероците ќе бидат линеарно одвоиви


41Слика 2.11. Класификација со SVM класификатор со полиномијален кернел од трет ред. Бојата на позадината ја означува формата на одлучувачката површина


48Слика 2.12. Перформанси на класификаторот за препознавање на ракописни цифри обучуван со различни вредности на параметрите σ и C. а) Промена на грешката во зависност од вредноста на параметарот σ за различни вредности на параметарот C; б) Промена на грешката во зависност од вредноста на параметарот C за различни вредности на параметарот σ.


52Слика 2.13. Промена на ратата на грешка на класификаторот проценета на множеството за тестирање (hsf_4 партицијата), кога истиот е обучен со автоматски одредени параметри користејќи притоа покриеност која е наведена на x оската


53Слика 2.14. Промена на оптималната вредност на σ, за класификаторите за секоја од цифрите користејќи различен број на примероци за обука. а) за класификаторот кој ја користи првата група обележја (FS1), б) за класификаторот кој ги користи сите обележја (FS1234)


54Слика 2.15. Функции на загуба: а) линеарна функција на загуба (hinge loss); б) експоненцијална функција на загуба; в) квадратна функција на загуба; г) логистичка функција на загуба


63Слика 3.1. Причини зошто ансамблот од класификатори може да биде подобар од единствен класификатор. а) Статистичка причина; б) Пресметковна причина; в) Репрезентациска причина.


82Слика 3.2: Пресметување на највисокиот ранг и Борда вредноста за две (x и y) од десет можни класи според рангирањата на четири класификатори


83Слика 3.3. Процес на комбинирање на класификатори


95Слика 3.4. Графички приказ на излезот при комбинирање со усреднување и подредување на два класификатора: а) минимум; б) хармониска средина; в) геометриска средина; г) аритметичка средина; д) комплементарен производ; ѓ) максимум


103Слика 3.5. Комбинирање со неспецифициран интеграл


105Слика 3.6. Тежинско комбинирање


107Слика 3.7. Комбинирање со модифициран обопштен комитет


113Слика 3.8. Комбинирање со шаблони за одлучување


119Слика 3.9. Растојание на единка до две независни нормално распределени популации со различни стандардни девијации: а) еднакви по сите оски, б) различни по различните оски од просторот


120Слика 3.10. Комбинирање со проширени шаблони за одлучување


121Слика 3.11. Растојание на единка до две зависни нормално распределени популации со различни дисперзии во различни правци


123Слика 3.12. Комбинирање со шаблони за одлучување и растојание на Махаланобис како мерка на сличност со заедничка дисперзиона матрица


124Слика 3.13. Комбинирање со шаблони за одлучување и растојание на Махаланобис како мерка на сличност, со различни дисперзиони матрици специфични за секоја класа


125Слика 3.14. Сликовит приказ на а) евклидовото растојание; б) стандардизираното евклидово растојание; и в) растојанието на Махаланобис за една зависна нормална дистрибуција


128Слика 3.15. Комбинирање со повеќекратна линеарна регресија


129Слика 3.16. Комбинирање на класификатори како класификациска задача


141Слика 4.1. Архитектура на системот за комбинирање на класификатори


143Слика 4.2. Извадок од NIST базата на ракописни цифри


146Слика 4.3. Филтрирање на знак со kFill филтер: а) оригинален знак со шум; б) бришење на изолирани црни пиксели; в) пополнување на изолирани бели пиксели; г) филтриран знак и одредување на најмалата рамка околу него


147Слика 4.4. Одредување на закосеноста на цифрата и нејзино исправање


152Слика 4.5. Пример за проекциони хистограми: хоризонтален и вертиаклен и дијагонални проекциони хистограми


153Слика 4.6. Контурни профили: а) контура на знакот; б) лев и десен контурен профил


154Слика 4.7. Контурни профили: а), б), в) и г) лев, десен, долен и горен профил од прво ниво; д), ѓ), е) и ж) лев, десен, долен и горен профил од второ ниво


155Слика 4.8. Централни прстенести зони: лево – дефинирање на зоните; десно – пополнетост на секоја од зоните како обележје


156Слика 4.9. Дефиниција на осумте соседни пиксели на пикселот (i,j)


157Слика 4.10. Kirsch маски за екстракција на дирекциони обележја во четири правци: а) хоризонтални дирекциони обележја; б) вертикални дирекциони обележја; в) десно-дијагонални дирекциони обележја; г) лево‑дијагонални дирекциони обележја


159Слика 4.11. Одредување на пикселите на перифериите


159Слика 4.12. Пиксели во кои се во кои се екстрахираат Kirsch обележјата: а) прва лева периферија; б) прва десна периферија; в) прва и втора долна периферија; г) прва и втора горна периферија


161Слика 4.13. Линеарно скалирање на вектори со обележја (V = [3 5 4 3 7 6 3 5 4 2 5]  →  V’ = [3.81 5.09 3.9])


167Слика 4.14. Графички приказ на зависноста на перформансите на индивидуалните класификатори за четирите основни множества обележја и класификаторот за сите обележја заедно од бројот на примероци употребени за обука на класификаторите проценети на примероците од hsf_4 партицијата


187Слика 4.15. Графички приказ на дисперзните матрици за секоја од класите 0-9 одделно и заедничката матрица, за комбинацијата од сите класификатори обучени на сите примероци. Црната боја означува позитивна, а белата негативна корелираност, додека сивата означува слаба или отсуство на корелираност


194Слика 4.16. Зависност на перформансите на комбинацијата од просечните перформанси на индивидуалните класификатори


204Слика 4.17. Точноста (лево) и доверливоста (десно) како функции од праговите за отфрлање T1 и T2 за при препознавање на цифрите од hsf_4 партицијата со SVM класификатор обучен со 1000 примероци користејќи ги проекционите обележја


205Слика 4.18. Три класификатори во секвенцијална шема за комбинирање. До класификаторот e1 се проследува секој примерок, додека класификаторите e2 и e3 се активираат само кога примерокот ќе биде отфрлен од класификаторот на претходното ниво. Со нагодување на праговите за отфрлање reji се обезбедува помало пресметковно оптоварување задржувајќи ја притоа точноста на најдобриот класификатор


206Слика 4.19. Архитектура на системот за за препознавање на броеви испишани со рака


211Слика 4.20. Рата на грешка (во проценти) за некои системи за класификација на MNIST множеството. На врвот се дадени перформансите на предложениот тростепен систем, и на два од индивидуалните класификатори во него. Покрај останатите методи во средни загради е дадена референцата од каде се преземени резултатите.




Листа на табели

17Табела 2.1: Методи за проценка на перформанси на класификатор за множество со N означени примероци


58Табела 3.1: Ограничен класификатор кој препознава само боја и објектите ги дели на жолти и не-жолти


59Табела 3.2: Ограничен класификатор кој препознава само форма и објектите ги дели на тркалезни и не-тркалезни


59Табела 3.3: Обединетите одговори можат да направат јасна дистинкција за објекти надвор од индивидуалните домени на ограничените класификатори


132Табела 3.4: Поделба на изложените методи за комбинирање на класификатори


143Табела 4.1: Состав на NIST базата на ракописни цифри


150Табела 4.2: Резултати на препознавањето за различни начини на проценка на аголот на закосеност на цифрите


158Табела 4.3: Примери на слики на цифри при нивната конволуција со Kirsch маските за детекција на рабови во четирите основни правци


165Табела 4.4: Перформанси на еден‑против‑сите SVM класификаторите за индивидуалните множества обележја за сите партиции во верзиите во кои се користени различен број на примероци за обука. Во последната колона се дадени перформансите на класификаторот обучуван со сите примероци но без оптимизација на параметрите.


166Табела 4.5: Перформанси на еден‑против‑сите SVM класификаторот за множеството од сите обележја за сите партиции во верзиите во кои се користени различен број на примероци за обука. Во последната колона се дадени перформансите на класификаторот обучуван со сите примероци но без оптимизација на параметрите.


168Табела 4.6: Параметри на обучените класификатори за четирите множества обележја и класификаторот кои ги користи сите обележја одеднаш, добиени при автоматската оптимизација на параметри. Во последната колона се дадени параметрите на соодветната машина обучена за фиксни параметри.


176Табела 4.7: Резултати на комбинирањето на SVM класификаторите за првото и четвртото множество обележја.


178Табела 4.8: Резултати на комбинирањето на SVM класификаторите за второто и третото множество обележја.


180Табела 4.9: Резултати на комбинирањето на SVM класификаторите за сите четири множества обележја.


182Табела 4.10: Резултати на комбинирањето на SVM класификаторите за второто, третото и четвртото множество обележја.


189Табела 4.11: Резултати на комбинирање на сите четири класификатори обучени на 1000 примероци, со обучените методи за комбинирање кога истите се обучени користејќи ги првите 1000, 2000, 5000, 10000 и сите примероци од множеството за валидација


191Табела 4.12: Резултати на комбинирање на сите четири класификатори обучени на сите примероци, со обучените методи за комбинирање кога истите се обучени користејќи ги првите 1000, 2000, 5000, 10000 и сите примероци од множеството за валидација


196Табела 4.13: Резултати на комбинирањето на еден‑против‑еден SVM класификаторите за сите четири множества обележја.


199Табела 4.14: Резултати на препознавањето на примероците од hsf_6 партицијата од сите 45 еден‑против‑еден класификатори користејќи ги FS1 обележјата. Здебелено се прикажани резултатите од препознавањето на примероци од класите за кои класификаторот е компетентен.


209Табела 4.15: Параметри на обучените SV машини за секоја од цифрите на множеството од сите 292 обележја, добиени при автоматската оптимизација на параметри. Во последната колона е даден бројот на „врзани“ носечки вектори кои не го задоволуваат условот на маргината.


210Табела 4.16: Перформанси на индивидуалните класификатори


210Табела 4.17: Карактеристики и ефикасност на предложениот тростепен NN‑NN‑SVM класификатор




Глава 1 
Вовед
Препознавањето на примероци е еден од главните предизвици на машинската интелигенција. Менталните процеси со кои се постигнува препознавањето кај човекот се сложени и сè уште недоволно познати за да бидат директно применети во светот на машините. Задачата на машинското препознавање на примероци е да ги процени и интерпретира мострите во сигналите кои претставуваат репрезентација на дел од реалниот свет, а се измерени со помош на одредени инструменти или апаратура. 

Апликации кои во себе вклучуваат решавање на проблеми од областа на препознавање на примероци се: препознавање на текст, верификација на потписи, препознавање на објекти на слики и видео-секвенци, роботска визија, предвидување на временски настани како што се оптовареност на телефонски, електрични и компјутерски мрежи, движење на цени на берзата, автоматска дијагностика и автоматизација на лабораториски испитувања (на пример броење на крвните зрнца) и др. Во индустријата проверката на исправност и контролата на квалитет, како и автоматизираното составување на механичките делови генерално бараат препознавање на примероци. Слични барања има и во автоматската анализа на сателитски слики, радарски сигнали, подводни сонарни снимања, автоматското лоцирање и одредување на мети во воената индустрија и др. 

Водена од барањата на многу практични и комерцијални апликации, минатата деценија донесе значаен напредок во областа на истражувањето на методите за препознавање на примероци, како и презентирање на потполно нови видови на класификатори. И покрај нивната успешна примена во голем број комерцијални апликации, обработката на примероци со големи варијации, на примероци со шум и/или со голем број класи сè уште претставува проблем за класичните методи на препознавање на примероци. 

Карактеристиката на класификаторите правилно да ги класификуваат и примероците за кои не биле обучени и кои прв пат ги гледаат, односно да генерализираат, е најверојатно нивната најважна особина според која тие се вреднуваат. Различните архитектури на класификатори или нивното обучување под различни услови резултира во класификатори со различни перформанси. Затоа најчесто во практика при решавањето на одреден класификациски проблем се продуцираат, обучуваат и проценуваат повеќе класификатори, за да се обезбеди правилен избор на моделот и параметрите на класификаторот. Меѓутоа, изборот на „најдобриот“ меѓу нив не претставува неопходно и идеален избор, бидејќи со тоа би се отфрлиле значителни информации од резултатите кои би ги обезбедиле глобално помалку успешните класификатори. Исто така, проценката на перформансите на класификаторите користејќи ограничен број на познати примероци, не мора секогаш да соодветствува со нивните реални перформанси.
1.1 Комбинирање на класификатори

Идејата за комбинирање на повеќе класификатори со цел да се компензираат нивните индивидуални слабости, а да се зачуваат нивните индивидуални квалитети, сè пошироко се користи во модерните апликации за препознавање на примероци. Податоците од различни извори, одделно обработени честопати можат да бидат корисно искомбинирани, што придонесува кон покомплетна и попрецизна претстава на реалната ситуација. Комбинирањето на класификатори за препознавање на примероци е интензивно поле на истражување во последниве години. На овој проблем му се посветени поголем број посебно организирани научни собири и посебни изданија на најпознатите стручни списанија. Сепак, основното прашање: “Дали, и во кои случаи и под кои услови продуцирањето на повеќе класификатори и нивно комбинирање е целисходно и води кон подобрување на перформансите?” е сè уште без јасен генерален одговор. Во последниве години се предложени мноштво методи за комбинирање на класификатори, на пример: различни шеми за гласање, обично и тежинско усреднување, линеарно и нелинеарно комбинирање и повеќефазни стратегии за комбинирање во кои излезите од индивидуалните класификатори се нови обележја кои се користат како влез за други класификатори. Иако најголем дел од истражувањата се фокусирани кон изнаоѓање на методи за комбинирање кои ги подобруваат перформансите на препознавањето, конструирањето на самите класификатори кои ќе бидат комбинирани, исто така е многу важно, бидејќи доколку тие постојано се сложуваат во индивидуалните одлуки, не може многу да се добие со нивно комбинирање. Од ова произлегува дека изборот и обучувањето на класификаторите наменети за комбинирање исто така е важно како и самиот избор на шемата за нивно комбинирање, бидејќи перформансите на индивидуалните класификатори и нивната независност директно влијаат на перформансите на комбинацијата. 

1.2 Мотивација и цели

Предмет на истражување на дисертацијата е комбинирањето на класификатори за препознавање на броеви испишани со рака. Истражувањето е пред сè мотивирано од фактот што и покрај релативно големиот број предложени методи за комбинирање на класификатори релативно мал број публикувани трудови се занимаваат со споредба на методите и сугерираат која од нив да се избере во конкретна ситуација. 

Целта на истражувањето е да се испита однесувањето на повеќе различни методи за комбинирање на класификатори. За таа цел ќе бидат креирани повеќе класификатори со различни карактеристики и способности за препознавање и истите ќе бидат комбинирани со употреба на различни шеми за комбинирање. Предложени се и модификации на некои од познатите методи како и неколку нови методи за комбинирање на класификатори. Проблемот на кој ќе бидат испитувани перформансите на индивидуалните класификатори и нивните комбинации е препознавање на броеви напишани со рака. Сите експерименти ќе бидат спроведени користејќи ја NIST базата на знаци напишани со рака. За таа цел од броевите се екстрахирани четири различни видови на обележја кои се користат за нивно препознавање. 
Целта на дисертацијата е да се истражат можностите и начините за подобрување на перформансите на систем за препознавање на броеви напишани со рака, со акцент на ефектот од комбинирањето на повеќе класификатори. Бидејќи резултатите добиени со комбинирање на класификатори директно зависат и од карактеристиките на самите класификатори, посебно внимание е посветено на моделирањето на класификатори кои ќе се комбинираат и на нивната анализа, како и на екстракцијата на квалитетни обележја со кои се репрезентираат примероците. За таа цел се употребени два вида на различни класификатори: невронски мрежи и машини со носечки вектори (support vector machines – SVM). Иако комбинирањето на класификатори е истражувано на проблемот на препознавање на броеви напишани со рака, голем број од изведените заклучоци кои се однесуваат на комбинирање на класификатори не зависи од доменот на нивната примена и важат генерално при решавање на произволен класификациски проблем.

1.3 Придонеси
Целта на секој систем за препознавање на примероци е пред сè што поточно препознавање на непознатите примероци. На подобрувањето на точноста на системот за препознавање на примероци може да се влијае на повеќе начини меѓу кои и: 
· да се подобрат особините на самиот класификатор;

· да се употребат поквалитетни обележја екстрахирани од примероците;

· да се употребат повеќе класификатори и нивните излези ефикасно да се комбинираат со цел да се истакнат нивните индивидуални предности и да се надминат индивидуалните слабости.

Придонесите кај екстракцијата на квалитетни обележја кои ќе обезбедат поефикасно препознавање на примероците се:
· Предложен е нов алгоритам за проценка и отстранување на закосеноста на изолирани цифри, кој дава подобри резултати од другите што вообичаено се користат (поглавје 4.4.2);
· Развиени се алгоритми за екстракција на оригинални софистицирани обележја со високи перформанси од сликите на знаците (поглавје 4.5); 

· Предложена е постапка за екстракција на статистички обележја од оригиналните слики на знаците и нивно скалирање на саканиот број на обележја со постапка со која се избегнува скалирање на целата слика на знакот и се добива флексибилност во изборот на бројот на обележја од секој вид кои ќе го претставуваат знакот (поглавје 4.5.5);
Подобрувањата кои се однесуваат на екстракцијата на репрезентативни обележја од сликите на знаците не се ограничени само на препознавање на цифри и истите можат да се употребат и при препознавање на произволни изолирани симболи (печатен текст, со рака напишани букви, и сл.).
Од аспект на квалитетот на самиот класификатор, разгледани се два вида на класификатори: невронски мрежи и машини со носечки вектори (линеарни и со гаусов кернел). Оригиналните придонеси се однесуваат пред сè на:

· Разгледување на разликите помеѓу овие два вида на класификатори и испитување на нивните индивидуални предности и недостатоци;

· Предложен е нов алгоритам за одредување на оптималните параметри при обуката на машините со носечки вектори кој не зависи од иницијалните параметри и не бара нивно ограничување во даден опсег (поглавје 2.7);
· Предложена е постапка за забрзување на верификацијата (проценка на нивната точност на множеството за валидација) на машините со носечки вектори во процесот на барање на оптимални параметри (поглавје 2.7.3).

Главните придонеси кај комбинирањето на класификатори се:
· Даден е преглед на повеќето современи методи за комбинирање на класификатори со анализа на нивните индивидуални предности и ограничувања;
· Предложени се два нови методи за комбинирање на класификатори по пат на усреднување: хармониска средина и комплементарен производ (поглавја 3.12.3 и 3.12.4) и дадена е теоретска анализа на нивната позиција во однос на останатите методи за комбинирање по пат на усреднување и подредување (поглавје 3.12.5);

· Изведена е теоретска анализа на влијанието на грешките кај индивидуалните класификатори на нивната комбинација за методите за комбинирање по пат на усреднување (поглавје 3.13.4);
· Предложени се модификации и проширувања на некои од постојните методи за комбинирање на класификатори како кај BKS методот (поглавје 3.10.1), Dempster-Shafer комбинирањето (поглавје 3.14), шаблоните за одлучување (поглавје 3.19) и нивно проширување (поглавје 3.20), обопштениот комитет (поглавје 3.17.2) и предложен е нов начин за одредување на тежините (поглавја 3.17.3 и 3.17.4). Предложени се и нови методи за комбинирање: тежинско комбинирање со динамичко одредување на тежините (поглавје 3.18) и комбинирање со повеќекратна линеарна регресија (MLR) (поглавје 3.21).
· Спроведени се опсежни експерименти во комбинирањето на различни видови класификатори (невронски мрежи, машини со носечки вектори со линеарен и гаусов кернел, како и еден‑против‑еден SVM класификатори) за проблемот на препознавање на броеви напишани со рака и извршена е споредба на различните методи за комбинирање на класификатори од повеќе аспекти (поглавје 4.7). Како резултат на ова изведени се индивидуалните предности и недостатоци на различните методи за комбинирање на класификатори во одредени ситуации, пред сè од аспект на употребените класификатори, нивниот број и нивните карактеристики, како и расположивиот број на примероци за обука на самите класификатори и на обучените методи за комбинирање. 
Во одредени случаи, покрај бараната точност при дизајнот на систем за препознавање на примероци може да влијаат и други фактори како потребната брзина на негова работа, неговата комплексност и можност за реализација во практика, ограничените ресурси за неговото дизајнирање (бројот и квалитетот на примероците за обука) или поседување одредено предзнаење за проблемот кој треба да го решава. За одредени апликации неопходни се системи каде што грешките не се дозволени или системи каде што може да се направи одреден компромис во однос на точноста, со цел на поедноставна реализација или побрза работа на системот.

· Предложен е ефикасен тростепен систем за препознавање на броеви напишани со рака кој претставува секвенцијална комбинација на три класификатори (две невронски мрежи и еден SVM класификатор). Резултатите на овој систем се едни од најдобрите постигнати во препознавањето изолирани цифри од MNIST базата. Притоа секвенцијалното комбинирање обезбедува не само задржување на перформансите на најдобриот класификатор во системот (SVM класификаторот) туку и нивно мало подобување при истовремено забрзување од скоро 28 пати во однос на индивидуалниот SVM класификатор (поглавје 4.9).
1.4 Организација на дисертацијата
Организацијата на дисертацијава е следнава:

Во втората глава е дефиниран проблемот на препознавање на примероци и практичните проблеми кои се наметнуваат при креирањето на класификатори. Изложени се теоретските поставки на два вида класификатори: невронски мрежи и машини со носечки вектори. Наведени се и неколку начини на решавање на повеќекласен проблем со интеграција на неколку бинарни класификатори (какви што се SVM класификаторите) како и конверзија на излезите на SVM класификаторот во постериорни веројатности. Изложен е и предложениот алгоритам за одредување на оптималните параметри при обуката на машините со носечки вектори.

Во третата глава разгледани се принципите на комбинирање на класификатори, како и методите за добивање на класификатори погодни за комбинирање. Претставени се повеќе методи за комбинирање на класификатори, теориските основи на кои почиваат и начините за нивна реализација. Изложени се и неколку нови, како и модификации и проширувања на некои од постојните методи за комбинирање на класификатори. Дадена е и теориска анализа на некои од фиксните методи за комбинирање на класификатори.
Во четвртата глава опишани се NIST и MNIST базите на ракописни знаци кои се користат во експериментите. Изложена е постапката за отстранување на закосеност на знаците и екстракција на обележја од нив. Опишан е начинот на обука на индивидуалните класификатори и изложени се резултатите на експериментите на нивно комбинирање со различните методи за комбинирање. Дадена е споредбена анализа на различните методи за комбинирање на класификаторите од аспект на нивната променливост во одредени околности. Во рамките на дисертацијава се дадени неколку најрепрезентативни табели со резултати од спроведените експерименти при комбинирање на класификатори за препознавање на броеви напишани со рака, додека сите табели со резултати се дадени на придружниот CD‑ROM.

Изложен е и ефикасен тростепен систем за препознавање на броеви испишани со рака. Презентирани се резултатите од тестовите при препознавање на изолирани цифри од MNIST базата од страна на предложениот систем и дадена е анализа на неговите перформанси. 
Петтата глава ги сумира резултатите и ги обединува заклучоците за обработените проблеми и ги дава можните насоки за натамошни истражувања.
Иако сите резултати изложени во оваа дисертација се индивидуално дело на авторот, во понатамошниот текст ќе се употребуваат термините „нашиот“ и „нашите“ наместо „мојот“ и „моите“. Исто така, под терминот „ракописни цифри“ или „цифри напишани со рака“ ќе се подразбираат слики на веќе изолирани цифри од (најчесто) повеќецифрени броеви кои биле напишани со рака на хартија а потоа дигитализирани. Терминот „перформанси на класификатор“ ќе се однесува пред сè на можностите за генерализација на класификаторот, односно за успешно препознавање на непознати примероци а ќе биде изразена преку неговата точност. Истата ќе биде проценувана со негово испитување на множество на познати примероци за тестирање кои не учествувале во неговата обука. Терминот „бинарен“ или „двокласен“ класификатор ќе се однесува на класификатор кој може да решава само двокласен проблем, односно непознатиот примерок да го распореди во само една од двете можни класи. 
Глава 2 
Препознавање на примероци
Во ова поглавје се претставени основните концепти на машинското учење, особено од аспект на препознавањето на примероци. Дадени се основните теоретски концепти на проблемот на класификација, како и практичните проблеми кои се наметнуваат при креирањето на класификатори. Изложена е и поделба на класификаторите од неколку аспекти.
Разгледани се два типа на класификатори: невронски мрежи и машини со носечки вектори (support vector machine – SVM). Невронските мрежи веќе подолго време доста често се употребуваат во практика за решавање на класификациски проблеми. Машините со носечки вектори се релативно нов и многу ветувачки концепт во областа на препознавање на примероци. Детално се изложени теориите на кои почиваат, и начините за нивно обучување, како и нивните индивидуални особености, добри и лоши страни. 

Изложен е алгоритам за одредување на оптималните параметри при обуката на машините со носечки вектори. Наведени се и неколку начини за решавање на повеќекласен проблем со интеграција на неколку SVM класификатори кои се во основа бинарни (двокласни) класификатори. Изложени се и неколку начини за конверзија на излезите на SVM класификаторот во постериорни веројатности кои се неопходни за некои од методите за комбинирање на класификатори.

2.1 Теоретски аспект на препознавањето на примероци
Препознавањето е едно од основните својства на човекот. Додека човекот сосема лесно црните и белите полиња на хартијата ги интерпретира како букви, линии, форми, за компјутерот тие и понатаму остануваат само низи од единици и нули во неговата меморија. Екстрахирањето на основните информации од низата на единици и нули во компјутерската меморија и нивното претставување и интерпретација во форма соодветна за понатамошна обработка со компјутер се сведува на проблемот на препознавање на облици. Облиците кои треба да се препознаат можат да бидат печатени букви, ракопис, технички цртежи, мапи итн.

Зборот pattern (примерок, модел, шаблон, калап), потекнува од зборот патрон и во оригиналната употреба означува нешто што претставува совршен пример за имитирање. Препознавањето на примероци (pattern recognition) го има значењето на идентификација на идеалот според кој даден објект е направен. Во психологијата препознавањето на примероци е дефинирано како процес во кој „екстерните“ сигнали кои доаѓаат во сетилата се претвораат во препознатливи перцептуални искуства. 

Едно од клучните прашања кое се наметнува е како се создава концептот за идеалното. Тој може да се формира преку дедуктивен или индуктивен процес. Во првиот случај се смета дека концептот за идеалното е вроден кај набљудувачот, додека кај индуктивното создавање на концептот, набљудувачот го создава концептот за идеалното преку набљудување на многу неидеални примероци. Овој процес може да се нарече и учење, и тоа учење со учител доколку примероците се означени како претставници на еден или повеќе идеали, или учење без учител доколку примероците не се означени. 

Учењето како да се препознае објект, односно да се одреди на која класа од претходно специфицирано множество на класи и припаѓа, е една од клучните особини на интелигенцијата која е опсежно истражувана и кај човекот (природна интелигенција) и кај компјутерите (вештачка интелигенција). Класификацијата и придружниот проблем на учење на описите на класите овозможуваат да се издвои што е суштинско за да се биде припадник на одредена класа. Издвојувањето на суштинските обележја е од огромно значење бидејќи овозможува да се насочи вниманието на интелигентниот агент (било тоа да се човек или машина). На пример, луѓето генерално знаат дека доколку сакаат да дознаат дали животното зад дрвото е леопард, треба да се фокусираат да гледаат дали има дамки на крзното а не која му е бојата на очите. Способноста да се разликуваат леопардите од не-леопардите и способноста да се научи ваквото диференцирање е од егзистенционално значење особено во временски критични ситуации. Затоа и не е за чудење што човекот релативно лесно успева да изведе препознавање на комплексни примероци, но, има тешкотии со брзото множење на повеќецифрени броеви. Фактот што човековиот нервен систем не е прилагоден за брзо изведување на нумерички операции нè изненадува, имајќи го предвид фактот што способноста да се изведуваат вакви операции и немало некое особено значење за опстанокот на единката (во биолошка смисла на зборот). 

Друг клучен придонес при учењето е генерализацијата, односно издвојувањето на суштинските карактеристики кои означуваат дека одреден објект е припадник на одредена класа, што овозможува да се класификуваат нови (дотогаш невидени) објекти во некоја од познатите класи. 
Менталните процеси со кои се постигнува препознавањето се очигледно сложени и сè уште недоволно познати. Препознавањето на примероци не му е својствено само на човекот, тоа е присутно и кај животните и имало значајна улога во еволуциска смисла. Притоа, генерализацијата овозможила организмот успешно да се снајде во нови ситуации, и преземајќи слични акции или однесување, на некои кои се покажале успешни во претходното искуство со ситуации од ист или сличен тип, успешно да излезе од нив. Природно, нервниот систем на човекот е многу поефикасен во справувањето со проблемите кои се од животно значење за човекот (препознавање на опасни ситуации) отколку со оние кои не се. 
2.2 Практичен аспект на препознавањето на примероци
Појавата на дигиталните компјутери стави на располагање машини кои далеку ги надминуваат човековите способности за комплексни нумерички операции. Се постави и прашањето дали овие машини ќе се покажат подеднакво успешни и во ненумеричките операции, особено во менталните функции како препознавањето на примероци. Проблемите од оваа категорија генерално се адресирани како вештачка интелигенција или машинска интелигенција. Се покажа дека раниот оптимизам во поглед на способноста на компјутерите да решаваат проблеми од класата на машинската интелигенција не беше оправдан. Човековиот мозок има многу повисок степен на комплексна организација и од најнапредните компјутери.

Сепак со развојот на науката границите на она што компјутерот не може да го направи полека но, сигурно се поместуваат. Постојат многу работи во чија автоматизација е потребно препознавање на примероци. Сортирањето на поштата и внесување на податоци во компјутер бараат препознавање на печатени или ракописни букви. Броењето на крвните зрнца, проверката на исправност и контролата на квалитетот, како и автоматизираното составување на механички делови генерално бараат препознавање на облици. Слични барања има и во автоматската анализа на сателитски слики, радарски сигнали, подводни сонарни снимања и др. 
Според повеќето енциклопедии препознавањето на примероци се дефинира како дисциплина која ја изучува теоријата и методологијата на дизајнирање на машини кои се во состојба да препознаваат примероци од податоци загадени со шум. Иако ова е само една од можните дефиниции за препознавањето на примероци, во неа јасно се истакнува „инженерската“ природа на оваа научна дисциплина во која се вели дека крајната цел на оваа дисциплина е дизајнирањето на „машини“. Од оваа инженерска перспектива јасно е дека теоријата на препознавањето на примероци има мултидисциплинарни корени, како што впрочем и повеќето инженерски дисциплини настојуваат да го пребродат јазот помеѓу реалните технички апликации на теоријата и т.н. чисти теориски дисциплини како математиката, статистиката, физиката и др.
2.3 Класификатори
Во практика под препознавање на примероци се подразбира автоматска детекција и класификација на објекти или настани. Мерките и податоците кои се користат за класифицирање на објектите се нарекуваат особини или обележја (features), а прототиповите или категориите во кои се распоредуваат се нарекуваат класи. Постојат техники (како кластерирањето на пример) што овозможуваат ненадгледувано учење (учење без учител) односно автоматско откривање на класите, кои се обидуваат да го поделат множеството податоци во природно појавни групи без предетерминирана структура на класите. Во практиката најчесто постои множество класирани податоци кое може да се употреби при дизајнирањето на автоматскиот систем. Индивидуалните единици, објекти или настани кои треба да се класираат се нарекуваат примероци или мостри. Множеството класирани примероци кое се употребува во дизајнот на системот се нарекува mno`estvo za obuka (training set), додека множеството исто така класирани примероци кое се употребува за тестирање, евалуација и нагодување на некои дополнителни параметри на системот се вика mno`estvo za testirawe (test set).
2.3.1 Конструирање (обучување) на класификатори

Неформално зборувајќи една од задачите на машинското учење е да генерира (произведе) модел од зададено множество на обележани примероци. Ваквиот модел може да се употреби за класификација на необележани, претходно невидени примероци. Ваквото својство на обучениот модел правилно да препознава и нови примероци што не биле презентирани за време на обуката е познат како способност за генерализација. Генерираниот модел може да се евалуира од аспект на: точност, разбирливост, компактност, брзина на обучување и друго. Оваа задача е позната како: препознавање на примероци (pattern recognition), дискриминација (discrimination) или надгледувано учење или учење со учител (supervised learning) за разлика од задачата на ненадгледуваното учење (unsupervised learning) или кластерирање (clustering) каде ознаките (класите) дедуктивно се изведуваат од самите неозначени примероци во процесот на учење. 

Концептот за учење (слика 2.1) претставува конструкција на модел за даден број на опсервации. Во процесот на обука се акумулира знаење од индивидуалните опсервации со помош на индукција, односно се воопштува на основа на повеќе примероци за обука. За да се конструира моделот мора да се примени индукција, односно да се генерализира (воопшти) на основа на индивидуалните опсервации и да се изгради модел кој ќе важи и надвор од специфичните услови на индивидуалните опсервации. Откако моделот е конструиран, со истиот може по пат на дедукција да се изведат нови примери кои не мора да биле меѓу опсервациите. 
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Слика 2.1. Концепт на учење

2.3.2 Дефиниции
Во областа на машинското учење се среќаваат следните поими:

Primerok или mostra претставува подредено множество од променливи. Секоја променлива исто така означена и како atribut, osobina или obele`je прима вредности од некое предефинирано множество на можни вредности што се зависни од проблемот. Ова предефинирано множество на вредности се нарекува domen на обележјето. Во основа, обележјата по својот вид од аспект на доменот може да се поделат во три основни групи: бинарни обележја, номинални обележја и континуални обележја.
Бинарните обележја како што зборува и самото име можат да примат една од само две можни вредности (на пример: има/нема, да/не, 1/0). Номиналните обележја можат да примат вредност од преброиво множество на вредности (на пример боја: црвена, жолта, зелена, или високо, средно, ниско). Во множеството на номинални вредности може, но не мора да постои релација на подреденост. Номиналните обележја од аспект на подреденоста на доменот од кој примаат вредности може да се поделат на две подгрупи: номинални обележја со дефинирана подреденост и номинални обележја со недефинирана подреденост. Континуалните обележја примаат произволна вредност најчесто репрезентирана како реален број евентуално ограничена во даден опсег, но со непреброиво многу можни вредности. 

Една од променливите на примерокот е специјален атрибут означен како celno obele`je. Ова обележје го опишува феноменот кој е од интерес, односно феноменот во однос на кој би сакале да предвидиме одредено однесување. Примерокот за кој целното обележје е познато се нарекува ozna~en primerok (labelled example). Примерокот за кој целното обележје не е познато се нарекува neozna~en primerok или примерок за препознавање (query example). 

Кога целното обележје е континуална променлива проблемот на надгледувано учење е познат како regresija [53]. Регресијата претставува математички метод со помош на кој се изведува емпириска функционална зависност на независните променливи со зависната променлива (целното обележје) на основа на множество од експериментални податоци. Кога пак целното обележје е номинална или бинарна променлива проблемот на надгледувано учење е познат како klasifikacija. Целното обележје со номинална вредност се нарекува уште и klasa, асоцирајќи на ознаката на класата од преброивото множество на класи на која припаѓа примерокот. 

Во процесот на машинското учење се употребуваат множества на примероци (datasets) кои во основа се делат на множество за обука и множество за тестирање односно проценка на перформансите на моделот. Множеството за обука претставува множество на означени примероци на основа на кое се гради моделот. Множеството за тестирање претставува множество на неозначени примероци со кои се тестира моделот. Кај некои видови на алгоритми за градење на модели или оптимизирање на некои од параметрите на моделот се употребува и т.н. mno`estvo za validacija (validation set). Во текот на изградбата на моделот со примероците од множество за валидација се проценуваат неговите перформанси на примероци што не ги видел (не учествуваат во обучувањето) и на основа на добиените резултати се нагодуваат некои од параметрите на моделот со цел да се подобрат перформансите на моделот. 

Model (регресиски модел во случај на регресион проблем или класификатор во случај на класификациски проблем) претставува пресликување од множеството на неозначени примероци во множеството од доменот на целното обележје. Моделот се користи за предвидување на вредноста на целното обележје. Вообичаено целното обележје се нарекува и zavisna menliva, а останатите обележја nezavisni menlivi. Кај проблемите на класификација целта на моделот е непознатиот примерок да го распореди во точно една од конечниот број класи. 

Формално, задачата на обучувањето е да конструира „обучен“ систем (модел) користејќи го множеството за обука D со цел да го класификува (или предвиди) y како излез од вака обучениот систем g(x), за непознат влез во системот x. Множеството за обука D содржи обележја {(xi, yi), i = 1,…,N}, додека множеството за проверка V содржи обележја{(xi, yi), i = 1,…,M}. Овде xi претставува m‑димензионален вектор кој е влез за системот, додека yi е посакуваниот излез од системот. По конструирањето на моделот неговите перформанси се проценуваат на множеството V. 

Задачата на обучениот систем е да го класификува или да го предвиди посакуваниот излез што е можно поточно. Кога посакуваниот излез е од континуална природа (yi ( R) се работи за регресија. Ако пак излезот од системот е со дискретна вредност yi ( C = {c1, c2, …, ck} каде C е множество на класи а ci е ознака на класата, станува збор за класификација. Класификаторот всушност претставува функција g(x) која врши пресликување од просторот на обележја во просторот на класи, g(x) : F → {c1, …, ck}.
Нека веројатноста за појава на класата ci ја означиме како P(C = ci). Оваа веројатност може да се изрази како односот на бројот на примероци кои се припадници на класата ci и вкупниот број примероци во дадената популација и се нарекува априорна веројатност и се означува како P(ci). Веројатноста пак дека се појавила класата ci под услов да се појавил примерокот X = x се нарекува постериорна веројатност и се означува како P(C = ci | X = x) или само P(ci | x) и е многу важна за класификацијата. Користејќи го баесовото правило можеме да ја изразиме постериорната веројатност преку функцијата на распределба на условната веројатност p(x|ci):
(2.1)
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каде p(x) ја означува функцијата на распределба на веројатност на случајната променлива X (примероците) и е дадена со:
(2.2)
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Trener или обучувач е процедура која се користи за да се изгради моделот. Во контекстот на овој труд под тренер ќе се подразбира компјутерска програма која го гради моделот на основа на примероците од множеството за обука без интеракција со корисникот или какви било други предзнаења за природата на проблемот. Во поширока смисла, секој метод кој ги користи информациите од означени примероци за обука при конструкцијата на класификатор, вклучува учење.
Претпоставката на процедурата за обука е дека постои непозната функција која го изведува пресликувањето од независните променливи во зависната променлива. Генерално не е можно да се открие точната функција користејќи конечно множество на примероци. Во реалните проблеми, исто така, расположивите податоци од кои се изведува множество за обука содржат и шум и тоа како кај атрибутите така и кај целните обележја (кога некои од примероците се погрешно класификувани).

Кај надгледуваното учење (или учење со учител), „учителот“ ја дава ознаката на класата или посакуваниот излез од системот и се обидува во процесот на учење параметрите на системот да ги нагоди така да грешката во класификувањето или отстапувањето помеѓу предвидената и посакуваната вредност биде што помало. Кај надгледуваното учење (или самоучење), не постои експлицитен учител и системот настојува самиот да ги открие „природните“ групи на влезните податоци и истите да ги групира во овие групи. Овој проблем е познат и како проблем на кластеризација. „Природното“ групирање е секогаш експлицитно или имплицитно дефинирано на некој начин во системот за кластеризација. 
Со цел да се подобри точноста, ефикасноста или скалабилноста на класификацијата или предикцијата, може да се применат некои од следниве чекори на претпроцесирање на податоците кои ќе учествуваат во обучувањето.

„Чистење“ на податоците (data cleaning). Овој чекор се однесува на отстранување или намалување на {umot и третманот на obele`jata koi nedostasuvaat во некои примероци. Иако повеќето алгоритми за класификација и самите поседуваат некаков механизам за справување со недостасувачки податоци или податоци загадени со шум, овој чекор може дополнително да го помогне во намалувањето на грешките при обучувањето.
Анализа на релевантност (relevance analysis). Многу од атрибутите во примероците можат да бидат irelevantni за дадениот проблем или некои од нив дури и да бидат redundantni. Со соодветна анализа на релевантност може да се откријат и отстранат од примероците за обука оние атрибути кои се ирелевантни или редундантни, со цел да се намали димензионалноста на проблемот, да се упрости моделот и да се подобрат неговите перформанси. Во машинското учење овој процес е познат и како selekcija na obele`ja (feature selection). 
Трансформација на обележјата (Data transformation). Трансформацијата на обележјата опфаќа промена на скалата во која се репрезентираат атрибутите, што може да опфати и нивна дискретизација или аналогизација. Дисктеризацијата подразбира замена на континуална величина со дискретна при што истата се дискретизира во определен број однапред определени вредности (на пример високо, средно, ниско). Аналогизацијата пак подразбира замена на дискретните обележја со соодветна аналогна вредност која соодветно ги репрезентира. Во трансформацијата на обележјата спаѓа и normalizacijata, која е особено корисна кога класификаторот е невронска мрежа, или друг класификатор кој вклучува мерење на растојанија (во одреден метрички простор) во процесот на обуката на класификаторот. Нормализацијата опфаќа промена на скалата во која се репрезентирани атрибутите, односно скалирање на сите вредности за даден атрибут така да нивните вредности се ограничат на одреден мал регион како на пример [0, 1] или [-1, 1]. Нормализацијата, исто така, може да се однесува и на трансформација на обележјата на начин кој би обезбедил нивните вредности да задоволуваат определена распределба, како на пример средна вредност нула и/или единична варијанса.
2.3.3 Карактеристики на обучен систем
Прекомплексен систем може да биде обучен перфектно да ги препознава примероците од множеството за обука, но истиот може да покаже значително послаби перформанси на множеството за тестирање, односно на примероци кои не ги видел за време на обуката. Ваквата ситуација е позната како „preobu~uvawe“ (overfitting). Еден од проблемите при конструкцијата на моделот претставува и одредувањето на неговата kapacitet, кој треба да биде избран соодветно да не биде преедноставен за да не може да се разграничат класите, но не и прекомплексен со што би давал слаби резултати во препознавањето на нови примероци. 

На пример, еден систем обучен да препознава дрвја, доколку е со премал капацитет, се што е зелено би прогласил за дрво. Сличен систем пак со преголем капацитет при препознавањето би отфрлил и многу од дрвјата само затоа што немаат ист број на листови како и дрвјата кои му биле претставени во фазата на обука. 
Од чисто практични причини често е потребно да се фаворизираат класификатори кои користат помал број на обележја, бидејќи истите обично водат кон поедноставни граници меѓу регионите и поедноставно обучување на класификаторите. Некогаш пак е клучно обележјата да бидат што поробусни и поотпорни на шум. Во практичните апликации исто така, може да биде потребно класификаторот да реагира бргу, да користи малку мемориски или процесорски ресурси или да може лесно да се имплементира во хардвер.
Некои од карактеристиките според кои може да се споредуваат и евалуираат класификациските и регресионите методи за предикција се:
Точноста ја изразува способноста на моделот правилно да го класификува новиот, претходно не виден примерок.
Брзината се однесува на комплексноста на пресметките (или бројот на чекорите) кои треба да бидат изведени при генерирањето или експлоатацијата на моделот. 
Робусноста ја изразува способноста на моделот правилно да ги класификува изобличените примероци и примероците загадени со шум. 

Скалабилноста ја претставува способноста ефикасно да се конструира модел за голем број на податоци (типично голем број на примероци во множеството за обука и/или голем број на обележја).

Интерпретабилноста се однесува на можноста за интерпретација на моделот, што обично значи репрезентација на знаењето и правилата за одлучување содржани во моделот во форма разбирлива за човекот. 

2.3.4 Евалуација на обучен систем

Аналитичка евалуација на даден алгоритам за учење е многу тешко да се изведе. Соодветно, и анализа на обучен класификатор кој бил произведен од даден алгоритам за учење и дадено множество на обележани примероци, многу е тешко да се изведе аналитички. Затоа во практика најчесто се применува емпириска евалуација. Вообичаен метод за евалуација на класификатор е преку експерименти [143], со цел да се потенцираат важните релации меѓу неговото однесување и условите што влијаат на него. Притоа анализата може да биде од различни аспекти како: рата на грешка, интерпретабилност, компактност, брзина на учење, брзина на класификација, скалабилност и др.

Најчесто, најрелевантна е ratata na gre{ka кој претставува проценка на разликата помеѓу бараниот излез од класификаторот (вистинската класа) и актуелниот излез за даден примерок. Ратата на грешка на класификаторот се пресметува како однос меѓу бројот на погрешно класификувани и вкупниот број на примероци. Аналогно, to~nosta на класификаторот се дефинира како однос меѓу бројот на точно класификувани и вкупниот број на примероци.

Важно е да се направи разлика помеѓу двете репрезентации на ратата на грешка. Првата репрезентација, означена како gre{ka na redistribucija, ја проценува грешката над множеството за обука. Скоро сите алгоритми за учење во процесот на учење настојуваат да ја минимизираат оваа грешка. Втората репрезентација означена како gre{ka na generalizacija, ја проценува грешката над независно множеството за тестирање составено од примероци кои не биле во множеството за обука. Карактеристиката на класификаторот која што вообичаено сакаме да ја знаеме е токму неговата грешка на генерализација, бидејќи тоа е грешката која можеме да ја очекуваме кога истиот ќе биде применет за класификација на нови примероци.

Interpretabilnost на даден модел ја означува можноста за интерпретација на знаењето добиено за време на обуката во форма прифатлива за човекот. Кај класификаторите, ова знаење најчесто се репрезентира како множество на некои „правила“ на основа на кои се врши класификувањето. Ова е особено важно доколку примената на класификаторот бара јасна репрезентација и „документирање“ на неговите акции во форма разбирлива за човекот (на пример во медицинската дијагностика).

Brzinata na obuka се однесува на времето потребно да се обучи даден класификатор. Често од особен интерес, не е само вкупното време потребно да се обучи даден класификатор, туку скалабилноста на ова време, односно зависноста на брзината на обуката од дадени параметри на моделот, бројот на примероци во множеството за обука, димензионалноста (бројот на обележја) на примероците, бројот на класи, комплексноста на проблемот што треба да се реши, и др.

Brzina na klasifikacija го изразува просечното време потребно да се класификува одреден непознат примерок, како и варијациите во ова време, односно дали е исто за секој примерок или може да биде и различно за различни примероци и во кои граници варира.

Skalabilnosta на класификаторот пред сè се однесува на промената на неговата комплексност во зависност од бројот на класи, бројот на обележја со кои се репрезентира секој примерок, бројот на примероци кои се употребуваат при обуката и др.

2.3.5 Проценка на перформансите на обучен класификатор (тестирање на класификатор)

Проценка на перформансите на обучен класификатор се изведува со негово тестирање. Во фазата на тестирање, на обучениот класификатор му се презентираат неозначени примероци и се бара од него да ги препознае, односно да ги распореди во некоја од класите. Резултатот на класификацијата се споредува со нивните вистински класи и се проценува успешноста на класификаторот. Ако со Nt се означи бројот на примероци кои класификаторот точно ги препознал, а со Nf бројот на примероци кои биле погрешно препознаени, тогаш проценетата точност на класификаторот е дадена како:

(2.3)
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каде N = Nt + Nf е вкупниот број на примероци презентирани на класификаторот во фазата на тестирање. Проценетата точност на даден класификатор е еквивалентна на веројатноста дека класификаторот правилно ќе класификува случајно одбран непознат примерок.
За реална проценка на перформансите на класификаторот, примероците кои му се презентираат во фазата на тестирање треба да бидат од независно множество, односно да не биле користени во фазата на обучување на класификаторот. Теоретски, за да се обучи и непристрасно да се процени одреден класификатор потребно е да се дефинираат две дисјунктни множества: множество од примероци за обука и множество од примероци за тестирање чии примероци би биле случајно избрани од големо, независно репрезентативно множество на примероци од иста популација. Потоа, класификаторот обучен на множеството за обука се употребува за класификување на секој од примероците од множеството за тестирање. Доколку бројот на примероци е доволно голем, односот на погрешно препознаените примероци во однос на сите препознавани примероци дава непристрасна проценка на ратата на грешка за дадениот класификатор.

Во практиката скоро секогаш е тешко да се обезбедат доволен број на означени примероци за обука и тестирање. Најчесто, во практиката располагаме само со ограничен број на означени примероци кои треба да се искористат и за обука и за тестирање на перформансите на обучениот класификатор. Доколку истите примероци се искористат и за обука и за тестирање на класификаторот, ќе се добие проценка на грешката на ресубституција која е премногу пристрастна проценка за перформансите на класификаторот и води кон нереален заклучок за можностите за генерализација на класификаторот. Голем број модерни класификатори, а особено ако не вклучуваат регуларизација или кастрење (prunning), евалуирани на множеството за обука даваат премногу оптимистичка проценка на ратата на грешка многу блиска до 0, скоро независно од комплексноста на множеството за обука. 
За да се избегене нереалната оптимистичка проценка на грешката која се добива кога тестирањето на класификаторот се изведува со истите примероци со кои и е обучуван (наречен метод за тестирање со ресубституција), во практика проценката се изведува со некои од методите за вкрстена валидација (cross-validation). Сите методи за вкрстена валидација се засноваат на основната идеја: множеството за обука и множеството за тестирање да немаат заеднички примероци. Затоа, во практиката методите за евалуација на перформансите на класификаторите, скоро секогаш вкупниот број на означени примероци со кои се располага го делат на две дисјунктни множества: множество за обука и множество за тестирање. Бидејќи во практиката најчесто се располага со единствено ограничено множество од означени примероци, се наметнува прашањето како да се изведе оваа поделба, со цел да се постигне успешна обука а потоа и непристрасна проценка на вака обучениот класификатор.
Наједноставниот начин за да се постигне ова е множеството на означени примероци уште на почетокот да се подели на две дисјунктни и независни множества (најчесто во однос 2:1 до 3:1). Поголемото од нив означено како множество за обука притоа ќе се употребува за обучување на класификаторот, а со другото означено како множество за тестирање ќе се проценат перформансите на изградениот модел. Овој метод е наречен „метод на задржување“ (holdout method). Ваквиот пристап трајно исклучува дел од примероците од фазата на обука, односно класификаторот се обучува со нешто помал број на примероци од вкупниот број на означени примероци со кои располагаме. Ваквиот пристап е применлив во практика во случаите кога имаме доволен број на означени примероци, и можеме да дозволиме дел од нив да се издвои само за тестирање. 

Честопати во практиката располагаме со доста ограничен број на означени примероци, од кои ако се одвои дел за тестирање, бројот на преостанатите примероци за обука може значително да влијае на успешноста на обуката на класификаторот. Затоа кога се располага со релативно мал број на означени примероци или значително нерамномерна застапеност на класите, во практиката често се употребува методот на повеќекратната вкрстенa валидација (n-fold cross-validation). Кај овој метод множеството со M означени примероци се дели на n еднакви дисјунктни подмножества со N = M / n примероци во секое. Потоа, за да се процени генерализацијата на моделот во секоја од n-те итерации се исклучува различно подмножество од множеството и тоа се чува за проценка на перформансите на класификаторот кој се обучува на останатиот дел од примероците. Перформансите на системот се добиваат како средна вредност од измерените перформанси за секоја од поделбите. 
Како специјален случај, ако бројот на групи n стане еднаков на бројот примероците во множеството M, односно се исклучува по само еден примерок при обуката на класификаторот и така обучениот класификатор потоа се тестира на единствениот исклучен примерок, станува збор за исклучи-еден (leave-one-out) тестирање. Ваквиот пристап дава и најпрецизна проценка на бајасот
 и варијансата на моделот (види поглавје 3.5), но, често пресметковно е премногу комплексен за практично да се употреби. 
Друг метод за проценка на перформансите кој креира нови множества е bootstrap методот [14]

 REF _Ref58844111 \r \h 
[141]. Според овој метод се генерираат одреден број (обично помеѓу 50 и 200 [185]) множества за обука и тестирање со случајно одбирање со повторување од оригиналното множество означени примероци. Со овие множества се обучува и се тестира класификаторот повеќе пати и добиените резултати се усреднуваат. Покажано е дека проценката на перформансите добиени на овој начин е статистички еквивалентна на исклучи-еден методот [61]. Во Табела 2.1 се дадени главните карактеристики на набројаните методи за проценка на перформанси на обучен класификатор.
Табела 2.1: Методи за проценка на перформанси на класификатор за множество со N означени примероци
	Метод
	Примероци за обука
	Примероци за тестирање
	Број на обучувања/ тестирања

	Ресубституција
	N
	N
	1

	Задржување
	⅔N – ¾N
	¼N – ⅓N
	1

	k-kratna вкрстенa
	N – N/k
	N/k
	k

	Исклучи-еден
	N – 1
	1
	N

	Bootstrap
	m < N
	N
	> 50, < 200


2.3.6 Баесова грешка

Кога класификаторот носи одлука можеме да сметаме дека тоа повлекува одредена zaguba (во точноста) која е нула во случај на правилна одлука и позитивна во случај на грешка во класификацијата. Нека функцијата на загуба Lkj ја дава загубата кога примерок кој припаѓа на класата ck е класификуван како да припаѓа на класата cј. Генерално, грешката е матрица која ги содржи загубите за сите можни комбинации на вистински и доделени класи.
(2.4)
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Изразот (2.4) е вообичаената дефиниција за функција на загуба кога не е можно прецизно да се процени загубата на различните можни грешки. Иако во изразот не е експлицитно наведено (поради едноставност) функцијата на загуба Lij е функција од влезниот примерок X бидејќи нему доделената класа cj е функција од X. 
Ако сите примероци се од дадена класа ck тогаш очекуваната вредност на функцијата на загуба е:
(2.5)
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бидејќи доделената класа cj е функција од X. Со Rj е означен регионот од просторот на влезови во кој X припаѓа на класата cj, а со E[(] е означена очекуваната вредност. 
Очекуваната вредност на загубата ако примерокот е од која било класа, е наречен rizik и е изразен како:
(2.6)
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(2.6)
За да се минимизира ризикот, подинтегралната големина во изразот (2.5) треба да се минимизира за секоја вредност на x. Соодветно примерокот x треба да се распореди во класата cj кога:
(2.7)
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(2.7)

Ако за функцијата на загуба се земе т.н. еден-нула функција на загуба (2.4), условот (2.7) може да се напише како: 
(2.8)
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Со замена на дефиницијата за постериорна веројатност, овој израз може да се напише како:
(2.9)
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Класификаторот кој го минимизира ризикот, притоа користејќи еден-нула функција на загуба (2.4), е наречен Баесов класификатор [168] и се сведува на:
(2.10)
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Баесовиот класификатор е оптимален класификатор во смисла на минимизација на грешката и грешката што тој ја прави се вика Баесова грешка. На слика 2.2 сивиот регион ја претставува Баесовата грешка за еднодимензионален проблем. Баесовата граница x*, која е оптимална граница помеѓу двете класи ја минимизира грешката при класификацијата.
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Слика 2.2. Графички приказ на Бесовата грешка

Целото резонирање околу Баесовата грешка може да се повтори и за класификатор со опција за отфрлање (reject option). На класификаторите со опција за отфрлување им е дозволено да отфрлат (воопшто не класификуваат) одреден број на примероци кои според нив веројатно погрешно би ги класификувале [62]

 REF _Ref58353041 \r \h 
[63]. Кај класификувањето со опција за отфрлање проблемот на класификација на N примероци се трансформира во проблем на класификација на M < N примероци и отфрлање на оние кои се блиску до границите меѓу класите, односно оние примероци за кои постои голема веројатност при нивната класификација да се направи грешка. Од друг агол, класификувањето со опција за отфрлање може да се разгледува и како трансформација на оригиналниот проблем на распоредување на непознатите примероци во k класи, во проблем на класификување во k+1 класа, каде во k+1-вата класа се сместуваат примероците кои се отфрлаат, односно кои не може доволно сигурно да се класификуваат во некоја од k-те класи.

2.3.7 Димензионалност на класификатор
Основната цел на секој класификатор е да овозможи што поточно препознавање на непознатите примероци користејќи го моделот изграден на основа на конечен број на примероци за обука. Според ова, основната цел при обуката (градењето на моделот) на секој класификатор не е да ја научи егзактната репрезентација на примероците за обука, во кои сигурно постои и одреден шум, туку да изгради што поопшт статистички модел на процесот кој ги генерира податоците (примероците), односно да може успешно да генерализира. 
При препознавањето на примероци најчесто од примерокот се екстрахираат одреден број на обележја на основа на кои се гради моделот. Прашањето што се наметнува е колкав број на обележја да се употребат при градењето на моделот. Интуитивно е јасно дека со употреба на повеќе обележја би се постигнала попрецизна репрезентација на моделот. Меѓутоа во практика е забележано дека со додавање на обележја над некој одреден број не само што повеќе не се подобруваат перформансите на класификаторот туку почнуваат и да опаѓаат. Вклучувањето на секое дополнително обележје, ја зголемува димензионалноста на проблемот за 1, додека комплексноста на моделот расте експоненцијално во однос на димензионалноста на обележјата. Ова повлекува бројот на примероци потребни за успешна обука на моделот исто така да расте експоненцијално. Ваквиот феномен е наречен „проклетство на димензионалноста“. Бидејќи во практика најчесто располагаме со ограничен број на примероци за обука, со зголемување на димензионалноста на репрезентацискиот простор на обележјата, лесно може да се надмине граничната точка над која примероците ќе бидат премногу расеани во просторот за на основа на истите да може да се изгради конзистентна репрезентација на моделот. Различните видови на класификатори се различно осетливи на проблемот на димензионалноста на примероците, од линеарната регресија и фишеровиот класификатор како најосетливи до SVM како скоро потполно неосетливи. 
2.3.8 Капацитет на класификатор

И самите класификатори имаат своја скриена димензионалност, односно одреден број на слободни параметри (кои се нагодуваат при неговото обучување) на моделот кој го репрезентираат. Од нив директно зависи и комплексноста на моделот кој може да го репрезентираат, односно комплексноста на границата меѓу регионите на класите која ќе може да ја репрезентираат. Кај некои класификатори како регресионите модели и еднослојните невронски мрежи, комплексноста на моделот е директно зависна од димензионалноста на обележјата, додека кај други се поставува при изборот на моделот најчесто како фиксна. На пример, кај повеќеслојниот перцептрон (Multilayer Perceptron – MLP) таа освен од димензионалноста на обележјата зависи и од бројот на неврони во скриените нивоа. Кај SVM, комплексноста воопшто не зависи од димензионалноста на обележјата, туку пред сè од употребениот кернел. 

2.3.9 Оптимизирање на класификатори

За успешна генерализација неопходно е комплексноста на системот за класификација да биде избрана соодветно на комплексноста на проблемот кој треба да го решава. Изборот на преедноставен или прекомплексен модел доведува до намалување на перформансите на системот. Преедноставниот систем нема да може доволно добро да го репрезентира проблемот, додека прекомплексен систем ќе успее да ги научи и најмалите непожелни девијации како резултат на присутниот шум во примероците за обука што не се дел од моделот кој се репрезентира (слика 2.3). 
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Слика 2.3. Шематски пример за примероци во две димензии (x, y) кои припаѓаат на две класи (x,o). Полната линија ја прикажува границата меѓу класите изградена од класификатори со различен капацитет: а) линеарен, б) квадратен, в) од повисок ред
Од ова произлегува дека изборот на комплексноста на моделот е значајна за неговите генерализациони перформанси. За објаснувањето на овој феномен погодно е грешката при генерализацијата да се разложи на две компоненти: бајас (bias) или наклонетост и варијанса (variance) (види поглавје 3.5). Моделот кој е преедноставен односно недоволно флексибилен ќе има голем бајас, додека модел кој е прекомплексен за дадениот проблем ќе има голема варијанса. Бајасот и варијансата се комплементарни, односно со зголемувањето на едното се намалува другото и спротивно. Најдобра генерализација се постигнува при најдобриот компромис помеѓу конфликтните барања за мал бајас и мала варијанса. 

За да се пронајде оптималниот баланс помеѓу бајасот и варијансата мора да се располага со можноста да се контролира комплексноста на моделот. Комплексноста на моделот може да се нагодува на различни начини и зависи од самиот модел и алгоритамот за обучување. Кај невронските мрежи на пример, комплексноста може да се менува со менување на бројот параметрите на мрежата, што е уште наречено и strukturna stabilizacija. Еден начин да се постигне ова е да се испробаат повеќе модели со различен број на неврони во скриеното ниво. Друг приод е да се почне со модел со голем број на неврони, а потоа да се отстранат помалку значајните врски во мрежата или цели неврони. Постојат и приоди кои почнуваат со мала мрежа и во процесот на учењето додаваат неврони со цел да се постигне оптимална структура. 

Вториот пристап за оптимизација на генерализационите перформанси на моделот е преку контрола на неговата efektna kompleksnost со т.н. regularizacija. Ова може да се постигне со употреба на модел со поголем број на параметри кои може да се нагодат, и со промена на процедурата за обука со додавање на дополнителен член во функцијата на грешка со кој се изразува „казната“ при избор на прекомплексен модел. Ваквиот пристап не дозволува шумот во примероците за обука премногу да влијае на класификаторот, односно да се добие „помазна“ и „порегуларна“ одлучувачка функција.

Алтернатива на регуларизацијата како начин за контролирање на ефективната комплексност на моделот е процедурата за „рано прекинување“ на обуката. Обуката на голем број видови на класификатори се одвива во итеративна редукција на функцијата на грешка дефинирана над примероците за обука. За време на обуката оваа грешка генерално опаѓа како што бројот на итерации при обуката расте. Сепак, грешката проценета на независно множество на примероци за валидација, на почетокот опаѓа, но подоцна почнува да расте како што класификаторот станува пренагоден за конкретните примероци за обука. Од овој аспект, за да се постигнат подобри перформанси, обуката треба да престане во моментот кога се добиваат најдобри резултати мерено на независното валидациско множество, бидејќи од таквиот модел се очекува да има најдобра генерализација на непознати примероци.
Во практика, оптимизацијата на класификатор се изведува најчесто во неколку чекори кои се повторуваат:

1. Обука на класификаторот;
2. Испитување на перформансите на обучениот класификатор на независно множество примероци;
3. Нагодување на интерната структура или некои од параметрите на класификаторот и повторна обука (чекор 1) сè додека не се постигнат задоволувачки перформанси;
Притоа во фазата на обука на класификаторот, моделот се гради за дадено множество на примероци за обука. Меѓутоа, проценката на перформансите на даден модел, а особено на нелинеарните модели со значителен бајас, мора де се изведе на независно множество, односно на примероци кои не биле употребени во обуката. Бидејќи во практика најчесто се располага со ограничено множество на обележани примероци за обука, од истото множество треба да се земат и примероци за обука и примероци за проценка при оптимизацијата на класификаторот, се наметнува прашањето како да се поделат примероците. Слично како и кај поделбата на примероците за обука и тестирање (во поглавјето 2.3.5) и при оптимизацијата на моделот може да се употреби методот на повеќекратна вкрстенa валидација, кој е пресметковно покомплексен. Наједноставниот начин е множеството на примероци наменети за обука уште на почетокот да се подели на две дисјунктни множества (најчесто во однос 2:1 до 3:1). Поголемото множество означено како множество за обука притоа ќе се употребува за обучување на класификаторот, а со помалото означено како множество за валидација ќе се проценуваат перформансите на изградениот модел и ќе се врши негова оптимизација. По определувањето на оптималните параметри на системот, истиот може конечно да се обучи користејќи ги сите примероци (вклучувајќи и ги и оние кои се користеле за валидација при оптимизацијата на моделот).

2.3.10 Поделба на класификаторите

Класификаторите според своите карактеристики како архитектура, дизајн, можности, начин на обука, интерна работа и друго, може да се поделат на повеќе групи од различни аспекти [228]. Во основа, задачата на секој класификатор е за даден непознат примерок претставен со своите обележја најчесто во вид на вектор од вредности x на неговиот влез, да го класификува или да го предвиди посакуваниот излез y што е можно поточно. 
Во случајот на класификација бараниот излез е дискретна вредност y ( C = {c1, c2, …, ck} каде C е множество на класи, а ci е ознака на класата во која класификаторот го класификувал непознатиот примерок. Според видот на вредностите со кои се претставени обележјата во векторот x, класификаторите можат да се поделат на класификатори кои на влезот примаат вектор од реални вредности (какви што се, или на што може да се сведат најголемиот број на класификатори кои се користат во практиката) и на класификатори кои на влезот примаат бинарни вредности. Најголем број на класификатори на својот излез даваат повторно вектор од вредности на основа на кој се одредува дискретната вредност на класата во која се распоредува примерокот. 

Според бројот на излезни вредности од класификаторот, класификаторите може да се поделат во две главни групи: бинарни (двокласни) класификатори и класификатори за повеќе класи. Кај бинарните класификатори постои само еден излез и истите непознатиот примерок може да го распоредат во точно една од двете можни класи. Кај класификаторите за повеќе класи најчесто постојат повеќе излези кои репрезентираат припадност на примерокот кон некоја (или повеќе) од n-те класи. 

Од аспект на видот на излезите од класификаторот тие најчесто се со реални вредности, но кај некои класификатори можат да бидат и бинарни. Според ова бинарен класификатор со бинарен излез може да го класификува непознатиот примерок во една од двете класи, односно како припадник или не, на дадена класа без дополнителна информација за сигурноста на ваквата одлука. За разлика од ова, кај бинарниот класификатор со реален излез, вредноста на излезот може да се интерпретира како мерка на припадност кон класата. Пример за бинарен класификатор со бинарни влезови се адаптивните логички мрежи [3]

 REF _Ref58091069 \r \h 
[4]. Бинарни класификатори со реални влезови се на пример машините со носечки вектори (SVM). Невронските мрежи се класификатори кои обично имаат повеќе реални излези, од кои секој обично претставува мерка на припадност на примерокот кон една од класите. Класификаторите по принцип на најблизок сосед (nearest neighbor classifiers), како излез го даваат растојанието до најблискиот сосед (или неколку најблиски соседи) и нивните класи, по што на примерокот му се придружува класата на неговиот најблизок сосед или онаа која најчесто се јавува меѓу неговите соседи.
Од аспект на проблемот кој треба да го решат, посакуваниот конечен излез од класификаторот е само класата на препознаениот примерок. Сепак голем број на постоечките алгоритми за класификација се во можност да снабдат и дополнителни информации околу класификацијата на примерокот, како на пример постериорната веројатност за негова припадност кон секоја од можните класи. Ваквата информација може корисно да се употреби особено при комбинирањето на повеќе класификатори или воведувањето на критериум за отфрлање на несигурно препознаените примероци.
Од гледна точка на комбинирањето на класификаторите од особен интерес е нивната поделба според бројот и видот на излези на класификаторот, односно информацијата што ја нудат на излезот при класификација на непознат примерок. Од аспект на нивото на информацијата која се добива од класификаторот според [228] класификаторите може да се поделат во три групи:

1. Апстрактно ниво – класификаторот ја дава само ознаката на класата во која го распоредил непознатиот примерок.
2. Подредено ниво - класификаторот дава редослед на сите (или дел) ознаки на класите кои може да ги препознава со ознаката на класата која е прв избор на врвот на подредена листа.

3. Квантитативно ниво - класификаторот за секоја класа од класите кои ги препознава дава квантитативна информација во вид на мера која го репрезентира степенот на припадност на примерокот на дадената класа.
Се разбира класификаторите од третата група со едноставно подредување на класите според степенот на припадност на примерокот кон секоја од нив може секогаш да се сведе на класификатор од втората група. Класификаторите пак од втората група со едноставен избор само на првиот кандидат се сведуваат на класификатори од првата група.
Зависно од начинот на кој се интерпретира излезната вредност кај класификаторите со квантитативен излез, класификаторите според [10] можат да се поделат во три основни групи:
1. Строги (сурови) класификатори (crisp) кај кои излезот има само две можни вредности и изразува припадност или неприпадност кон класата.
2. Непрецизирани класификатори (fuzzy, probabilistic) кај кои излезната вредност репрезентира непрецизирна припадност на примерокот кон определена класа најчесто претставена како реален број помеѓу 0 и 1.
3. Веројатносни класификатори (possibilistic) кај кои излезната вредност ја репрезентира веројатноста за припадност на примерокот кон определена класа.
Од аспект на проблемот кој го решаваат класификаторите постојат два основни вида на класификациски проблеми: дво-класен класификациски проблем и повеќе-класен класификациски проблем. Задачата на првиот е да определи дали даден објект е или не е припадник на одредена класа. На пример, задачата може да биде да се одреди дали објектот е припадник на класата леопарди. Кај дво-класната класификација втората класа автоматски произлегува од првата класа, односно за конкретниот пример таа би претставувала сè што не е леопард. Повеќе-класниот класификациски проблем претставува генерализација на дво-класниот класификациски проблем. Кај повеќе-класниот класификациски проблем на класификаторот му се дава непознатиот објект и множество на можни класи а задачата е да се распореди непознатиот објект во една од дадените класи. Притоа се смета дека класите се дисјунктни, па ниту еден објект не може да биде припадник на повеќе од една од дадените класи. 

2.3.11 Комбинирање на класификатори

Познато е дека резултатите добиени од повеќе независни класификатори можат ефикасно да се искомбинираат со цел да се добие поконцизна, покомплетна и поточна претстава за проблемот. Исто така, понекогаш класата на објектот не може да биде одредена по некој апсолутен критериум, туку зависи од мислењата на повеќе експерти. Во вакви случаи податоците треба да бидат независно класифицирани од страна на неколку експерти, а потоа нивните резултати да бидат некако комбинирани. Дури и ако некој од експертите понекогаш греши во класирањето, мнозинското гласање или некој друг систем на комбинирање на резултатите во групата веројатно ќе доведе до точен резултат. Комбинирањето на повеќе експерти во одлучувањето исто така носи и дополнителна информација за доверливоста (level of confidence) на одлуката донесена од групата. Ако сите експерти се сложиле во заклучокот, доверливоста на ваквата одлука е голема, ако пак мислењата биле поделени, доверливоста ќе зависи од распределбата на гласовите односно дисјунктноста на нивните мислења. 

Често пати во практиката не е можно да се конструира единствен класификатор кој безгрешно (или со задоволителни перформанси) ќе ги препознава сите нови примероци. Исто така, било забележано дека различни класификатори кои имплементираат разлнични методологии, архитектури, пристапи или обележја, иако можеби со слични вкупни перформанси, можат да се однесуваат независно и да носат различни одлуки за ист примерок, односно да се надополнуваат во препознавањето. Токму оваа независност во одлуките на класификаторите навела на идејата дека со паралелна употребата на повеќе класификатори може да се подобрат перформансите при препознавањето. Комбинирањето на класификаторите исто така е и начин за намалување на варијансата на системот за класификација.
Поради интерните ограничувања на некои видови класификатори некои од нив не се во состојба самостојно да решат одреден вид на проблеми. На пример бинарните класификатори не можат самостојно да решат повеќекласен проблем. Сепак, повеќе бинарни класификатори може да се интегрираат во единствен систем кој ќе биде во состојба да решава и повеќекласни проблеми. При ова како посебен проблем се наметнува начинот на организација на еден ваков систем: како да бидат конструирани и обучени бинарните класификатори и како да бидат комбинирани нивните излези за решавање на повеќекласен проблем.

2.4 Невронска мрежа како класификатор

Вештачки невронски мрежи (Artificial Neural Networks – NN) или поедноставно невронски мрежи, кои уште се познати и под името поврзувачки модел (connectionist model) или паралелен дистрибуиран процесирачки модел, е најуспешната компјутерска парадигма која досега била предложена како алтернатива на класичната Фон Нојманова компјутерска архитектура. Инспирирана од структурата на биолошкиот нервен систем, една невронска мрежа се состои од множество на нелинеарни процесирачки единици – неврони или јазли кои оперираат паралелно. Поради добрите страни на ваквиот модел, како што се масивна паралелна структура, толеранција на шум и робусност, можноста за учење од примери, можноста на моделирање на нелинеарности и др., невронските мрежи имаат широка примена во разни области како што се класификација, оптимизација, пресликување и апроксимирање на функции. 

Една невронска мрежа е специфицирана со својата мрежна топологија, карактеристиките на невроните и правилата за учење. Зависно од овие карактеристики постојат поголем број на разни варијанти на невронски мрежи. Обично за одредена проблематика, една варијанта на невронски мрежи може да постигне подобри карактеристики од другите, затоа треба внимателно да се избере најсоодветниот тип на невронска мрежа за дадена област.
2.4.1 Дефиниција на невронска мрежа
Вештачките невронски мрежи претставуваат поврзана целина од едноставни процесирачки елементи (единици или јазли), чија функционалност е заснована на биолошкиот неврон. Способноста за процесирање на мрежата е содржана во интензитетот на меѓусебната поврзаност, т.е. во вредноста на тежините на тие врски, остварени преку процесот на адаптација или учење од множество на обучувачки примероци.
Најосновните компоненти на невронските мрежи се моделирани според структурата на биолошкиот мозок. Некои структури на невронски мрежи не се блиски до мозокот, а некои дури и немаат свој пандан кај мозокот. Сепак, невронските мрежи имаат голема сличност со биолошкиот мозок и поголемиот дел од користената терминологија е позајмена од областа на неврологијата. Вештачката невронската мрежа се состои од множество на вештачки неврони кои меѓусебно комуницираат со испраќање на сигнали едни на други преку голем број на тежински карактеризирани врски.
2.4.2 Основна процесирачка единица – вештачки неврон
Секоја единица извршува релативно едноставна работа, таа ги прима влезните сигнали од нејзините соседи или надворешните извори и ги користи да го пресмета излезниот сигнал кој е проследен до наредните единици. Друга задача на процесирачките единици е нагодување на тежинските фактори. Системот е паралелен и во тој случај повеќе процесирачки единици ги вршат пресметките во исто време. 
Кај невронските мрежи може да се разгледуваат три вида на процесирачки единици: vlezni edinici (означени со индекс i) кои ги примаат податоците надвор од невронската мрежа, izlezni edinici (означени со индекс o) кои ги праќаат излезните податоци надвор од невронската мрежа, и skrieni edinici (означени со индекс h) каде влезните и излезните сигнали остануваат внатре во мрежата.

2.4.3 Врски помеѓу единиците

Во поголемиот број случаи се претпоставува дека секоја единица обезбедува адитивен придонес во влезот на другата единица со која е поврзана. Вкупниот влез во единицата k е тежински вреднувана сума од одделните излези од секоја единица која е поврзана со неа со додадено поместување (офсет) (k:
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Придонесите за позитивни вредности на wjk се разгледуваат како eksitacija, а за негативни вредности како inhibicija. Во некои случаи може да се користи и покомплицирано правило за комбинирање на влезовите на единицата кај кое се разграничени екситаторните и инхибиторните влезови. 
2.4.4 Активација и излезно правило

Потребно е правило со кое се врши регулација на ефектот на вкупниот влез врз активацијата на единицата. Се дефинира функцијата Fk која од вкупниот влез sk(t) и тековната активација yk(t) генерира нова вредност за активацијата од единицата k: 

(2.12)
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Обично, активациската функција е неопаѓачка функција на вкупниот влез во процесирачката единица:

(2.13)
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иако генерално активациските функции не се ограничени само на неопаѓачки функции. Најчесто се користи некаков вид на функција на праг какви што се: строго ограничувачка функција (sgn функција), линеарна или полу-линеарна (semi-linear) функција или глатка функција на праг (слика 2.4). За глатката функција на праг најчесто се користи сигмоид функција дадена со изразот:

(2.14)
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која е наречена log sigmoid. Во некои случаи за активациска функција се користи и хиперболичен тангенс со што се добиваат излезни вредности во опсегот [‑1,+1]:

(2.15)
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и која е наречена tan sigmoid.
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Слика 2.4. Активациски функции кај вештачките неврони
Во некои случаи излезот од единицата може да биде стохастичка функција од нејзиниот вкупен влез. Во тој случај активацијата не е детерминистички определена од невронскиот влез, туку истиот ја одредува веројатноста p дека невронот добива висока активациска вредност:

(2.16)
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каде T е параметар кој го одредува обликот на функцијата на веројатност. Во сите мрежи излезот на процесирачката единица се зема дека е идентичен со вредноста на активацијата.

2.4.5 Мрежни топологии

Одредувањето на топологијата или архитектурата на мрежата е најзначајниот дел при дизајнирањето на невронска мрежа за примена во одредена апликација. Мрежните топологии можат да се поделат во три главни категории:

1. Еднослоен или повеќеслоен (повеќенивовски) перцептрон;

2. Рекурентни невронски мрежи;

3. Самоорганизирачки мрежи;

Еднослоен перцептрон, кој се состои од едно ниво на неврони, е првата топологија претставена во ова област. Повеќеслојниот перцептрон (MLP) е логична надградба на еднослојниот перцептрон и претставува многу популарна и распространета топологија. MLP се состои од повеќе нивоа (слоеви) од неврони. Додека еднослојниот перцептрон е способен за апроксимација на едноставни функции или линеарни одлучувачки рамнини во случајот на класификација, MLP може произволно прецизно да апроксимира која било функција или да генерира каква и да е одлучувачка површина. Еднослојниот перцептрон може да користи која било активациска функција затоа што постојат алгоритми за негова обука кои обезбедуваат конвергенција. За гарантирана конвергенција при обуката на MLP потребни се диференцијабилни активациски функции. Овие мрежи уште се нарекуваат и feed-forward мрежи.

Рекурентните невронски мрежи (Recurent Neural Network – RNN) имаат специфична архитектура која вклучува една или повеќе повратни врски од излезите до влезовите. Овие повратни врски обезбедуваат меморизирање на минатите влезни состојби и најчесто се применуваат при обработка на временски серии. 
Самоорганизирачките невронски мрежи пак, ја поседуваат способноста за време на нивната обука динамички да ја менуваат својата архитектура додавајќи и бришејќи неврони и врски меѓу нив.
2.4.6  Обука на невронска мрежа

Во процесот на обука се изведува нагодување на параметрите, пред сè тежините на врските меѓу невроните во невронската мрежа. Ова најчесто подразбира постапка во која на невронската мрежа и се презентираат познати примероци и на основа на нејзиното однесување се врши нагодување на тежините. Постојат повеќе процедури за нагодување на тежинските коефициенти на врските помеѓу две процесирачки единици. Нагодувањето на тежините се одвива според одредено правило за модификација. Сите правила за обучување може да се сметаат за варијација на Hebbian правилото за обучување [89]. Основната идеја се состои во следново: ако две единици j и k се активни симултано нивната врска треба да се засили, т.е. да се зголеми тежинскиот фактор на врската. Ако j прима влез од k, тогаш наједноставниот облик на Hebbian правилото за учење за нагодување на тежинските фактори wjk гласи: 
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каде ( е позитивна константа на пропорционалност која претставува рата на обучување (learning rate). Друго правило кое обично се користи не ја користи тековната активација на единицата k туку разликата помеѓу тековната и посакуваната активација за нагодување на тежините:

(2.18)
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каде dk е посакуваната вредност на активација која е обезбедена од учителот. Методот се нарекува Widrow-Hoff правило или delta правило.

За Widrow-Hoff правилото да може да се примени за обучување треба да се проследат излезите од мрежата кон внатрешните нивоа за да може да се пресмета разликата од тековните и посакуваните активациски вредности. Овој метод се нарекува back-propagation и може да се разгледува како генерализација на delta правилото при користење на нелинеарни активациски функции и повеќеслојни мрежи.
2.4.7 Топологија на повеќеслојна мрежа

Кај повеќеслојната feed-forward невронска мрежа секое ниво (слој) се состои од единици кои примаат влезови од претходното и ги проследуваат нивните излези кон следното ниво. Единиците од исто ниво не се поврзани меѓу себе. Ni влезови се доведени на влез од првото ниво од Nh,1 скриени единици. Влезните единици не вршат никаква измена над влезните податоци и истите се проследуваат кон скриеното ниво. Активациската функција на влезното ниво е дадена со Fi која ги зема како аргументи тежински вреднуваните влезови и офсетот како што е дадено во (2.13). Излезите од скриеното ниво се проследуваат кон следното скриено ниво Nh,2 се до последното скриено ниво чии излези се проследуваат кон излезното ниво No (слика 2.5).
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Слика 2.5. Повеќеслоен перцептрон (MLP)
Back-propagation правилото за обучување може да се примени на мрежи со произволен број на скриени нивоа, но се покажало дека користењето на мрежи со едно скриено ниво со нелинеарни активациски функции е доволно да се обезбеди апроксимација со произволна точност на која било функција со конечни дисконтинуитети. Обично се користи feed-forward мрежа со сигмоид активациски функции за процесирачките единици.

2.4.8 Генерализирано делта правило со пропагација на грешка
Кај генерализираните feed-forward мрежи, секоја единица (неврон) пресметува тежинска сума на нејзините влезови според изразот:

(2.19)
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(2.19)

Оваа сума потоа се трансформира со нелинеарната активациска функција F(() според изразот:

(2.20)
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(2.20)

со што се добива излезната вредност од таа единица. Целта на обучувањето на мрежата е на основа на означени примероци да се одредат тежините на врските меѓу единиците, со цел да се минимизира соодветна функција на грешка. Функцијата на грешка обично се изразува како сума од индивидуалните грешки кои мрежата ги прави за сите примероци од множеството за обука:
(2.21)
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каде Ep ја означува грешката која мрежата ја прави за p‑тиот примерок. Истата може да се изрази како диференцијабилна функција од излезите од мрежата:

(2.22)
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(2.22)
и најчесто се користи средната квадратна грешка:
(2.23)
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каде 
[image: image34.wmf]p
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 е саканиот излез за единицата o кога на влезот е донесен примерокот p. 
Нагодувањето на тежините треба да биде во спротивна насока од градиентот на промена на грешката во однос на тежините, односно:
(2.24)
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(2.24)

Изводот на грешката во однос на некоја од тежините може да се напише како:
(2.25)
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(2.25)

Од (2.19) се гледа дека:
(2.26)
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Ако се воведе смената:

(2.27)
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(2.27)
и ако се заменат (2.26) и (2.27) во (2.25) се добива правило за обновување на тежините кое е еквивалентно на делта-правилото и кое резултира со градиентно опаѓање на грешката, ако тежините се обновуваат според релацијата:
(2.28)
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Одредувањето на 
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 за единиците од излезното ниво е директно:

(2.29)
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каде 
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 е вредноста на изводот на активациската функција за дадениот влез. Останатите 
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 за единиците од скриените нивоа можат да се пресметаат со примена на верижното правило за парцијални изводи:

(2.30)
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што практично значи дека 
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 за останатите скриени нивоа се одредуваат со пропагација на веќе пресметаните 
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 наназад од погорните слоеви на мрежата.

Изразите (2.29) и (2.30) ја дават рекурзивната процедура за пресметување на δ за сите единици во мрежата, од кои се пресметуваат промените на тежинските коефициенти согласно равенката (2.28). Според ова процедурата за обука на невронската мрежа со пропагација на грешката наназад се сведува на следниве чекори:
1. влезот на невронската мрежа x се пропагира нанапред низ мрежата (forward-propagation) за да се пресметаат излезните вредности 
[image: image47.wmf]p
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 за секоја излезна процесирачка единица според (2.19) и (2.20). 
2. Овие вредности се споредуваат со посакуваните излезни вредности со што се добива сигнал на грешка 
[image: image48.wmf]p
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 за секоја единица од излезното ниво според (2.29). 
3. Овој сигнал се пропагира наназад (back-propagation) низ мрежата за да се одредат соодветните δ за сите останати единици во мрежата според (2.30) и да се одредат новите тежински коефициенти.
Овие чекори се повторуваат за секој примерок, а грешката се одредува како сума на грешките за сите примероци.
2.4.9 Степен на обучување, моментум и слабеење
Процедурата на обука бара промена на тежините да е пропорционална на 
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. Константата на пропорционалноста е степенот на обучување (. За практични примени се избира што поголемо ( кое нема да доведе до појава на осцилации во функцијата на средна квадратна грешка. Еден начин да се избегнат осцилациите е да се направи промената на тежините да биде зависна од минатата промена со додавање на факторот - momentum:

(2.31)
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каде t го индексира бројот на презентацијата, а ( е константа со која се одредува ефектот на минатата промена на тежината. Општо, ако не се додаде моментум ќе биде потребно многу време за да се достигне минимумот со мал степен на обучување, додека со големите вредности на степенот на обучување никогаш нема да се постигне минимумот поради појавата на осцилации. Ефектот на додавање на факторот моментум резултира во доста побрза конвергенција при обучувањето. 
Исто така, во текот на обуката на мрежата, во првите итерации кога се тргнува од случајна состојба на тежините, обуката е ефикасна и со поголем степен на обучување. Како што мрежата станува сè пообучена, за да се постигне поефикасна обука овој фактор треба да биде сè помал. Затоа се воведува уште еден фактор – фактор на слабеење на степенот на обучување μ (learning rate decay), според кој во i‑тиот циклус на обука (откако сите примероци за обука ќе бидат презентирани на мрежата по i‑ти пат) факторот на обука се менува според изразот:

(2.32)
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Со правилен избор на факторот на слабеење на обучувањето може доста да се намали бројот на потребни итерации за обучување на мрежата.
2.4.10 Недостатоци на Back Propagation процедурата

Постојат некои аспекти поради кои не постои гаранција дека алгоритамот ќе биде универзален. Најголемиот недостаток е долготрајниот процес на обучување, и тоа може да биде резултат на неоптимален избор на степенот на обучување и моментумот. Постојат повеќе алгоритми кои се базирани врз back-propagation процедурата и имаат оптимизиран метод за адаптација на степенот на обучување. 

Воглавно, проблемите при користење на back-propagation процедурата доаѓаат од два извори: paraliza na mre`ata и lokalen minimum.

· Парализа на мрежата. При обучувањето на мрежата тежинските фактори можат да попримат преголеми вредности (било позитивни, било негативни) и заради користење на сигмоидна излезна активациска функција, излезите можат да примат вредности што се многу блиски до 1 или 0. Тогаш процесот на обучување виртуелно стагнира.

· Локален минимум. Функцијата на грешка на комплексна мрежа е во форма на тродимензионална површина полна со вдлабнатини и испакнатини. Заради градиентното опаѓање на грешката на мрежата при обуката, функцијата може да се заглави во локален минимум, иако постојат и други минимуми. Веројатносните методи можат да помогнат во надминувањето на оваа стапица, но се карактеризираат со бавност. Друга можност е да се зголеми бројот на скриените единици. Иако заради зголемената димензионалност на просторот на функцијата на грешка, веројатноста за заглавување во локален минимум е мала, сепак постои ограничување во зголемувањето на бројот единиците во скриеното ниво. Како доста ефикасен и едноставен начин за избегнување на локалните минимуми е методот на стохастички градиент, изложен подолу.
Ако со EP е означена грешката за p‑тиот примерок, и ако имаме N влезни примероци тогаш средна грешка може да се дефинира како:

(2.33)
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Главна цел на обучувањето е да се минимизира грешката Eave без оглед каков метод на обучување се применува. Од математичка гледна точка, методите за опаѓање на градиентот (каква што е и back-propagation процедурата), подразбираат пакетен (batch) начин на учење. Тоа значи дека прво се одредува просечниот градиент од сите примероци а потоа на основа на истиот се нагодуваат параметрите на системот (тежините на врските). 

Друг пристап е стохастичкиот начин на обука (stohastic gradient descent) според кој градиентот се одредува по секој примерок на основа на грешката EP. На овој начин вистинскиот градиент се апроксимира со неговата проценка за секој примерок одделно и тежините се менуваат по секој примерок. Докажано е дека и ваквиот начин на обука гарантира конвергенција и дека е дури и подобар кога се работи со големи множества за обука во кои може да има и редундантни примероци. Исто така, при обуката според стохастичкиот пристап, помала е веројатноста да се заглави во некој од локалните минимуми. 
2.5 Машини со носечки вектори (SVM)
Во изминативе неколку години машините со носечки вектори (Support Vector Machines – SVM или SV машини) станаа важна техника во машинското учење. За препознавање на примероци, SV машините беа употребени за препознавање на изолирани ракописни цифри [37]

 REF _Ref66516022 \r \h 
[175]

 REF _Ref66516023 \r \h 
[176], препознавање на објекти [13], идентификација на говорник [174], детекција на лице на слика [150], категоризација на текст [105] и др. SV машините се успешно употребени и во бројни регресиони проблеми како апроксиматори на функции, предвидувачи на временски серии и др. Во повеќето примери способностите за генерализација на SV машините ги достигнуваат или забележително ги надминуваат можностите на споредбените методи. 
Основните идеи кои го иницирале развојот на SV машините може да се набљудува од неколку аспекти како: бајас-варијанса компромисот, контролата на капацитет и пресовпаѓањето (overfitting), но основната идеја е истата како за повеќето проблеми на машинското учење: за дадена ограничена количина на податоци за обука да се направи „машина“ која ќе има најдобри можности за генерализација. Таа може да се постигне само ако се оствари вистински баланс помеѓу точноста на машината на даденото множество за обука и капацитетот на машината, односно способноста на машината да научи правилно да ги распознава сите примероци од множеството за обука без грешка. Машината со преголем капацитет е како ботаничар со фотографска меморија на кој кога ќе му се покаже ново дрво ќе заклучи дека тоа не е дрво затоа што нема ист број на листови како примероците на дрва кои ги видел дотогаш. Машината со премал капацитет пак е како мрзливиот брат на ботаничарот кој сè што е зелено го прогласува за дрво. Очигледно ниту едниот од нив не генерализира на задоволителен начин. Истражувањата и формализирањето на овој концепт резултира со едно од најсјајните достигнувања во теоријата на статистичкото машинско учење во делата на Владимир Вапник [206]

 REF _Ref66521272 \r \h 
[207]. 
Објаснување на теоријата на која почиваат SV машините бара познавање на исклучително широк спектар на области како: дуална репрезентација, простори на обележја, теорија на учење, теорија на оптимизација, алгоритми, минимизација на структурен ризик (structural risk minimization), Vapnik-Chervonenkis димензија, разбивачки функции (shattering functions), репродуцирачки кернел простори (reproducing kernel spaces) и др. Иако во повеќето од овие области сè уште постојат многу активни истражувачки активности, сепак постојат стабилни основи кои ја формираат базата на концептот на SV машините. 

SV машините претставуваат обучен систем кој користи простор на хипотези со линеарни функции во многудимензионален простор на обележја, обучен со алгоритам за обука според теоријата на оптимизација, користејќи принципи изведени од теоријата за статистичко учење. Послободно зборувајќи, SV машините за класификација се обидуваат да најдат хипер-рамнина која го максимизира растојанието помеѓу позитивните и негативните примероци за класификацискиот проблем, истовремено минимизирајќи ги грешките над множеството за обука. Одличен вовед во принципите на SV машините е изложен во [26]

 REF _Ref66524419 \r \h 
[39]. Решенијата засновани на концептот на SV машините, по нивното воведување во 1995 година, за само неколку години успеаја да ги надминат повеќето системи во најразлични апликации. Иако не постои теоретски доказ дека SV методите се подобри од останатите и лесно може да се конструира пример на кој SV машините би биле полоши од другите методи, во практика тие одлично функционираат и најчесто ги надминуваат останатите пристапи. Сепак, комплексноста на SV машините и при обуката и при препознавањето често е поголема од онаа на другите методи.
Класификаторите засновани на SV машини се во основа бинарни класификатори, и имаат единствен излез врз основа на кој се одредува дали примерокот е или не е припадник на одредена класа. Нивната обука се изведува со множество примероци од кои секој е обележан или како позитивен или како негативен примерок за класата за која се гради SV машината. Во продолжение ќе биде накратко изложен концептот на SV машините за класификација и некои од постапките за нивно решавање (обука).

2.5.1 Линеарни машини со носечки вектори
Прво ќе биде изложен примерот на класификациски проблем со линеарно поделиви примероци. Обопштувањето за нелинеарни SV машини обучувани на неподеливи примероци се изведува од основниот пристап.
Нека имаме множество на примероци за обука {xi, yi}, i = 1,…,l, yi ( {–1,1}, xi ( Rd. Да претпоставиме дека постои делбена хипер-рамнина која ги дели позитивните од негативните примери. Точките кои лежат на оваа хипер-рамнина ја задоволуваат релацијата w(x + b = 0, каде w е нормалата на хипер-рамнината, |b|/||w|| е нормалното растојание на рамнината до координатниот почеток и ||w|| е евклидовата норма на w. Нека со d+ (d–) го означиме најмалото растојание од рамнината до најблискиот позитивен (негативен) примерок. Нека како margina на делбената хипер-рамнина го дефинираме растојанието d+ + d–. За случајот кога примероците се линеарно поделиви, алгоритамот за обука едноставно ја бара делбената хипер-рамнина со најголема маргина. Ова може да се формулира на следниот начин: нека сите примероци за обука ги задоволуваат следните ограничувања:
(2.34)
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(2.34)
кои може да се искомбинираат во единствен систем на неравенки:

(2.35)
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Да ги разгледаме точките за кои важат равенствата од (2.34) (постоењето на вакви точки е поврзано со избор на соодветни w и b). Овие точки лежат на хипер-рамнините H1 : xi ( w + b = 1 и H2 : xi ( w + b = –1. Растојанието меѓу овие две хипер-рамнини е d+ + d– = 1/||w||, односно маргината е 2/||w||. Притоа H1 и H2 се паралелни и меѓу нив нема примероци за обука. Од овде, следи дека можеме да најдеме пар на хипер-рамнини кои даваат максимална маргина со минимизација на ||w||2, запазувајќи ги ограничувањата (2.35). 

Пример за решение на дводимензионален проблем е прикажан на слика 2.6. Оние примероци за кои важи равенството (2.34), односно оние кои лежат на хипер-рамнините H1 и H2 и со чие отстранување би се променило решението се нарекуваат nose~ki vektori или поддржувачки вектори (support vectors). 
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Слика 2.6. Одвојувачки рамнини за линеарно одвоив проблем; носечките вектори се претставени со дополнителен круг
Според вака поставената рамнина одлучувачката функција би била:
(2.36)
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а алгоритамот според кој се одредува оваа функција на основа на емпириски податоци (примероци за обука) е наречен generaliziran portret и се сведува на следниот оптимизациски проблем:

(2.37)
минимизирај го 
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(2.38)
под услов 
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(2.38)
Овој оптимизациски проблем со ограничувања најлесно се решава ако се премине на лагранжова формулација на иститот со воведување на лагранжови множители αi ( 0, i = 1,…,l, за секое од ограничувањата (2.38) со што се добива Лагранжијанот:
(2.39)
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Придобивките од ваквата претстава се двострани. Првата е што првичните ограничувања се заменети со ограничувањата на самите лагранжови множители со кои полесно се манипулира. Втората придобивка е што примероците за обука претставени преку векторите xi се појавуваат само во вид на скаларен производ со друг вектор/матрица. Оваа особина ќе ја овозможи едноставна генерализацијата за нелинеарен проблем.
Решавањето на Лагранжијанот подразбира минимизација на LP во однос на w и b при истовремено исчезнување на изводите на LP по сите αi поради ограничувањата αi ( 0 (нека овие ограничувања ги означиме со C1). Ова претставува проблем на конвексно квадратно програмирање. Тоа значи дека проблемот може да се реши и со решавање на следниот dualen проблем: максимизирај го LP, под ограничувањата градиентите на LP во однос на w и b да исчезнат и αi ( 0 (нека овие ограничувања ги означиме со C2). Ваквата дуална формулација на проблемот е наречена Wolfe дуал и го има својството максимумот на LP, под ограничувањата C2, да се појавува за истите вредности за w, b и α како и минимумот на LP, под ограничувањата C1. 
Барањата изводите по w и b на LP да исчезнат ги даваат условите:

(2.40)
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(2.41)
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Бидејќи овие услови се равенства, можеме да ги замениме во (2.39) со што се добива:

(2.42)
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(2.42)

каде со LD е означена дуалната репрезентација на Лагранжијанот со чија максимизација и под поинакви ограничувања се решава истиот проблем. Обуката на SV машината се сведува на максимизација на изразот (2.42) под условите (2.41) и αi ( 0, i = 1,…,l, при што решението е дадено со (2.40). Треба да се забележи дека за секој примерок за обука постои соодветен лагранжов множител αi. Во решението оние примероци за кои αi > 0 се наречени nose~ki vektori, и лежат на една од хипер-рамнините H1 или H2. Сите останати примероци за обука ќе имаат αi = 0 и ќе лежат на H1 или H2 така што е задоволено равенството од (2.35) или на онаа страна од H1 односно H2 така што е задоволено стриктното неравенство од (2.35). 
За машините со носечки вектори, примероците за обука кои се носечки вектори се критични. Тие лежат најблиску до делбената хипер-рамнина и дури ако сите останати примероци за обука се отстранат или се менуваат (придвижуваат во хипер-просторот) така да не преминат на другата страна на хипер‑рамнините H1 или H2, и ако се повтори обуката ќе се добие истата делбена рамнина. Ова е едно од клучните својства на SV машините според кое нивната обука зависи само од (релативно мал број на) примероци кои се носечки вектори и ништо не би се променило доколку другите примероци се исфрлат од множеството за обука. Главниот проблем е што пред да се изведе обуката на SV машината со сите примероци, не постои начин да се дознаат носечките вектори.

2.5.2 Karush-Kuhn-Tucker услови
Karush-Kuhn-Tucker (KKT) условите имаат централна улога во теоријата и практиката на оптимизацијата со ограничувања. За изложениот примарен проблем KKT условите се:
(2.43)

[image: image63.wmf]0

=

-

=

¶

¶

å

i

i

i

i

P

x

y

w

L

w

n

n

n

a

,  
ν = 1,…,d
(2.43)
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каде l е бројот на примероци за обука, а d е димензионалноста на проблемот, односно бројот на обележја по примерок.
KKT условите мора да бидат задоволени за решението на било кој оптимизациски проблем со ограничувања. За оптимизацискиот проблем кој се јавува при обуката на SV машините, KKT условите претставуваат potreben i dovolen услов за w, b и α да бидат решение. Според ова, решавањето на SVM проблемот е еквивалентен на наоѓање на решение за KKT условите кое може да се изведе на различни начини. Еден начин е изложениот пристап со примал-дуал репрезентацијата. Треба да се забележи дека додека w експлицитно се одредува во постапката на обука на SV машините, b не се добива директно иако имплицитно е одредено. Бајасот (или прагот) b лесно се одредува од KKT комплементарните услови (2.47), со избор на произволно i за кое αi ( 0 и одредување на b од условот (2.47) (иако нумерички посигурно е да се земе средната вредност на b добиена од сите вакви равенки).
Со ова, решавањето на SVM проблемот е сведено на теоретски оптимизациски проблем со ограничувања. Сепак, наоѓањето на решението на оптимизацискиот проблем за реални проблеми обично вклучува употреба на нумерички методи. По еднаш конструираната (обучената) SV машина, истата може да се употреби за класификација на непознати примероци според изразот (2.36), односно со одредување на која страна од разделната рамнина лежи непознатиот примерок.

2.5.3 Машини со носечки вектори за линеарно неразделив проблем

Линеарно нераздвоив проблем е проблемот каде примероците не можат да се разделат со хипер-рамнина, односно не постои хипер-рамнина за која сите примероци од едната класа би биле од едната, а сите примероци од другата класа од другата нејзина страна. Изложениот алгоритам за решавање на SVM проблемот применет на неразделиви податоци нема да може да најде решение. За да се овозможи третирање и на вакви проблеми би требало да се ублажат условите (2.34), но само кога тоа е неопходно, со воведување на дополнителна цена (казна) во целната функција за случаите кога се прави тоа. Ова може да биде изведено со воведување на позитивни „ублажувачки“ променливи (slack variabales) ξi, i = 1,…,l во ограничувањата кои сега стануваат:
(2.48)
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(2.48)
Според ова, за да се појави грешка, ξi треба да стане поголемо од 1, и 
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 ја претставува горната граница на бројот на грешки при обучувањето. Природен начин за вградување на дополнителна цена на чинење за овие грешки е да се промени целната функција која се минимизира од ||w||2/2 во ||w||2/2 + 
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максимизирај го:

(2.49)
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под условите:

(2.50)
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(2.51)
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каде решението е повторно дадено со:
(2.52)
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(2.52)
каде Ns е бројот на носечки вектори. Единствената разлика во однос на одредувањето на оптималната хипер-рамнина за линеарно деливиот проблем е само во горната граница на αi која сега е C. Графички приказ на ваква ситуација е даден на слика 2.7. 
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Слика 2.7. Одвојувачки рамнини за линеарно неодвоив проблем
Примарниот Лагранжијан сега ќе гласи:
(2.53)
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каде μi се лагранжовите множители воведени за да се осигури позитивноста на ξi. KKT условите сега ќе бидат:
(2.54)
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 (2.61)
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(2.62)
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Како и претходно, комплементарните KKT услови (2.61) и (2.62) можат да се употребат за одредување на b. Ако означиме 
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, за примероците кои се носечки вектори ќе важи:
(2.63)
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за примероците кои се носечки вектори на нивната горна граница C ќе важи:
(2.64)
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а за примероците кои не се носечки вектори ќе важи:

(2.65)

[image: image89.wmf]1

)

(

0

³

Þ

=

i

i

i

f

y

x

a

.
(2.65)

Вака олабавените услови за оптималност се илустрирани на слика 2.8, каде круговите и квадратите претставуваат примероци од две класи. Белите кругови и квадрати ги означуваат примероците кои ги задоволуваат условите на маргината (2.65) и кои не се носечки вектори. Тие лежат на вистинската страна на делбената хипер-рамнина и надвор од маргината. Црните кругови и квадрати се „неврзани“ носечки вектори и тие го задоволуваат условот на маргината со равенство (2.63). Сивите кругови и квадрати се „врзани“ носечки вектори и тие не го задоволуваат условот на маргината (2.64). Примероците кои го задоволуваат условот (2.64) не се неопходно и грешки. 
На овој начин овозможено е да се обучи SV машина и со примероци кои не можат да бидат линеарно одвоени или дури и при присуство на контрадикторни примероци во множеството за обука. Притоа повторно се добива оптимална делбена рамнина за примероците кои не се „погрешни“. Но, сега постои параметарот C кој го специфицира корисникот и во зависност на изборот на кој може да се добијат различни решенија за SVM проблемот во случаите кога примероците нема да можат да бидат линеарно одвоени. 
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Слика 2.8. Илустрација на олабавените услови за оптималност. Круговите и квадратите претставуваат две класи. Белите примероци не се носечки вектори, црните се „неврзани“ носечки вектори, а сивите се „врзани“ носечки вектори.
На слика 2.9 даден е пример за проблеми на препознавање на примероци со две класи, од кои првиот е линеарно одвоив, а вториот не е. Примероците од двете класи се означени со бели и црни кругови. Носечките вектори се обележани со дополнителен надворешен круг. Грешката кај линеарно нераздвоивиот пример е означена со (. 
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Слика 2.9. Пример за линеарно раздвоив (лево) и нераздвоив (десно) проблем на класификација. Бојата на позадината ја означува формата на одлучувачката површина
2.5.4 Нелинеарни машини со носечки вектори
Како би можеле наведените методи да се обопштат за примери каде одлучувачката функција не е линеарна функција од податоците? Boser et al. [17] покажале дека со примена на релативно стар трик ова може да се постигне на релативно едноставен начин. Основната идеја е да се пресликаат податоците во повеќедимензионален простор со помош на некое нелинеарно пресликување
(2.66)
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и да се примени линеарниот алгоритам во новиот простор H. Претпоставката е дека пресликаните податоци во новиот повеќедимензионален простор ќе бидат линеарно раздвоиви. Најдената оптимална хипер-рамнина со максимална маргина во него ќе повлече нелинеарна (поради нелинеарноста на пресликувањето) граница во оригиналниот простор (слика 2.10). 
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Слика 2.10. Нелинеарно пресликување во високодимензионален простор каде примероците ќе бидат линеарно одвоиви
Значајно е да се забележи дека примероците за време на обуката на SV машината се јавуваат единствено во форма на скаларен производ xi(xj. Директната примена на линеарниот алгоритам во повеќедимензионален простор H значи дека и кај него примероците ќе се јават само како скаларни производи од пресликаните примероци во форма ((xi)(((xj). Доколку постои kernel funkcija таква да:

(2.67)
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би можеле да ја користиме само K во алгоритамот за обука на SV машината и не би морале воопшто да знаеме експлицитно каква е функцијата (. Уште повеќе, просторот во кој пресликуваме може да биде и бесконечно-димензионален, во кој случај не би било воопшто едноставно да се работи со ( директно. Но, ако го замениме производот xi(xj со K(xi,xj) насекаде во алгоритамот за обука, тој успешно ќе произведе SV машина која регуларно ќе постои во бесконечно-димензионален простор, и тоа ќе го стори за приближно исто време како и за непресликаните податоци.

Прашањето кое се наметнува е како ќе можеме потоа да ја употребиме оваа машина за класификација на непознати примероци зададени во оригиналниот простор, со оглед на тоа што според (2.36) треба да се пресмета скаларниот производ x(w, но сега w постои во пресликаниот многудимензионален простор. Ако изразот според кој се добива w (2.52) се замени во (2.36) притоа заменувајќи го секој примерок со неговата слика ((x) се добива:

(2.68)
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(2.68)
каде со si се означени носечките вектори. Од (2.68) се гледа дека повторно може да се избегне експлицитното пресметување на ((x) и да се користи K(xi,xj) = ((xi)(((xj). Интересно е да се забележи дека освен што w постои во пресликаниот многудимензионален простор, за носечките вектори во H генерално не мора да постои вектор во оригиналниот простор кој со ( би се пресликал во w. 
Не секоја функција може да биде кернел функција и да го замени скаларниот производ. Допуштени се само функциите кои го задоволуваат условот на Mercer [26][206]. Најчесто употребувани кернели кај SV машините се:
(2.69)
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Примената на кернелот (2.69) резултира во класификатор кој е од вид полином од степен p. Кернелот (2.70) дава гаусов RBF класификатор кај кој бројот на центрите како и сите нивни параметри автоматски се одредуваат од алгоритамот при обуката. Кернелот (2.71) дава еден вид на двослојна невронска мрежа со сигмоидална активација. Ваквата невронска мрежа во првото ниво има NS групи на тежини, секоја со по d (димензионалноста на примероците) тежини, додека во второто ниво има NS тежини (αi). Во овој случај архитектурата (бројот на тежини) се одредува автоматски при обуката на SV машината. На слика 2.11 е прикажано класификувањето на истите примероци од слика 2.9 но, сега со нелинеарен SVM класификатор, со кернел кој е полином од трет ред. Може да се забележи дека и покрај тоа што сега бројот на степени на слобода е поголем, за линеарно раздвоивиот проблем границата е приближно линеарна, што индицира дека капацитетот на класификаторот е контролиран, додека линеарно нераздвоивиот проблем сега е раздвоен со нелинеарна граница.
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Слика 2.11. Класификација со SVM класификатор со полиномијален кернел од трет ред. Бојата на позадината ја означува формата на одлучувачката површина
Какво е решението на SVM проблемот од аспект на глобалноста и единственоста, каде под глобално решение се подразбира дека не постои друга точка во просторот на оптимизација за која целната функција има помала вредност? Докажано е дека постапката за решавање на SVM проблемот секогаш го дава глобалното решение. Единственоста на решението не е гарантирана, но покажано е дека доколку постои неединствено решение, односно постојат повеќе решенија, сите се глобални и решението пронајдено во една оптимална точка е непрекинато деформабилно до решение во друга оптимална точка при што сите решенија на патеката исто така се оптимални [26]. Обуката на SV машина секогаш го наоѓа глобалното решение што е во спротивност со на пример невронските мрежи каде вообичаено постојат многу локални минимуми и не постои гаранција дека ќе биде пронајден локалниот минимум.
2.5.5 Методи за решавање на SVM проблемот (обука на SVM)
Оптимизацискиот проблем кој е неопходно да се реши при обуката на SV машините, може да се реши аналитички само за случаи каде бројот на примероци за обука е многу мал или ако постои одредена симетрија во проблемот и однапред се знае кои од примероците ќе бидат носечки вектори. Во повеќето реални проблеми оптимизацискиот проблем зададен со (2.49), (2.50) и (2.51) мора да се решава нумерички. За помали проблеми (со релативно мал број на примероци за обука) може да се примени општонаменски оптимизациски пакет кој овозможува решавање на конвексен квадратен проблем со линеарни ограничувања. На пазарот постојат повеќе вакви пакети од кои повеќето се комерцијални. Сепак, класичниот приод во решавањето на SVM проблемот со примена на општонаменските алгоритми за нумеричка оптимизација не е најсоодветен и е ограничен на примена на релативно мали множества за обука (до неколку илјади примероци). Главниот проблем е чувањето во меморија на матрицата Q (Qij(yiyjK(xi,xj), i,j=1,…,l) и манипулациите со неа. Матрицата Q генерално не е ретка, а од друга страна пак решението е ретко (голем број αi се нули) бидејќи кај типичните проблеми релативно мал број од примероците се носечки вектори. Токму заради ова, директниот пристап за решавање на оптимизацискиот проблем придружен на обуката на SV машините не е применлив кај поголемите проблеми (проблемите со поголем број на примероци за обука). Било забележано [206] дека бидејќи само носечките вектори се појавуваат во решението, останатите примероци може безбедно да се отстранат од множеството за обука. Ова водело кон решавањето со т.н. metod na portreti според кој проблемот на квадратна оптимизација се решава како серија од помали оптимизациски проблеми од кои секој ги содржи носечките вектори најдени во претходната итерација дополнет со дел од примероците кои ги нарушиле условите за оптималност (наречени работно множество). Предноста на ваквиот пристап била што не морало да се чува целата матрица Q во меморија, но сепак морало да се чува матрицата со сите носечки вектори, што сè уште може да биде ограничувачки фактор за одредени примени. 
Osuna [150] во 1997 година ја воведе клучната иновација во решавањето на големите SVM проблеми (обуката на SV машини со голем број на примероци). Тој докажал дека со употреба на работното множество со фиксирана големина и оптимизирање само со примероците од него, додавајќи примероци кои ги нарушуваат условите за оптималност на работното множество и отстранувајќи ги од него другите примероци во секоја итерација, целната функција ќе опаѓа во секоја итерација. Со ваквиот пристап (познат како декомпозиција на Osuna или chunking алгоритам) било можно да се решат SVM проблеми со произволна големина употребувајќи ограничено количество меморија. Според пристапот на Osuna се избира работно множество како од дел од примероците со релативно мала димензионалност и над истото се решава оптимизацискиот проблем според некој од стандардните пристапи за оптимизација (Osuna го користи комерцијалниот пакет MINOS [145]). Потоа циклично се изминуваат сите останати примероци и за секој се проверува дали ги задоволува условите за оптималност. Оние примероци кои не ги задоволуваат условите се додаваат во работното множество и се повторува оптимизацијата. Постапката се повторува сè додека не се задоволи одредена точност.
Platt [155]

 REF _Ref66652659 \r \h 
[157] ги прошири идеите на Osuna со намалување на работното множество во алгоритамот за декомпозиција на само 2 примерока. Ваквиот оптимизациски проблем со само два примерока може да се реши аналитички, со што е избегната нумеричката оптимизација. Овој алгоритам е познат како секвенцијална минимална оптимизација (Sequental Minimal Optimization – SMO) или алгоритам на Platt. 
Системот SVMLight од Joachims [106]

 REF _Ref66654294 \r \h 
[107] кој е слободно достапен и прилично популарен воведе уште некои иновации во конструирањето на SV машините. Слично како и пристапот на Osuna и Joachims проблемот го решава со декомпозиција на истиот на помали проблеми при што истите ги решава користејќи пристап на primal-dual interior point оптимизација базирана на пакетот за оптимизација LOQO [205]. Joachims воведува многу попринципиелен начин на избор на работното множество од пристапот на Osuna. Друга важна иновација во пристапот на Joachims е т.н. стеснување (shrinking). Основната идеја зад стеснувањето е дека ако даден примерок не е неврзан носечки вектор подолго време (во текот на повеќе циклуси на оптимизација) и не покажува знаци дека ќе биде, можеме со голема веројатност да го отстраниме од понатамошното разгледување и ништо да не се измени од аспект на конечното решение. Joachims ваквото стеснување го контролира со два параметри од кои едниот е колку пати примерокот е проверен пред да стане погоден за исклучување. Вториот параметар контролира дали по завршувањето на оптимизацијата за отфрлените примероци ќе биде повторно проверено дали ги задоволуваат условите за оптималност. Без последнава проверка алгоритамот теоретски не би можел да гарантира оптималност на решението, иако во практика ваквата проверка многу ретко наоѓа примероци кои ги нарушуваат условите за оптималност а ја забавува работата на алгоритамот. Третата иновација воведена кај SVMLight е стратегијата на кеширање. Во меморискиот кеш со големина зададена од корисникот се чуваат кернел продуктите K(xi,xj) на активните примероци со останатите примероци, со што делумно се избегнува потребата за нивно повторно пресметување. Кешот користи најмалку употребуван (LRU) стратегија за замена. При стеснувањето, со исклучувањето на некои од примероците од понатамошното разгледување кешот се реорганизира. Употребата на кеширање драстично го намалува бројот на потребни пресметувања на кернел продуктот, особено кога на располагање е поголем кеш.
SVMTorch библиотеката за работа со SV машини [34], (подоцна дополнета и со други класификатори и преименувана во Torch [35]) е една од најкомплетните и најнапредни реализации на SV машините. Бесплатно е достапна во изворен C++ код под BSD лиценца. Обучувањето го изведува според постапка слична на SMO методот на Platt, поддржува стеснување, кеширање и различни кернел функции [36]. За сите изведени експерименти изложени во Глава 4 користени се програми кои ја користат оваа библиотека за релизирање на SV машините и MLP невронските мрежи.
2.5.6 Ограничувања на SVM класификаторите
Едно од најголемите ограничувања на SVM класификаторите е изборот на кернелот. По фиксирањето на кернелот, останува само еден кориснички параметар која ја карактеризира SV машината – цената за грешките C. Иако има одредени истражувања во правецот на користење на претходното знаење за проблемот во изборот на кернелот [178], сепак одбирањето на најдобриот кернел за даден проблем е сè уште поле на истражување. 
Друго ограничување на SVM класификаторите е нивната спорост и при обучувањето и при препознавањето. Иако со декопмпозиционите алгоритми за обука ова е делумно надминато, обучувањето со многу голем број на примероци е сè уште релативно бавно. Предложени се и различни пристапи за забрзување на препознавањето [25]. 
Дополнително ограничување на SVM класификаторите е тоа што тие природно се бинарни класификатори, односно решаваат двокласен проблем. Нивното проширување за решавање на повеќекласен проблем не е директно и едноставно како кај некои други видови на класификатори. Иако се направени обиди да се конструираат SVM класификатори кои одеднаш би се обучувале за повеќекласен проблем, во практика сè уште најчесто се употребуваат повеќе SVM бинарни класификатори за решавање на повеќекласен проблем.
2.6 Решавање на повеќекласни класификациски проблеми со SVM класификатори
SVM класификаторите се по природа бинарни класификатори, односно решаваат дали даден примерок е позитивен или негативен пример за даден концепт или едноставно дали примерокот е припадник или не на дадена класа. Но, многу практични проблеми се повеќекласни, односно постојат повеќе од 2 класи и задачата е да се одреди единствена класа на која припаѓа примерокот. Постојат два правци за решавање на повеќекласниот проблем со примена на SVM класификатори. Првиот е да се прошират концептуално самите класификатори за да можат да решаваат и повеќекласни проблеми. Вториот правец е да се употребат повеќе бинарни SVM класификатори за да се реши единствен повеќекласен проблем. Додека првиот пристап е специфичен за SVM класификаторите и вклучува промена и проширување на теоретските претпоставки околу кои е развиен концептот на SV машините, вториот пристап е многу подиректен, поопшт и генерално важи за било кој тип на бинарен класификатор а не ексклузивно за SVM.
2.6.1 Повеќекласна класификација со единствена SV машина

Употребата на единствена SV машина за решавање на повеќекласен проблем е предложена истовремено независно од Вапник [207] и Weston и Wtkins [217]. Според овој пристап, симултано се конструираат k (каде k е бројот на класи) делбени површини како единствен проблем за минимизација со нешто изменет начин на пресметување на казна за грешките што резултира во оптимизациски проблем од k пати повисок ред. Декомпозиција за нумеричко решавање на ваквиот проблем не е понудена. Lee et al. [135] предлагаат поинаков пристап заснован на асимптотското однесување на SV машините. Поинаков пристап предлагаат Bredensteiner и Bennett [20]. Пристапот на Crammer и Singer [38] е сличен на оригиналниот предложен од Вапник, но со одредени поедноставувања со цел да не се зголеми редот на оптимизацискиот проблем, при што е понуден и алгоритам за декомпозиција на ваквиот проблем. 
2.6.2 Повеќекласна класификација со употреба на повеќе бинарни SV машини во еден-против-сите шема
Веројатно наједноставниот и најинтуитивниот начин за да се реши повеќекласен проблем со помош на бинарни класификатори е да се обучат k индивидуални бинарни класификатори да ги разликуваат примероците од една класа од примероците од сите останати класи. При препознавањето, непознатиот примерок се презентира на секој од k‑те индивидуални бинарни класификатори и примерокот се распоредува во онаа класа чиј класификатор ќе даде најголем излез, односно ќе покаже најголема убеденост дека се работи за примерок од неговата класа. Ваквата шема е позната како еден-против-сите (one-vs-all) или еден-против-останатите шема. Иако е концептуално едноставна, еден-против-сите шемата е исклучително моќна, најчесто подобра и ретко незначително полоша од останатите шеми [167]. Нејзината главна предност е што k‑те индивидуални бинарни класификатори може да се набљудуваат и како единствен повеќекласен класификатор со k излези, какви што се повеќето други повеќекласни класификатори (невронските мрежи на пример). 
Една од причините за преферирањето на еден-против-сите шемата е нејзината едноставна имплементација и релативна брзина при обуката и препознавањето. Обучувањето на еден-против-сите шемата подразбира креирање на k бинарни класификатори секој обучен со сите примероци до множеството за обука. Притоа секој од индивидуалните бинарни класификатори е одговорен за една од класите и се обучува со примероците од таа класа како позитивни примери и сите останати примероци како негативни примери. Според ова, обуката на ваквиот систем ќе трае околу k пати подолго од обуката на еден бинарен класификатор.
2.6.3 Повеќекласна класификација со употреба на повеќе бинарни SV машини во еден-против-еден шема
Друг метод за решавање на проблемот на класификација во повеќе од 2 класи со употреба на бинарни класификатори е т.н. еден-против-еден (one-against-one) или секој-против-секого (all-vs-all) пристап. Оваа стратегија за првпат е употребена со SVM класификатори во [59]

 REF _Ref66740655 \r \h 
[118]. Според овој метод се конструираат k(k–1)/2 класификатори eij (по еден за секој пар различни класи) од кои секој се обучува на примероците од само две класи. При ова секој од класификаторите eij се обучува да разликува примероци од само две класи, односно да го решава бинарниот проблем на одвојување на примероците од класата i (позитивните примери) од примероците од класата j (негативните примери). Бидејќи проблемот на разграничување на класата i од j е симетричен, класификаторите eij и eji се комплементарни, односно нема потреба од креирање два одвоени класификатори. Ваквите класификатори при обуката ја одредуваат оптималната делбена хипер-рамнина со максимална маргина помеѓу примероците од двете класи, не земајќи ги притоа предвид останатите класи. Од вака обучените класификатори се очекува при препознавањето за примероците од едната класа (онаа која била сметана за позитивен пример при обуката) да даваат позитивни вредности, а за другата класа негативни. Примероците од останатите класи на кои не биле обучувани ќе ги класификуваат во една од овие две класи.
По конструирањето на класификаторите, постојат повеќе различни методи за начинот на нивната примена при препознавањето на примероци. Веројатно наједноставниот, предложен во [59], е принципот на гласање, според кој примерокот кој се препознава се проследува до сите k(k–1)/2 класификатори. Доколку класификаторот eij даде позитивен излез се додава еден глас за класата i, а ако излезот е негативен гласот се доделува на класата j. Потоа се одлучува за класата која собрала најголем број на гласови. Оваа стратегија е наречена и strategija na najgolem broj na pobedi (Max Wins). Во ваквиот пристап се користат само цврстите конечни одлуки на секој од бинарните класификатори, односно секој од одговорите се интерпретира како „примерокот припаѓа на класата i“ или „примерокот припаѓа на класата j“. Доколку класификаторите даваат и проценка на постериорната веројатност на класата, оваа информација би можела да се искористи при одредувањето на конечната класа на примерокот.
Hastie и Tibshirani [88] предлагаат постапка за одредување на постериорната веројатност на секоја од класите наречена pairwise coupling, на основа на добиените проценки на постериорните веројатности за бинарните класификациски проблеми од сите класификатори за паровите класи. Проблемот се сведува на следниов: за дадено множество на настани A1, A2, …, AM, M=k(k–1)/2 експерти генерираат веројатности за настаните rij = P(Ai | Ai ( Aj). Кое е множеството на веројатности pi = P(Ai) кои се компатибилни со rij? Во егзактна смисла проблемот нема решение. Бидејќи P(Ai | Ai ( Aj) = pi / (pi + pj) и (pi = 1, имаме предетерминиран проблем во кој k–1 слободни променливи треба да задоволат k(k–1)/2 ограничувања, што генерално нема решение. Hastie и Tibshirani предлагаат наоѓање на најдобрата апроксимација за вредностите 
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 за даденото множество на rij минимизирајќи го Kullback-Leibler растојанието, во итеративна постапка и тоа за секој од примероците кој се препознава одделно [88]. 

Поинаков пристап за одредување на класата на непознат примерок употребувајќи k(k‑1)/2 класификатори предлага Platt [158]. Според овој пристап бинарните SVM класификатори се распоредени како јазли на насочен ацикличен граф (Directed Acyclic Graph – DAG) со k(k–1)/2 внатрешни јазли и k листови. Непознатиот примерок се проследува прво на коренот на графот и во зависност од излезот од бинарниот класификатор во овој јазел примерокот се проследува на следниот класификатор по левата или десната врска. Истото се повторува со сите следни јазли на патеката сè додека не се стигне до лист кој ја одредува класата на примерокот. Според оваа постапка примерокот се проследува секвенцијално на точно k–1 класификатори наместо на сите k(k–1)/2 со што препознавањето е доста побрзо. Сепак и кај вака организираниот класификатор се користат само цврстите одлуки на бинарните класификатори, а и конечната одлука е само цврста одлука за припадност на примерокот кон една од класите. За разлика од Max Wins стратегијата која исто така ги користи цврстите одлуки на бинарните класификатори, но дава број на освоени гласови за секоја од класите од кои може да се одреди втората кандидат класа, DAG пристапот на излезот дава единствена класа. Обучувањето на класификаторите и кај DAG пристапот е идентично како и кај Max Wins стратегијата.
Kindermann et al. [113] предлагаат примена на теоријата за корекција на грешки за повеќекласна класификација со SVM бинарни класификатори. Според предложениот пристап за повеќекласниот проблем се обучуваат N>k класификатори и за секој од нив се одредува дали примероците од i‑тата класа ќе бидат позитивни или негативни примери за него на основа на дадена N×k матрица која треба да поседува добри својства за корекција на грешки од аспект на теоријата на информации. При препознавањето примерокот се проследува на сите N класификатори и во зависност од излезите добиени од нив примерокот се распоредува во класата до која има најмало хамингово растојание. Од аспект на овој пристап и еден-против-сите и еден-против-еден стратегиите може да се разгледуваат како негови специјални случаи. 
2.7 Оптимизација на параметрите на SVM класификаторите
Веќе беше спомнато дека при обуката на SVM класификаторите постои барем еден параметар кој го задава корисникот а тоа е цената за грешките C. Исто така, во зависност од избраниот кернел (кај нелинеарните SVM) и самиот кернел има свои параметри кои треба да ги зададе корисникот. Изборот на овие параметри ја одредува точноста и ефикасноста на SVM машината. Одовде се наметнува проблемот на избор на соодветни вредности за овие параметри при обучувањето на SVM класификаторите, познато и како избор на модел (model selection). Најголемиот број истражувачи во своите трудови или воопшто не ги соопштуваат овие параметри или истите рачно ги поставуваат по неколку проби. Некои истражувачи пак обучуваат повеќе SVM класификатори со различни вредности на овие параметри кои систематски ги менуваат во одреден опсег и потоа ги избираат оние со кои е добиен најуспешниот класификатор. Ова може да биде пресметковно исклучително комплексна операција особено кај поголемите проблеми што резултира со бавна обука односно одредување на оптималните параметри за обука.
Hsu [95] во своите експерименти за секој од проблемите обучува 225 SVM класификатори за различни комбинации за параметри со гаусов кернел. Вредностите на параметрите ги менува во опсегот σ = [24, 23, …, 2-10] и C = [212, 211, …, 2-2] и по проценката на перформансите на обучениот класификатор на множество за валидација ги избира параметрите на најдобриот класификатор. Rifkin [167] во своите експерименти ја применува следнава стратегија: се обучува еден класификатор со почетните вредности на параметрите σ = 1 и C = 1, а потоа за фиксно C се зголемува или намалува σ за фактор 2 сè додека нема подобрување во три последователни чекори. За вака фиксираното σ се продолжува со менување на параметарот C на сличен начин (не е наведен факторот и начинот на зголемување/намалување на C и условот за усвојување на оптимална вредност). Ваквиот пристап е доста побрз отколку испитувањето на сите комбинации на параметрите во пристапот на Hsu, а не е зависен и од изборот на границите во кои ќе се менуваат параметрите. За разлика од постапката на Hsu која го наоѓа глобалниот максимум во просторот на дискретни вредности на параметрите во зададените граници, пристапот на Rifkin не гарантира наоѓање на глобалниот максимум. Сепак σ / C површината е релативно регуларна и доста успешно максимумот може да се најде и со итеративно пребарување одвоено по секој од параметрите. Од друга страна пак пристапот на Hsu е чувствителен на правилен избор на опсегот на параметрите за кои се очекува максимумот, при што изборот на помал опсег го забрзува пребарувањето, но, го зголемува ризикот максимумот да не се наоѓа воопшто во избраниот опсег.
2.7.1 Зависност на перформансите на SVM класификаторите со гаусов кернел од параметрите C и σ
Точноста на SVM класификаторите со гаусов кернел не се менува подеднакво брзо со промената на параметрите σ и C. Повеќе истражувачи [166] забележале дека за повеќето реални класификациски проблеми SVM класификаторите со гаусов кернел се многу поосетливи на промената на параметарот σ во кернелот отколку на цената за грешките C. Ова значи дека дури и при релативно големи промени на C, перформансите на класификаторот бавно се менуваат, додека и релативно малите промени на параметарот σ во кернелот можат значително да влијаат на неговите перформанси. Експериментите со SVM класификатори со гаусов кернел и различни параметри за препознавање на ракописни цифри спроведени во рамките на оваа дисертација ги потврдуваат овие наоди. Експериментите се состоеја во обучување на SVM класификатори со гаусов кернел во еден-против-сите шема за препознавање на ракописни цифри. За обука беа користени првите 10000 примероци од hsf_0 партицијата на NIST базата на ракописни цифри (види поглавје 4.3), а за проценка на перформансите на обучениот систем беа користени сите примероци од hsf_4 партицијата. Цифрите беа претставени со различни видови обележја (изложени во поглавјето 4.5) кои беа нормализирани на нулова средна вредност и единична варијанса. Резултатите од експериментите со класификатор кој користи 23 обележја (проекциони хистограми) се прикажани на слика 2.12.
Од слика 2.12а се гледа дека за фиксна вредност на C (а особено за помалите вредности) ратата на грешка бргу се менува во зависност од параметарот σ, додека за фиксна вредност на σ со промена на параметарот C промената е многу помалку изразена и локализирана е само за мали вредности на C<1 (слика 2.12б). При ова треба да се има предвид дека на слика 2.12а x оската е линеарна, додека на слика 2.12б таа е логаритамска. 
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Слика 2.12. Перформанси на класификаторот за препознавање на ракописни цифри обучуван со различни вредности на параметрите σ и C. а) Промена на грешката во зависност од вредноста на параметарот σ за различни вредности на параметарот C; б) Промена на грешката во зависност од вредноста на параметарот C за различни вредности на параметарот σ.
2.7.2 Постапка за пронаоѓање на оптимални параметри за SVM класификатори со гаусов кернел

Имајќи ја предвид осетливоста на промената на параметрите σ и C, предложена е постапка за оптимизација на параметрите (пронаоѓање на оптимални параметри) за SVM класификаторите со гаусов кернел во три фази:

1. Класификаторот се обучува за зададени почетни вредности на параметрите σ и C, и се проценуваат неговите перформанси. Во нашиот пристап проценката на перформансите се изведуваше на множество за валидација, но не постои никаква препрека тоа да се стори и на друг начин како на пример, со вкрстена валидација (n-fold crossvalidation) или leave‑one‑out валидација. Перформансите на класификаторот може да бидат одредувани со едноставно броење на грешките на класификаторот или преку вредноста на некоја од функциите на загуба. Потоа се преминува на зголемување на параметарот σ за фактор sm (σn = σn-1 * sm), обучување нов класификатор, проценка на неговите перформанси и споредба со перформансите на претходниот најдобар класификатор. Ова се повторува сè додека перформансите на класификаторот растат. Доколку во првите неколку чекори на зголемување на σ не се забележи пораст на параметрите, се преминува на негово намалување почнувајќи од неговата почетна вредност (σ се дели со факторот sm) и ова се повторува сè додека перформансите на класификаторот обучен со ваквото σ растат.

2. Откако ќе биде најдено приближно оптималното σ за зададената почетна вредност на параметарот C, се преминува на барање на оптимална вредност за овој параметар на сличен начин. Прво C се зголемува множејќи го со фактор cm во секој чекор сè додека има подобрување на перформансите на класификаторот, или ако не дојде до подобрување почнува да се пребаруваат помалите вредности на параметарот, делејќи го C со факторот cm. 
3. Конечно по определувањето на приближните оптимални вредности на σ и C, се пристапува кон попрецизно одредување на факторот σ на чии промени перформансите на SV машината се поосетливи, слично како во чекорот 1, но сега зголемувајќи го или намалувајќи го σ за адитивен фактор sa во секој чекор (σn = σn‑1 + sa). Ова е особено важно бидејќи тргнувајќи со пребарувањето од некое почетно σ во првиот чекор и множејќи го факторот sm, со секој чекор грешката на проценката на σ станува сè поголема (σn+1–σn = σ0(smn(sm–1)). Со соодветен избор на факторот sa, ќе може прецизно да се одреди оптималната вредност на σ. Факторот sa може да биде зададен од корисникот или динамички да се одредува како дел од разликата помеѓу вредностите на двете последни проценки на факторот σ (sa = (σn–σn‑1)/m). 
Според достапната литература, сите истражувачи кои во своите трудови преземаат некаква оптимизација и избор на параметри при обучувањето на SVM класификаторите или третираат само двокласни проблеми [132] или при обуката на сите SV машини за решавање на единствен повеќекласен проблеми користат исти параметри [95]

 REF _Ref66735415 \r \h 
[167]. Во нашиот пристап секоја од индивидуалните SV машини кои го сочинуваат SVM класификаторот било во еден-против-сите или еден-против-еден шема, е одделно оптимизирана за параметрите σ и C. Притоа и нејзините перформанси во секој чекор од обуката се одделно проценувани како на изолиран независен класификатор кој одвојува една од сите останати класи. Јасно е дека ваквиот начин на одвоено оптимизирање на секој од бинарните класификатори не мора да биде оптимален од аспект на целосниот повеќекласен класификатор во кој за конечната класа ќе се одлучува според максималниот излез од сите класификатори. Ниту пристапот на другите истражувачи кои употребуваат исти σ и C за сите бинарни класификатори во секој чекор од оптимизацијата не е оптимален, бидејќи класите во проблемот не мора да бидат (и најчесто и не се) подеднакво оддалечени една од друга. Најчесто, некои класи се многу појасно издвоени од останатите и соодветно имаат поедноставна разделна површина, додека кај други многу почесто се јавува случајот нивните примероци да се мешаат со примероците од друга класа и кај нив при обуката да е потребна поголема толеранција на грешките. Предложениот пристап го адресира токму овој проблем одредувајќи оптимални вредности за параметрите на секоја од SV машините одделно, прилагодувајќи се на комплексноста на конкретниот проблем на одвојување на една од останатите класи. Сепак, најоптимално би било здружено да се оптимизираат сите параметри (σ1,...,σk, C1,…,Ck) на сите k класификатори во шемата, но ваквиот проблем би имал димензионалност од 2k за еден-против-сите шемата и k(k–1) за еден-против-еден шемата, која е преголема за практична реализација.

Во нашите експерименти перформансите на класификаторите составени од индивидуално оптимизирани SV машини покажаа мала но постојана предност пред класификаторите со заеднички параметри за сите SV машини. Притоа времето потребно за пронаоѓање на оптималните параметри и обука на класификаторите и во едниот и во другиот случај е приближно исто.

Предложената постапка може да се примени и при оптимизација само на параметарот C кај линеарните SVM класификатори, со што првата и третата фаза отпаѓаат, или кај SVM класификатори со полиномијален (или друг вид) кернел каде што наместо оптимизацијата на σ во првата и третата фаза ќе се врши оптимизација на соодветниот параметар на кернелот.

Предложената постапка се потпира на фактот дека SVM класификаторите секогаш го наоѓаат глобалниот максимум и нивната обука не зависи од никакви дополнителни параметри освен параметрите (C и σ) и самото множество за обука (поточно само носечките вектори од него) и за исти вредности на параметрите и исто множество за обука секогаш ќе се добие идентична машина. Како последица на ова, зависноста на перформансите на обучената машина од параметрите е приближно монотона, што овозможува успешно наоѓање на оптимални параметри со предложената постапка.

Слична постапка за оптимизација на параметрите на невронските мрежи (бројот на неврони во скриеното ниво) не е можна пред сè поради нестабилноста на алгоритамот за нивна обука кој не гарантира наоѓање на глобалниот минимум, поради што функцијата на перформанси на мрежата во зависност од параметрите на системот е далеку од монотона.
2.7.3 Пристапи за забрзување на постапка за пронаоѓање на оптимални параметри за SVM класификатори со гаусов кернел

Во наведената постапката за наоѓање на оптимални параметри на класификаторите се гледа дека по секој чекор на промена на еден од параметрите се обучува нова машина со овие параметри и потоа на истата треба да и се проценат перформансите. Проценката на перформансите се изведува со препознавање на примероците од множеството за валидација и проценка на грешката што се прави притоа. Времето потребно за ова, особено ако множеството за валидација има голем број на примероци (што е пожелно за да се добие попрецизна проценка) воопшто не е занемарливо. Во нашите експерименти се покажа дека од вкупното време потребно за наоѓање на оптималните параметри на класификаторите (зависно од избраните почетни параметри и чекорот за нивно зголемување/намалување при пребарувањето) околу 50-80% отпаѓаа само на проверка на нивните перформанси. Од ова произлегува дека при оптимизацијата на параметрите повеќе време се губи на тестирање на класификаторите отколку на нивна обука. Се наметнува прашањето како би можело да се забрза тестирањето на класификаторите? 

Една од карактеристиките на SVM класификаторите е што нивната обука зависи само од носечките вектори. Со мали промени на параметрите при нивната обука, разделните површини не се менуваат драстично и од аспект на проценката на нивните перформанси на множеството за валидација и по промената, голем дел од примероците кои и пред тоа (во претходната итерација) биле класификувани точно (или погрешно) повторно ќе бидат класификувани на истиот начин. Најголема веројатност за промена на класификацијата има кај оние примероци кои лежат во близината на разделната површина. Имено, со постепената промена на параметрите на обука на SV машината со цел да се постигнат што подобри резултати, односно делбената хипер-рамнина да се постави што пооптиманлно меѓу класите, таа релативно бавно се поместува во хипер-просторот и притоа примероците кои лежат во нејзината близина се првите кои притоа ќе ја сменат класата, односно ќе поминат од нејзината спротивна страна. Користејќи го овој факт, од разгледување би можеле да се исклучат оние примероци кои лежат најдалеку од разделната површина и се правилно класификувани. Истиот факт се користи и кај обуката на SV машините со декомпозиција коиристејќи стеснување (shrinking) каде од понатамошно разгледување се исклучуваат примероците за кои се смета дека немаат шанси да станат носечки вектори, а тоа се оние кои лежат најдалеку од разделната површина дефинирана со работното множество на носечки вектори додека трае обуката [107]. Со цел да се забрза тестирањето на обучените класификатори беше применет сличен пристап за стеснување на множеството за валидација. 
Бидејќи излезот од SVM класификаторите може да се интерпретира како растојание на примерокот од делбената површина, оние примероци за кои класификаторот дал голема вредност на излезот (по апсолутна вредност) и се правилно класификувани, лежат далеку од делбената површина и на правилната страна од делбената површина. Според ова, колку е поголем излезот од SVM класификаторот, помала е веројатноста тој примерок и при класификувањето со следните итерации на класификаторот да биде погрешно класификуван. 

Во нашиот пристап, по првичната проценка на препознавањето на сите примероци од множеството за валидација, беа зачувувани излезите од класификаторот за секој од примероците. Потоа од множеството за валидација од понатамошно разгледување беа исклучени примероците кои се правилно класификувани и за кои има големи (по апсолутна вредност) излези од класификаторот, задржувајќи ги само погрешно класификуваните примероци (без оглед на вредноста на излезот) и оние за кои класификаторот дал помали вредности (точни, но не многу сигурни одлуки). Бројот на примероци од множеството за валидација кои се задржуваат за понатамошните проценки на перформансите, како процент на pokrienost во однос на вкупниот број на примероци во множеството, го задава корисникот. Колку што е помал процентот на покриеност, новообучените класификатори ќе треба да се тестираат со помал број примероци со што автоматски проценката на нивните перформанси ќе биде побрза. Сепак покриеноста не смее да биде премала со што би се нарушила прецизноста на проценката на точноста на класификаторите.

Испитувањата при обука на класификаторите за препознавање на ракописни цифри во оваа дисертација покажаа дека без промена на одредените оптимални параметри (во однос на истите кога за проценка се користи целото множество за валидација) може да се исклучат околу 80% од 90% од примероците од множеството за валидација. На слика 2.13 е прикажана ратата на грешка на класификаторот (FS1) проценета на множеството за тестирање (hsf_4 партицијата), кога истиот е обучен со параметри автоматски одредени според наведената постапка користејќи притоа покриеност од 0.5% до 100% (наведена на x оската) и 10000 примероци за негова обука. Од сликата се гледа дека оптималните параметри се добиваат веќе со покриеност од само 15%. 
На овој начин оптималните параметри се одредуваат со иста прецизност како и при користење на целосното множество за валидација (целосна покриеност) користејќи притоа само мал дел од репрезентативни примероци со што проценката на параметрите доста се забрзува. При покриеност од 15% до 20%, времето потребно за наоѓање на оптималните параметри на класификаторите се скусува за 4-5 пати при што на проверка на перформансите отпаѓаат само околу 30-40% од времето (во споредба со 50-70% при целосната покриеност).
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Слика 2.13. Промена на ратата на грешка на класификаторот проценета на множеството за тестирање (hsf_4 партицијата), кога истиот е обучен со автоматски одредени параметри користејќи притоа покриеност која е наведена на x оската
Потребната покриеност за постигнување на доволно прецизна проценка на параметрите, која ја одредува корисникот, зависи од глобалната точност на класификаторот и треба да се избере да биде поголема од ратата на грешка на класификаторот при првичната проценка на целото множество. Исто така, со секој чекор во оптимизацијата, првично одреденото подмножество на примероци кое понатаму се користи за проценка на перформансите на класификаторите, во следните итерации станува сè понепрецизна проценка како што параметрите на класификаторите сè повеќе се оддалечуваат од првичните. Ова може да се разреши на неколку начини. Еден е уште на почетокот да се избере доволно голема покриеност со која и при поголеми промени на параметрите нема да дојде до промена на проценетата точност на класификаторите во однос на целото множество. Друг начин е по одреден број на итерации (или по секоја од фазите) да се изврши одново тестирање со сите примероци од множеството за валидација и да се одреди ново подмножество кое ќе се користи за натамошните итерации. Најдобар начин е доколку може да се обезбеди оптималните параметри да се пронајдат во мал број на итерации со што првично избраното подмножество би останало доволно добро за валидна проценка на точноста на класификаторите, а и самото време потребно за пронаоѓање на оптималните параметри би се скратило. 
За жал, оптималните параметри на класификаторот можат да варираат во широк дијапазон на вредности во зависност од проблемот. Иако предложената постапка за наоѓање на оптимални параметри на класификаторот не подразбира ограничување на опсегот кој се пребарува, сепак доколку почетните вредности на параметрите од кои почнува пребарувањето се зададат далеку од оптималните, ќе бидат потребни поголем број на итерации за да се стигне до нивните оптимални вредности, а тоа ќе одземе и повеќе време. 

Времетраењето на обуката на SV машината пред сè зависи од бројот на примероци за обука. Според ова, обуката на SVM класификатор со помал број на примероци ќе се изведе побргу, но се разбира притоа вообичаено се добива и помалку прецизен класификатор во однос на оној обучен со повеќе примероци. Спроведените експерименти за одредување на оптимални параметри на класификаторите кога истите се обучуваат само со дел од примероците за обука, покажаа дека тие релативно малку зависат од нивниот број откако истиот ќе надмине одредена критична вредност (слика 2.14). 
На слика 2.14а е прикажана промената на оптималната вредност на σ, за класификаторите за секоја од цифрите што ја користат првата група на обележја (FS1), но користејќи различен број на примероци за обука на класификаторите. На слика 2.14б се соодветните резултати за класификаторите кои ги користат сите обележја (FS1234). Од сликите се гледа дека во првиот случај оптималните вредности на параметарот σ се движат во опсегот од 4 до 10, додека за вториот случај истиот е во опсегот од 10 до 35. Од сликите исто така се гледа дека при обука на класификаторите со само 5000-10000 примероци веќе се добиваат релативно блиски проценки за оптималните вредности на параметарот σ. Зависноста на оптималната вредност на параметарот C од бројот на примероци за обука е уште послабо изразена. Според ова, почетната проценка на параметрите би можела да се изведе тргнувајќи од произволни почетни вредности но со помал број на примероци за обука што е многу побрзо. Потоа, вака добиените субоптимални параметри би можеле да се искористат како појдовни за прецизно наоѓањето на нивните оптимални вредности со користење на сите примероци за обука. Доколку нивните оптимални вредности се блиску до појдовните, истите ќе бидат одредени во помал број итерации што ќе биде побрзо отколку да се појде со произволни почетни вредности за нив.
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а)
б)
Слика 2.14. Промена на оптималната вредност на σ, за класификаторите за секоја од цифрите користејќи различен број на примероци за обука. а) за класификаторот кој ја користи првата група обележја (FS1), б) за класификаторот кој ги користи сите обележја (FS1234) 
2.7.4 Функции на загуба за одредување на грешката на класификаторите

Проценувањето на перформансите на класификаторите обично се изведува со нивно тестирање со познати примероци од множеството за тестирање или валидација и броење на грешките што тие притоа ќе ги направат. На овој начин класификаторите се третираат како класификатори со излез на апстрактно ниво и се обработуваат само нивните цврсти (конечни) одлуки за класата на секој од примероците. За класификаторите кои имаат континуален излез и даваат растојание или веројатност, грешката може да се пресмета и на пофлексибилен начин кој во мерењето на перформансите на класификаторот би ја вклучил и „убеденоста“ на класификаторот при донесувањето на секоја од одлуките. Ова се изведува со т.н. функција на загуба (loss function) L(z), а загубата се пресметува како:
(2.72)
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каде сумирањето е по сите примероци за тестирање, а zi е излезот од класификаторот за соодветниот примерок. Ако функцијата на загуба се дефинира како:
(2.73)
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станува збор за т.н. 0‑1 функција на загуба која е еквивалентна на едноставно броење на грешките. Ако пак функцијата на загуба се дефинира како:

(2.74)
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каде 
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 се добива т.н. hinge loss функција со која за сите примероци кои се правилно класификувани и притоа излезот од класификаторот е поголем од 1, не се пресметува загуба, додека за останатите случаи загубата зависи линеарно од излезот од класификаторот. Hinge loss функцијата на загуба е од особен интерес бидејќи проблемот на класичните SV машини може да се дефинира и како алгоритам за учење базиран на маргина, кој тежи да постигне мал емпириски ризик во однос на функцијата на загуба (2.74). Други функции на загуба кои се користат во други алгоритми за машинско учење се: експоненцијалната функција на загуба 
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 (кај регресијата со најмали квадрати) и логистичката функција на загуба 
[image: image114.wmf])

1

(

)

(

2

z

e

z

L

-

+

=

 (кај логистичката регресија). На слика 2.15 се прикажани формите на некои од функциите на загуба. 
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Слика 2.15. Функции на загуба: а) линеарна функција на загуба (hinge loss); б) експоненцијална функција на загуба; в) квадратна функција на загуба; г) логистичка функција на загуба
Во предложената постапка за пронаоѓање на оптимални параметри за SVM класификаторите, при проценката на перформансите на класификаторот во секој чекор може да се користи и некоја од овие функции на загуба, односно параметрите да се менуваат со цел да се намали вредноста на оваа функција. За 0‑1 функцијата на загуба се добива оригинално предложениот пристап каде перформансите на класификаторот се изедначуваат со бројот на грешки при класификување на примероците од множеството за валидација.

Во нашите експерименти со класификатори за препознавање на ракописни цифри, употребата на функции на загуба различни од 0-1 функцијата на загуба при одредувањето на оптималните параметри на SVM класификаторите произведе класификатори со многу слични перформанси, освен за случајот на квадратната функција на загуба кога класификаторот беше видно послаб. Сепак употребата на функциите на загуба (особено на линеарната и експоненцијалната) покажа одредена предност при работата со класификатори за чија обука и валидација беа користени помал број на примероци. 
2.8 Конверзија на излезите од SVM класификаторите во веројатности
За голем број примени потребно е излезот од класификаторот при препознавање на непознат примерок да биде изразен како калибрирана постериорна веројатност, особено кога истиот треба дополнително да се обработува, интегрира со други податоци или кога чини само дел од целосната одлука како при комбинирањето на класификатори. Дури и во случајот на класификатор за повеќе класи, изборот на класата со најголема постериорна веројатност претставува баесово оптимално одлучување.

Излезот од SVM класификаторите е некалибрирана вредност која не претставува веројатност. Еден начин за добивање на веројатносни излези од SVM класификаторите е предложен од Wahba [210] кој користи логистичка функција:
(2.75)
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каде f(x) е некалибрираниот излез од SVM класификаторот. Друг начин е да се прилагодат излезите од SVM класификаторот да ја следат гаусовата распределба на условните распределби на веројатност p(f|y = 1) и p(f|y = 0). Вакво решение предлагаат Hastie и Tibshirani [88] при што користат единствена варијанса за обете распределби што може да го деградира пресликувањето. Пофлексибилен е пристапот во кој одвоено би се одредиле параметрите на двете гаусови распределби p(f | y = ±1), проценети на множеството за обука или уште подобро на независно множество за валидација. Потоа баесовото правило може да се искористи за добивање на постериорната веројатност:
(2.76)
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каде P(y = i) се априорните веројатности кои може да се проценат од множеството за обука. Според ваквата формулација постериорните веројатности претставуваат аналитичка функција од f која има форма:
(2.77)
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Проблемот со вака добиената функција е што таа не е строго монотона, а исто така и претпоставката дека распределбите на густините на веројатност на излезите од SVM класификаторите може да се моделираат како гаусови не мора секогаш да е точна.
Platt [156] предлага употреба на параметарски модел кој директно ја моделира постериорната веројатност P(f|y = 1). Параметрите на моделот се адаптираат со цел да даваат најдобра проценка на постериорните веројатности. Функцијата за пресликување од SVM излезите во постериорни веројатности која ја предлага Platt е параметарска форма на сигмоида:

(2.78)
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Параметрите A и B се одредуваат во процес на минимизација на отстапувањата со употреба на Levenberg-Marquardt model-trust алгоритамот за оптимизација и користење на примероците од множеството за валидација [156]. 
2.9 Заклучок
Во ова поглавје беше дефиниран проблемот на класификација на примероци и некои од практичните проблеми при неговото решавање. Беа претставени два вида на класификатори: невронски мрежи и машини со носечки вектори, со осврт на нивните индивидуални особености, предности и недостатоци. Беа наведени неколку начини за решавање на повеќекласен проблем со интеграција на повеќе SVM класификатори како и начини за конверзија на излезите на SVM класификаторот во постериорни веројатности. Претставен е и оригинален алгоритам за одредување на оптималните параметри при обуката на машините со носечки вектори кој не зависи од иницијалните параметри и не бара нивно ограничување во даден опсег. Исто така, беше предложена и постапка за забрзување на верификацијата (проценка на перформансите) на машините со носечки вектори во процесот на барање на оптимални параметри. Со нејзина примена, без забележлива загуба, процесот на изнаоѓање на оптималните параметри при обуката на SVM класификаторите може да се забрза за неколку пати.
Глава 3 
Комбинирање на класификатори
Суштинската цел при дизајнирањето на секој систем за препознавање на примероци е да се постигнат што подобри перформанси при класификацијата. За постигнувањето на оваа цел, во практиката често пати се развиваат повеќе различни пристапи за решавање на конкретниот проблем. Потоа, на основа на проценетите перформанси од експериментите спроведени над различните дизајни, се избира еден од нив како конечно решение за проблемот. При ваквите испитувања на различни дизајни забележано било дека иако еден од дизајните има најдобри перформанси, множествата на примероци што се неправилно класификувани од различните класификатори не секогаш потполно се преклопуваат, односно различните класификатори прават грешки на различни примероци. Ова навело за заклучокот дека разчичните класификатори потенцијално нудат комплементарни информации за примероците кои треба да се класификуваат, и истите би можеле ефективно да се употребат за подобрување на перформансите при класификувањето. 
Ваквите опсервации го мотивираа интересот на повеќе истражувачи кон истражувањето на комбинирањето на класификатори во последниве десетина години. Главната идеја во комбинирањето на класификатори е при конечната одлука да не се потпреме на единствена шема за одлучување, туку да се искористат сите дизајни или дел од нив со комбинирање на нивните индивидуални мислења при донесувањето на конечната одлука. Идејата за комбинирање на повеќе класификатори со цел да се компензираат индивидуалните слабости а да се задржат индивидуалните предности на секој од нив, последниве десетина години опсежно е истражувана во областа на препознавањето на примероци. Покажано е дека со соодветно комбинирање на резултатите добиени од разлнични експерти според одредено правило, може да се добијат перформанси подобри од перформансите на кој било од индивидуалните експерти. По охрабрувачките прелиминарни резултати, истражувањата биле сконцентрирани кон испитување на комплементарната природа на експертите кои треба да се употребат, нивниот оптимален број и оптималниот начин на комбинирање [228][97]

 REF _Ref58092570 \r \h 
[116]. И покрај тоа што во литературата последниве години беа предложени голем број на различни пристапи и шеми за комбинирање на класификатори, сè уште не е потполно јасно зошто некои од нив се подобри од други и во кои услови. 
Во ова поглавје се разгледани принципите на комбинирање на класификатори, како и методите за добивање на класификатори погодни за комбинирање. Претставени се повеќе методи за комбинирање на класификатори, теориските основи на кои почиваат и начините за нивна реализација. 
3.1 Нужно и факултативно комбинирање на класификатори 

Иако во литературата не е посебно разгледувано, односно се јавува под истото име, најчесто како комбинирање на класификатори, треба да се направи разлика помеѓу nu`noto комбинирање класификатори и fakultativnoto комбинирање класификатори. 
Факултативното комбинирање на класификатори ги истражува начините за комбинирање на повеќе potpolni класификатори. Класификаторите можат да бидат еднородни или разнородни и секој од нив е во состојба и самиот да го реши проблемот со точност барем малку подобра од случаен избор. Комбинирањето на ваквите класификатори е незадолжително (факултативно) од аспект на решавањето на проблемот во смисла на можноста да се даде потполн одговор за проблемот. Иако секој од класификаторите е во состојба и самостојно даден примерок да класификува во една од дадените класи, комбинирањето на ваквите класификатори се прави пред сè со цел да се подобри точноста на класификувањето.
Нужното комбинирање од друга страна ги истражува начините на комбинирање на повеќе ограничени или nepotpolni класификатори. Ограничените класификатори не се во состојба да го решат целосниот проблем најчесто поради нивните интерни ограничувања (бројот на излези на пример). Повеќе ограничени класификатори може да се обединат во систем кој ќе може да го реши целосниот проблем. Нужното комбинирање ги истражува начините на поделба на проблемот на погодни потпроблеми кои ќе можат да бидат успешно решени од ограничените класификатори и начините на кои нивните одлуки може да се обединат во бараното единствено решение на проблемот. Во практика нужното комбинирање се користи на пример кога со употреба на бинарни класификатори треба да се реши повеќекласен проблем. 
На пример нека имаме еден класификатор кој ја препознава само бојата на објектот и е обучен да препознава жолта боја. Нека имаме и втор класификатор кој не распознава бои но може да одреди дали даден објект е тркалезен. Со помош само на првиот класификатор би можеле да разликуваме на пример портокал од лимон споредувајќи им ги само боите (табела 3.1), но не и лимон од банана (бидејќи обата се жолти). 
Табела 3.1: Ограничен класификатор кој препознава само боја и објектите ги дели на жолти и не-жолти
	Класификатор 1: Дали е жолто?

	Да
	[image: image123.png]





[image: image124.png]




	Не
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Со помош само на вториот класификатор би можеле да разликуваме банана (бидејќи е издолжена по форма) од тркалезните портокал и лимон (табела 3.2). Употребувајќи ги обата класификатора паралелно, и интегрирајќи ги нивните одговори, би можеле да ги разликуваме сите три вида овошје (табела 3.3) .
Табела 3.2: Ограничен класификатор кој препознава само форма и објектите ги дели на тркалезни и не-тркалезни
	Класификатор 2: Дали е тркалезно?

	Да
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	Не
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Табела 3.3: Обединетите одговори можат да направат јасна дистинкција за објекти надвор од индивидуалните домени на ограничените класификатори
	Објект
	Класификатор 1:
Дали е жолто?
	Класификатор 2:
Дали е тркалезно?
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	НЕ
	ДА
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	ДА
	ДА
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	ДА
	НЕ


Кај нужното комбинирање секој од ограничените класификатори е специфично конструиран да препознава само дел од особините на примероците и да ги класификува во апстрактни класи. Од аспект на горенаведениот пример, апстрактните класи се „жолти овошја“ и „тркалезни овошја“, додека вистинските (конкретни) класи се: „портокал“, „лимон“ и „банана“. Апстрактните класи не мора воопшто да бидат репрезентабилни во стварноста, но сè додека се мерливи или споредливи и додека од нив може еднозначно да се одреди конкретната класа, тие се легални. Проблемот на нужното комбинирање е како да се изберат апстрактните класи и како потоа од одговорите на сите ограничени класификатори да се одреди конкретната класа на објектот. Ова особено ако се земе предвид и фактот дека припадноста кон апстрактните класи не мора де биде бинарна туку може да биде изразена и како неспецифицирана мерка на припадност. Во практика за апстрактни класи најчесто се избира некоја од конкретните класи или унија од неколку конкретни класи. Неколку начини за нужно комбинирање на повеќе бинарни класификатори за решавање на повеќекласен проблем беа изложени во поглавјето 2.6.3.
3.2 Традиционален пристап за препознавање на примероци

За жал досега не е пронајдена доминантна архитектура која би ги покрила сите можни распределби на примероци, а распределбата за проблемот кој треба да се реши во практика најчесто не е позната (теорема „нема бесплатен ручек“ – no free lunch) [221][222]

 REF _Ref58092609 \r \h 
[223]. Традиционалниот пристап при практичното решавање на проблеми од областа на препознавање на примероци се базира на евалуација и избор на класификатор: evaluacija на множество на различни класификациски алгоритми или нивни верзии на множество од репрезентативни примероци и izbor на најдобриот. Според ваквиот традиционален пристап:

1. Се дизајнираат N класификатори: C1, C2, …, CN;
2. Се евалуираат грешките E1 < E2 < … < EN на класификаторите употребувајќи множество на примероци за валидација;

3. Се избира класификаторот Ck кој прави најмалку грешки и се смета за „оптимален“ (во баесова смисла на пример);
Традиционалниот пристап релативно добро функционира кога на располагање имаме големо и репрезентативно множество на примероци, така што проценетите грешки овозможуваат избор на најдобриот класификатор. Во практика, поради ограничениот број примероци за валидација и нивната поинаква распределба проценетата грешка на класификаторите се разликува од вистинската. Ова може да го направи изборот на оптималниот класификатор невозможно, а во најлош случај постои можност и да се избере најлошиот класификатор. 
3.3 Системи за препознавање примероци со повеќе класификатори

Во минативе десетина години предложени се повеќе методи за комбинирање на повеќе класификатори при дизајнирањето на системи за препознавање примероци со високи перформанси [116]

 REF _Ref58090728 \r \h 
[228]. Основата на растечкиот интерес за истражување во областа на системите со повеќе класификатори (multiple classifier systems - MCS) е што класичниот пристап за дизајнирање на систем за препознавање примероци кој се концентрира на изнаоѓање на најдобар можен единствен класификатор има сериозни недостатоци [115]. Главниот недостаток е што најдобриот индивидуален класификатор за даден проблем е многу тешко да се пронајде, освен ако не располагаме со големо предзнаење за самиот проблем [51] што за жал е најчестиот случај во практика. 
Во литературата комбинирањето на класификатори се среќава под различни имиња:

· комбинирање на повеќе класификатори (combination of multiple classifiers) [117], [126], [169], [225], [228] 

· фузија на класификатори (classifier fussion) [15], [32], [62], [80], [109] 

· мешавина од експерти (mixture of experts) [100], [101], [108], [146]
· комитети од невронски мрежи (committees of neural networks) [11], [48]
· консензусна агрегација (consensus aggregation) [8], [9], [147] 

· гласачко тело од класификатори (voting pool of classifiers) [5]
· динамички избор на класификатор (dynamic classiifer selection) [225]
· композитен систем од класификатори (composite classifier system) [40]
· ансамбли од класификатори (classifier ensеmbles) [48], [58]
· раздели-па-владеј класификатори (divide-and-conquer classifiers) [30]
и други.

Грубо зборувајќи, систем со повеќе класификатори вклучува ансамбл од повеќе различни класификатори и функција на одлучување која ги комбинира (обединува) излезите од сите класификатори. Соодветно, и дизајнирањето на систем за комбинирање на класификатори природно се состои од две главни фази: дизајнирањето на ансамблот од класификатори и дизајнирање на функцијата за комбинирање. Иако ваквата дефиниција на систем со повеќе класификатори наведува на заклучокот дека ефективниот дизајн треба да ги опфати паралелно обете фази, поголемиот број методи за дизајнирање на систем со повеќе класификатори објавени во литературата се фокусираат само на едната од нив. Методите за креирање на ансамбли од класификатори најчесто претпоставуваат едноставна фиксирана функција за комбинирање и се трудат да генерираат множество на меѓусебно независни и комплементарни класификатори кој би постигнале оптимални перформанси за даденото правило за комбинирање [116]

 REF _Ref58092792 \r \h 
[182]. За да се постигне ова најчесто се користат техники за „одбирање“ [21] кои обезбедуваат секој од различните класификатори да биде обучуван на различно подмножество од примероците за обука. Од друга страна, методите кои се фокусираат на дизајнот на функцијата за комбинирање подразбираат расположливост на множество од внимателно дизајнирани класификатори и се концентрираат на изнаоѓање на оптимална функција за комбинирање на одлуките (излезите) од овие класификатори. 
Некои истражувачи [68]

 REF _Ref58092880 \r \h 
[73] го предлагаат т.н. „направи многу па избери“ (overproduce and choose) метод за дизајнирање на системи со повеќе класификатори кој се сведува на „процени и избери“ принципот [183]. Основната идеја на овој пристап е да се произведе иницијално големо множество на „кандидат“ ансамбли од класификатори, а потоа да се избере оној со чие комбинирање на класификаторите се добиваат оптимални перформанси [170]. 
Иако некои од предложените методи за дизајн на системи со повеќе класификатори се покажаа како доста ефективни и по истражувањата на компаративните предности на различните методи [92], сè уште не постојат јасни правци (препораки) за избор на најдобриот метод за даден проблем, со што дизајнирањето на системи со повеќе класификатори е сè уште отворено прашање. 
3.4 Ансамбл од класификатори

Ансамбл од класификатори претставува множество од класификатори чии индивидуални одлуки се комбинираат на некој начин (се обединуваат во единствена одлука) со цел подобро да се класификуваат непознатите примероци. Главното откритие во областа на комбинирањето на класификатори е што комбинацијата (ансамблот) е најчесто многу подобра од индивидуалните класификатори од кои е составена. 

Потребен и доволен услов за ансамблот од класификатори да биде подобар од кој било од индивидуалните членови е индивидуалните класификатори кои го сочинуваат да бидат precizni и razli~ni [85]

 REF _Ref58093169 \r \h 
[1]. Прецизен класификатор е класификатор чија рата на грешка е помала од случајниот избор на класата на непознатите примероци. Два класификатора се различни доколку прават различни грешки за непознатите примероци. Доколку индивидуалните класификатори прават некорелирани грешки со рати помали од 0.5, тогаш и нивната наједноставна комбинација (мнозинско гласање) не е полоша од најлошиот од нив. Одовде клучот за успешно комбинирање на класификаторите е да се конструираат индивидуални класификатори со рата на грешки помала од 0.5 чии грешки ќе бидат барем делумно некорелирани. Покрај оваа формална дефиниција на проблемот се наметнува прашањето дали вакво нешто е изводливо во практика. За среќа, најчесто конструирањето на успешни ансамбли од класификатори е изводливо, поради најмалку три причини [44]. 

Првата причина е статистичка. Најголемиот број на алгоритми за обука може да се набљудуваат како пребарување на просторот на хипотези со цел да се пронајде најдобрата хипотеза во дадениот простор. Статистичкиот проблем настапува кога имаме премалку податоци за обука во однос на големината на просторот на хипотези. Без доволно примероци за обука алгоритамот за обука може да пронајде повеќе различни хипотези кои имаат исти перформанси над множеството за обука. Со креирањето на ансамбл од овие класификатори со иста прецизност, алгоритамот за комбинирање може да ги упросечи нивните одговори и да го намали ризикот од избор на погрешниот класификатор. На слика 3.1а графички е прикажана оваа ситуација. Надворешната крива го претставува просторот на хипотези, додека внатрешната крива го претставува множеството на хипотези кои имаат иста точност над множеството за обука. Ако со точката f е означена вистинската хипотеза, може да се види дека со упросечување на неколку прецизни хипотези, може да се пронајде добра апроксимација на f. 

Втората причина е од пресметковна природа. Многу од алгоритмите за учење работат на принципот на некоја форма на локално пребарување кое многу лесно може да заглави во некој од локалните оптимуми. На пример, невронските мрежи употребуваат техника на намалување на градиентот (gradient descent) при минимизирање на функцијата на грешка при обучувањето над множеството од примероци за обука, додека дрвата за одлучување користат „лакоми“ (greedy) алгоритми при градењето на стеблото. Дури и во случаите кога располагаме со доволно примероци за обука (со што статистичкиот проблем би бил надминат) сè уште може да биде пресметковно многу тешко да се изнајде најдобрата хипотеза (обуката на невронските мрежи и дрвата за одлучување се NP тешки проблеми [16]). Ансамблот конструиран од повеќе класификатори кои се добиени со пребарување од различни почетни точки можат да дадат подобра апроксимација на непознатата целна функција одколку кој било од индивидуалните класификатори (слика 3.1б). 
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Слика 3.1. Причини зошто ансамблот од класификатори може да биде подобар од единствен класификатор. а) Статистичка причина; б) Пресметковна причина; в) Репрезентациска причина.
Третата причина е од репрезентациска природа. Во повеќето апликации на машинското учење вистинската целна функција не е можно прецизно да се репрезентира со која било од хипотезите од H. Но, со комбинирање на повеќе хипотези од H, можно е да се прошири просторот на репрезентациски функции (слика 3.1в). Репрезентациското ограничување е доста суптилно, бидејќи за голем број алгоритми просторот на хипотези ги опфаќа сите можни класификатори. Ваквите алгоритми теоретски при неограничено множество на примероци за обука го пребаруваат целиот простор на хипотези во потрага за најдобрата хипотеза. Но, во практика кога се располага само со ограничено множество на примероци за обука ваквите алгоритми го прекинуваат пребарувањето во моментот кога ќе најдат хипотеза која одговара на податоците за обука. Соодветно на слика 3.1в е претставен случај кога просторот на хипотези е само ефективен простор изграден на основа на ограниченото множество на примероци. Овие три причини се фундаменталните причини поради кои денешните алгоритми за учење „паѓаат“. Комбинирањето на класификатори ветува намалување (ако не и елиминирање) на ефектите на овие три клучни недостатоци на стандардните алгоритми за учење. 
Инхерентната редундантност присутна кај ансамблите од класификатори може да се разгледува и како еден вид заштита од индивидуалните грешки на поединечните класификатори. Комбинирањето на несовршени класификатори, исто така, може да се разгледува и како начин за надминување на нивните индивидуални ограничувања и слабости. Иако е познато дека индивидуалните класификатори прават грешки, фактот дека примероците кои погрешно ги класификуваат не секогаш се истите [117], наведува на заклучокот дека употребата на повеќе класификатори може да го подобри препознавањето на примероците. Комбинирањето на класификаторите на начин кој би го минимизирал ефектот на поединечните грешки на индивидуалните класификатори може да се покаже како корисно. Покажано е [200] дека грешката на ансамбл од класификатори (Eens) опаѓа со зголемувањето на бројот на различните класификатори (K). Исто така грешката на ансамблот опаѓа и со намалувањето на корелираноста меѓу индивидуалните класификатори () како и со грешката на индивидуалните класификатори (Eerr):

(3.1)
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каде Ebay е баесовата грешка (дефинирана во поглавјето 2.3.6). Одовде се гледа дека доколку класификаторите се исти, односно носат исти одлуки за исти примероци што значи дека се крајно корелирани ( = 1), грешката на ансамблот е иста со грешката на индивидуалните класификатори. Ако класификаторите се потполно некорелирани ( = 0), грешката опаѓа со бројот на класификатори вклучени во ансамблот. 
Ефектот на комбинирање на редундантни класификатори во ансамблот може да се анализира и од аспект на статистичките карактеристики на класификаторите: бајас и варијанса. Имено, грешката која ја прави секој класификатор може да се изрази како сума на две големини: квадрат од бајасот и варијанса [11], наречено уште и декомпозиција на грешка.

3.5 Декомпозиција на грешката

При градењето на класификатор (или претскажувач во општа смисла), врз основа на множеството примероци за обука (x1,y1), …, (xm,ym), претскажувачот се обучува да репрезентира функција f(x) која ќе ја апроксимира вредноста на y за потполно нови опсервации на x. Ако наместо со f(x) функцијата која ја репрезентира претскажувачот ја означиме со f(x;D) со цел да се изрази нејзината зависност од множеството на примероци за обука D [164], тогаш средната квадратна грешка на функцијата која ја репрезентира претскажувачот f може да се напише како:
(3.2)
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каде ED е операторот за очекуваната вредност за даденото множеството на примероци за обука D, а E[ y | x ] е целната функција. Истиот израз по одредени математички модификации може да се напише во форма:

(3.3)
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разложен на збир од две вредности: бајас2 и варијанса. Бајасот ја мери разликата меѓу употребениот и најдобриот претскажувач, додека варијансата ја изразува вредноста за која проценките се разликуваат од просекот. Бајасот на даден претскажувач може да се интерпретира како мерка на неговата способност правилно да генерализира над одредено множество на примероци за обука, откако ќе биде обучен. Варијансата пак може да се интерпретира и како мерка за осетливоста на неговите излези во зависност од множество на примероци со кои е обучен, односно во која мера се разликуваат резултатите при препознавањето во зависност од изборот на различни примероци за обука. 
При обуката на класификаторите секогаш мора да постои компромис помеѓу овие две конфликтни вредности кои ја сочинуваат вкупната грешка, бидејќи со намалувањето на едната компонента, другата расте и обратно. Подобрувањето на перформансите со комбинирањето на класификатори обично повеќе се должи на намалувањето на варијансата отколку на бајасот. Ова се должи пред сè на фактот што ефектот на упросечување во ансамблите е да се намали варијансата, а притоа да не се промени бајасот. Соодветно, за ефективен пристап при комбинирањето на класификатори се смета обучувањето на класификаторите да се изведе со минимизирање на бајасот, додека евентуално зголемената варијанса на секој од нив ќе може да се отстрани при комбинирањето. Од овој аспект, комбинирањето на класификатори може да се гледа како метод со кој може да се заобиколи или барем да се намали потребата од компромис меѓу бајасот и варијансата при креирањето на системи за класификација.
Ансамблите од класификатори кои имаат поголема варијанса се очекува да имаат и помала корелација на грешките. Една од главните детерминанти на ефективноста на комбинирањето на класификатори е мерката за независност на грешките на индивидуалните класификатори, односно во која мера тие прават различни грешки [117]. Главниот проблем при комбинирање на класификатори е што во практика нивните излези најчесто се доста корелирани и зависни [100]. Во идеални услови, ансамблот е множество од класификатори чии грешки не коинцидираат, односно, секој од класификаторите има добра генерализација (низок бајас), а кога греши, грешките не ги прави истовремено со некој од другите класификатори. 
Имајќи ги предвид овие факти, се наметнуваат две главни прашања при градењето на системи кои комбинираат класификатори: како да се направат индивидуалните класификатори и како да се изведе нивното комбинирање. Во продолжение ќе бидат дадени некои најчесто употребувани пристапи што нудат одговор на овие прашања.
3.6 Методи за креирање на класификатори за комбинирање
Бидејќи главната причина за комбинирање на класификатори во ансамбл е да се зголемат вкупните перформанси, јасно е дека нема да има никакво подобрување во перформансите доколку ансамблот е составен од идентични класификатори, односно класификатори кои генерализираат на потполно ист начин. Значи, целта е да се добијат класификатори кои ќе генерализираат различно, односно ќе бидат комплементарни. Постојат различни параметри на самите модели на класификаторите или во алгоритмите и начините на нивна обука со кои може да се манипулира со цел да се добијат класификатори кои различно ќе генерализираат. Некои од методите се независни од употребениот вид на класификатори, додека некои зависат од самите класификатори или се тесно поврзани со начинот на нивното градење и обука. Во литературата се предложени повеќе начини за добивање на комплементарни класификатори кои главно почиваат на:
· употреба на дизајнерското познавање за проблемот или моделот;
· вметнување (додавање) на случајност;
· варијации во типот на класификаторот, неговата архитектура или параметри;
· манипулирање со примероците за обука;
· манипулирање со обележјата;
· манипулирање со излезите од класификаторот.
Во продолжение ќе бидат разгледани некои од начините кои најчесто се користат во практика.

3.6.1 Употреба на дизајнерското предзнаење за проблемот или моделот

Во случаите кога постои одредено познавање за природата на проблемот кој се решава, може да се дизајнираат комплементарни модели или алгоритми користејќи го ова предзнаење. Вакви се случаите во апликациите кои природно вклучуваат повеќе сензори или пак во апликациите каде природно постојат различни репрезентации на примероците (на пример статистичка и структурна репрезентација). Исто така, ако постои соодветно предзнаење за проблемот, истото може да се искористи за промена на типот на класификаторот, архитектурата или параметрите со цел да се добијат комплементарни класификатори. Овие пристапи се хеуристички и не гарантираат добивање на комплементарни класификатори, односно резултатот може да биде онолку добар колку што е добро и предзнаењето за проблемот.
3.6.2 Вметнување на случајност

Наједноставните методи за дизајнирање на комплементарни класификатори се потпираат на вметнување на случајност во процесот на класификација или обука на класификаторите. Оваа техника е применлива само кај нестабилните класификатори кај кои и мала промена во почетната состојба или параметрите на класификаторот може да доведат до потполно поинаква генерализација на добиениот модел. Кај невронските мрежи на пример, алгоритамот за обука поаѓа од различни (случајно избрани) појдовни точки (почетни тежини) со што се генерираат различни модели. Кај дрвата за одлучување пак, правилото за одлучување во секој од внатрешните јазли може да биде случајно избирано од неколкуте најдобри правила. И пристапите базирани на вметнување случајност во моделите, се хеуристички и не гарантираат дека добиените модели ќе бидат комплементарни, иако во практика најчесто функционираат.
3.6.3 Варијации во типот на класификаторот, неговата архитектура или параметри
Со промената на типот на класификаторот (невронска мрежа, стебло за одлучување, најблизок сосед, SVM, ...) користејќи ги истите примероци за обука се добива и различна генерализација. Промената на интерната архитектура на класификаторот (на пример бројот на неврони во скриеното ниво кај невронските мрежи) генерира во основа класификатори со различна генерализација. Исто така, промената на параметрите на моделот (како активациските функции во невронските мрежи) или алгоритамот со кој е извршено обучувањето се добиваат модели со поинаква генерализација.
3.6.4 Манипулирање со обележјата
Кај овој метод различните класификатори користат различни обележја екстрахирани од примероците. На пример, подмножества обележја добиени од различни сензори или обележја добиени со употреба на различни алгоритми, како и методи за мануелна или автоматска екстракција и селекција на обележја може да се употребат за генерирање на комплементарни класификатори. Се очекува дека набљудувајќи го проблемот од различни агли (претставен со различни обележја) ќе се добијат независни проценки за него, односно класификаторите обучени со ваквите обележја ќе бидат независни. Со овој метод ефективно се намалува бројот на обележја, со што може да се намали и можноста за успешно класификување на примероците опишани со помал број на обележја. Од друга страна класификаторите со помал број на влезни обележја обично имаат и помал број на слободни параметри (како невронските мрежи на пример) и може да се очекува дека полесно ќе се обучат и со помал број на примероци. Овој метод е независен од класификаторите и дава приближно подеднакво комплементарни класификатори независно дали се употребуваат зависни или независни класификатори. Авторот Ho [91] предлага техника за случајно избирање на подмножества обележја наречена random subspace method според која од просторот на обележја се генерираат различни множества за обука со „проектирање“ на обележјата.
3.6.5 Манипулирање со излезите од класификаторот

Под манипулирање со излезите од класификаторите се подразбира градење на комплементарни класификатори со поделба на множеството на класи на различни начини. При овој пристап секој од компонентните класификатори се обучува да решава под-проблем на класификување во M<N класи. Се разбира, потребен е и соодветен метод за комбинирање на ваквите класификатори за да се реконструира оригиналниот проблем на класификација во N класи. Овој проблем автоматски се наметнува кога N‑класен проблем треба да се реши со употреба на бинарни класификатори (како SVM). 
3.6.6 Манипулирање со примероците за обука

Едни од најчесто користените методи за добивање на комплементарни класификатори се методите кои манипулираат или ги менуваат примероците за обука. Овие методи се базирани на обучување на N класификатори со N различни множества за обука. Овој метод има најголем број на варијации кои вклучуваат: избирање од податоците, користење на дисјунктни множества за обука, нагласување (boosting), адаптивно пребирање (adaptive re-sampling), претпроцесирање на податоците, и комбинации од нив. 
Наједноставен од нив е методот за поделба на примероците за обука. Кај овој метод множеството на примероци за обука случајно се дели на N дисјунктни подмножества и потоа со секое од нив се обучува еден од класификаторите. Нема никакви ограничувања кон класификаторите и начинот на нивна обука. Бидејќи секој од класификаторите е обучен на потполно различно множество од примероци се очекува тие да бидат независни. Недостаток на овој метод е што се потребни релативно голем број на примероци за обука за да може класификаторите без значително намалување на перформансите успешно да се обучат и само со дел од нив, што го прави неупотреблив кога располагаме со мало множество за обука.
Сличен на овој е методот на обучување со вкрстена валидација или N – 1 од N обучување. Всушност не станува збор за никаква валидација при обуката, туку само се користи начин на поделба на податоците за обука сличен на поделбата која се користи за проверка на перформансите на обучен класификатор. Кај овој метод множеството на примероци за обука повторно случајно се дели на N дисјунктни подмножества, но секој од класификаторите се обучува користејќи N – 1 од овие подмножества, односно се исклучува различно подмножество од множеството на примероци за обука на секој од класификаторите, со што секој од нив е обучен со делумно различни примероци. Со ова потребата од големо множество за обука како главен недостаток на претходниот метод е надминат, но класификаторите ќе бидат и значително покорелирани бидејќи се обучувани со голем дел заеднички примероци за обука, и затоа овој метод е практичен само кога станува збор за нестабилни класификатори. 
Друг метод која се базира на добивање различни множества за обука со иста големина како и оригиналното со употреба на статистичката техника bootstrap е предложена од Brieman [21] и е позната како bagging (Bottstrap Aggregating). Множествата за обука добиени на овој начин обично малку се разликуваат од оригиналот, и примената на овој метод повторно е огреничена само за нестабилни класификатори.
Освен наведениве методи кои се наменети за генерирање независни класификатори кои може да се комбинираат со произволно правило за комбинирање, предложени се голем број методи и нивни варијации за изградба на ансамбли кои го вклучуваат и правилото за комбинирање и каде секој следен класификатор во ансамблот се обучува со примероци посебно избрани на основа на перформансите на претходните веќе конструирани класификатори. Таков е методот наречен boosting [50] и голем број негови варијации (Arcing, Adaboost) кој при обучувањето на секој нареден класификатор придава поголемо внимание на примероците кои биле најчесто погрешно препознавани од претходно обучените класификатори, а комбинирањето се остварува со тежинска сума. И овој метод дава подобри резултати со нестабилни класификатори. 
Schapire [172] демонстрирал дека група од „слаби ученици“ (weak learners) (во контекстот на алгоритми за учење) можат да се претворат во „јаки ученици“ како резултат на обучувањето на членовите на ансамблот со примероци кои претходно биле филтрирани од претходните веќе обучени членови на ансамблот. Голем број на емпириски студии [48]
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[67] ја потврдија ефикасноста на boosting методот, иако негов недостаток е што тој бара голем број на примероци. Предложената варијација [58] т.н. Adaboost алгоритам, значително го надминува овој недостаток. Во овој пристап примероците за обука адаптивно се пребираат според методот Arcing [22]
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[23] (adaptive reweighting and combing), така што тежините на оние примероци кои најчесто погрешно се препознаваат се зголемуваат, со што се зголемува веројатноста за нивен избор и соодветно нивното влијание во обуката на новите класификатори. 
3.7 Различни пристапи при комбинирање на класификатори

Начините за комбинирање на класификатори може да се поделат според повеќе критериуми. Еден од критериумите е дали при комбинирањето се врши избор на само еден од нив или се фузионираат излезите на сите класификатори. Според друг критериум комбинирањето на класификаторите може да се подели на статичко и динамичко. Според трет критериум, комбинирањето би можело да се подели на фиксно или обучено. Според четврт критериум би можело да се подели на паралелно и сериско (секвенционално) во зависност од тоа дали сите класификатори работат паралелно (примерокот се проследува веднаш на сите класификатори) или постепено се вклучуваат нови во зависност од резултатот на претходните класификатори. Различни автори нудат различна поделба на начините за комбинирање на класификатори [182]. 

Според еден од критериумите комбинирањето на класификатори се разликуваат два главни пристапа: fuzija (или интеграција) на класификатори и izbor на класификатор. Кај фузијата на класификатори, непознатиот примерок паралелно се проследува на сите индивидуални класификатори, а потоа излезите од сите класификатори на некој начин се комбинираат со цел да се постигне „консензусен“ одговор од групата. Кај изборот на класификатор се прави обид да се избере класификаторот кој има најголеми изгледи точно да го препознае дадениот примерок и истиот се проследува само на избраниот класификатор чија одлука е единствена и конечна. 
Од друг аспект методите за комбинирање би можеле да се поделат на stati~ki и dinami~ki. Кај статичките методи правилото за фузија е однапред одредено и е исто за сите примероци. Динамичките методи подразбираат динамичка промена на правилото за фузија во зависност од примерокот кој се класификува. Динамичката промена на правилото може да вклучува промена на параметрите на функцијата за комбинирање или избор на дел од класификаторите кои ќе учествуваат во донесувањето на конечната одлука. Критериумот според кој се изведува промената може да биде на основа на некои од особините на примерокот уште пред неговото проследување до класификаторите или на основа на излезите добиени од класификаторите откако примерокот ќе биде проследен до сите класификатори. 
Изборот на класификатор е секогаш динамички метод и најчесто се среќава под името динамички избор на класификатор. Динамичноста подразбира одредување на класификаторот кој ќе ја донесе конечната одлука динамички за секој примерок одделно. Доколку изборот на класификатор би бил статички метод, тогаш би се свел на употреба на само еден и секогаш ист класификатор. Кај динамичкиот избор на класификатор се разликуваат два главни пристапа во зависност од начинот на кој се проценува на кој од класификаторите од комитетот ќе му се додели најголема (или целата) одговорност за класификување на непознатиот примерок. Првиот пристап се темели на динамички избор на класификатор врз основа на одредени предуслови (preconditioned selection). Изборот на класификаторот на кој ќе се проследи примерокот се одредува уште пред тој да се проследи на било кој од класификаторите, само на основа на неговите обележја и евентуалните статистички познавања за доменот во кој дадените класификатори се експерти. Кај вториот пристап за динамички избор на класификатор, примерокот се проследува на сите класификатори, а потоа врз основа на нивните одговори и нивната доверливост се избира класификаторот чиј одговор ќе се усвои (postconditioned selection). Помеѓу овие два пристапа не постои остра граница. Постојат и шеми за комбинирање кои се наоѓаат некаде во средина и кај кои иако примерокот се проследува на сите класификатори при изведувањето на конечната одлука нивните одговори не се вреднуваат подеднакво, туку поголема тежина (предност за усвојување на нивната одлука) се дава на класификаторите за кои според некои критериуми е проценето дека имаат поголеми изгледи да донесат правилна одлука.

При динамичкиот избор на класификатор [69]

 REF _Ref58259164 \r \h 
[70]

 REF _Ref58259093 \r \h 
[71]

 REF _Ref58259100 \r \h 
[74], најчесто се употребува некој метод за групирање (кластерирање, партиционирање) на примероците. На пример групите може да бидат дефинирани според множествата одлуки на индивидуалните класификатори [98], во кои класификаторите се согласуваат меѓу себе [93], или дури и според обележјата на примероците. Во некои пристапи уште пред креирањето на индивидуалните класификатори кои ќе учествуваат во динамичкиот избор, примероците за обука се групираат во одвоени групи според некои критериуми и секој од индивидуалните класификатори се обучува на само една од групите со што истиот станува експерт само за одредена група на примероци [48]

 REF _Ref58094015 \r \h 
[46]

 REF _Ref58094017 \r \h 
[47]. 
Методите за фузијата на паралелни класификатори можат да се поделат од два главни аспекта. Еден од аспектите е нивната динамичност, односно дали правилата за комбинирање се менуваат од примерок до примерок, според кој може да се поделат на динамички и статички. Вториот аспект според кој може да се поделат е на фиксни и обучени методи за комбинирање. 
Кај фиксните методи правилата за комбинирање се фиксни. Тие имаат ригидни дефиниции кои не оставаат можност некои од нивните параметри или карактеристики да се променат на основа на дополнителни информации издвоени од примероците од множеството за обука или валидација. Обучените методи за комбинирање подразбираат нагодување на одредени параметри во функцијата за комбинирање на класификаторите. Овие параметри се изведуваат од некои статистички особини на примероците во множествата за обука и за валидација или од однесувањето на класификаторите на множеството за валидација, односно проценката на нивните карактеристики (пред сè точноста и меѓусебната зависност). 
Кај динамичките методи за фузија, правилата за комбинирање вклучуваат динамичка самоадаптација на нивните параметри од примерок до примерок, во зависност од излезите добиени од класификаторите. И фиксните и обучените методи можат да бидат статички или динамички во зависност од тоа дали правилото за комбинирање ја зема предвид и распределбата на излезите од класификаторите за дадениот примерок.
Двете главни причини за комбинирање на класификатори се зголемување на ефикасноста и зголемување на точноста. За зголемување на ефикасноста (брзината) предложени се повеќе правила за комбинирање во повеќе степени (фази) каде во првиот степен примероците се класификуваат користејќи обележја кои лесно се екстрахираат од примерокот од страна на едноставен но брз класификатор со задолжителна опција на отфрлање на примероците за кои не е задоволен степенот на сигурност со кој е донесена одлуката. За препознавање на потешките примероци кои ќе бидат отфрлени од првиот класификатор потоа се употребуваат покомплексни процедури употребувајќи евентуално други обележја во секвенцијална шема [179].
Некои други пристапи применуваат постепено редуцирање на множеството на можни класи [179] во хиерархиска шема. Комбинациите на ансамбли од невронски мрежи (обучувани со различна иницијализација) се доста изучувани во подрачјето на невронските мрежи [204]. Други пристапи пак предлагаат конкатенирање на класификаторите односно поврзување на излезите од класификаторите кои се комбинираат како влезови на друг, каде проблемот на комбинирање се сведува на проблем на класификација на излезите добиени од различни класификатори. Овој пристап во литературата се среќава и под името на класификација на мета-ниво (meta level classification) [197] или (stacked generalization) [224][230]. Во литературата се предложени и голем број на пристапи и архитектури за комбинирање кои генерираат нови класификатори и кои во себе вклучуваат и специфични начини на избирање на примероците за обучување на новогенерираните класификатори.
Методите за комбинирање на класификатори можат да се поделат и според видот на базичните класификатори кои ќе се комбинираат. Од овој аспект (според [228]) комбинирањето на класификатори може да се подели на три типа:

Tip 1: Комбинацијата се прави на основа на информациите од апстрактно ниво. За L дадени индивидуални класификатори ei, i = 1, …, L од кои секој му доделува ознака за класа ji на примерокот x, односно го произведува настанот ei(x) = ji. Проблемот се сведува на обединување на овие настани за да се изгради интегрален класификатор E кој на примерокот x ќе додели една дефинитивна ознака за класа j, односно E(x) = j, j ( C = {c1, c2, …, ck}.
Tip 2: Комбинирањето се изведува на база на информациите на подредено ниво. За секој примерок x, секој од класификаторите ei произведува подмножество Si ( C со сите или дел од ознаките на класите рангирани во подредена листа. Проблемот се сведува на употреба на настаните ei(x) = Si, i = 1, …, L за да се изведе единствен E(x) = j, j ( C.
Tip 3: Комбинирањето се изведува со излезите од класификаторите на квантитативно ниво. За секој примерок x, секој од класификаторите ei произведува вектор од реални вредности Me(i) = [mi1, …, mik]T каде со mit е означен степенот на верување дека примерокот x е од класата t според класификаторот ei. Проблемот е како да се искористат овие настани ei(x) = Me(i), i = 1, …, L за да се изведе единствен E(x) = j, j ( C.

Наведените три типа на комбинирање на класификатори покриваат различни области на примена. Така на пример со комбинирањето од типот 1 може да се комбинираат индивидуални класификатори кои можат да бидат и доста различни по природа. Имено, секој класификатор, без оглед на теоријата или методологијата на која почива мора на својот излез да даде информација барем на апстрактно ниво, односно да ја понуди барем класата на непознатиот примерок. Комбинирањето од типот 3 пак бара секој од индивидуалните класификатори да може на својот излез да даде информација на квантитативно ниво. Уште повеќе, доколку излезите се со различна метричка природа мора да постои начин тие да се трансформираат во вредности со иста мерна скала. На пример доколку некои од индивидуалните класификатори даваат проценка на постериорната веројатност, додека други растојание од прототипот, нивното комбинирање ќе има смисла само ако претходно се трансформираат во компатибилни вредности со иста мерна скала. 

Се разбира, секогаш класификатор кој дава квантитативна информација може да се сведе на класификатор со излез на подредено ниво, со едноставно подредување на класите во листа според степенот на припадност на примерокот кон секоја од нив. Ваквиот класификатор секогаш може едноставно да се сведе на класификатор со излез на апстрактно ниво со едноставно издвојување на првата класа од листата. Секој класификатор што дава квантитативна информација секогаш може да се сведе на класификатор со излез на апстрактно ниво, со едноставен избор на класата за која квантитативната информација нуди најголема поддршка. Ова наједноставно се изведува според правилото за „максимална припадност“:
(3.4)
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Слично, и класификатор од типот 1 може да се претстави како класификатор од типот 3 (барем што се однесува до бројот на излезите од класификаторот Me = [m1, …, mk]T) но со ограничувања на вредностите кои може да ги прими секој од излезите:

(3.5)
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односно, секогаш точно еден од излезите има вредност 1 а сите останати имаат вредност 0.
Од изложеново произлегува дека методите за комбинирање на класификатори од типот 1, се најгенерални бидејќи се применливи за секаков вид на индивидуални класификатори. Сепак, секое сведување на класификатори со квантитативни излези на класификатори со подредени или апстрактни излези претставува и губење на одредена информација која би можела корисно да се искористи при нивното комбинирање. Генерално, методите за комбинирање на класификатори од типот 3, имаат поголем потенцијал за подобрување на перформансите при препознавањето, иако ова не е правило и зависи од индивидуалното однесување на класификаторите.
Во литературата се предложени голем број на различни шеми за комбинирање на класификатори [101]

 REF _Ref58090728 \r \h 
[228]. Мнозинското гласање е веројатно најупотребуваната техника [5]

 REF _Ref58764301 \r \h 
[104]

 REF _Ref58238383 \r \h 
[126][139][228] за комбинирање на класификатори пред сè поради нејзината едноставност и генерална употребливост на сите видови класификатори. Методот за пребројување според Борда (Borda count) [93] претставува генерализација на мнозинското гласање. Други често употребувани методи за комбинирање се минимум, максимум, медијана [124], аритметичка средина [194] и геометриска средина [195]. Тежинското усреднување [87]

 REF _Ref58238638 \r \h 
[101]

 REF _Ref58784436 \r \h 
[140] се обидува да ги одреди оптималните тежини за различните класификатори. Behaviour-Knowledge Space (BKS) методот се обидува да го избере најдобриот класификатор за даден регион од просторот на влезови, а одлуката ја изведува на основа на излезите од класификаторите [225]. Останати методи за комбинирање на класификатори се Баесовиот метод [126]

 REF _Ref58090728 \r \h 
[228], Dempster-Shafer теоријата [49][149][169][208][227][228], неспецифицираниот интеграл (fuzzy integral) [32]

 REF _Ref58789907 \r \h 
[64][112][190], шаблоните за одлучување [123], различни веројатносни шеми [114]

 REF _Ref58093309 \r \h 
[117], комбинирање со помош на невронска мрежа [29] и др.
3.8 Комбинирање по пат на гласање
Комбинирањето по пат на гласање е далеку наједноставниот метод за имплементација. Не бара никакво претходно познавање за однесувањето на индивидуалните класификатори, нивните перформанси и меѓузависности. Почива на добро познатата теорија за комбинирање на мислења, долго применувана во социјалната сфера. Широко е применувано и во други области каде е потребно постигнување на одредена доверливост на хардверот или софтверот. Многу лесно се имплементира во хардвер и е применливо на секаков вид класификатори. Особено е лесно применливо на готови класификатори чии карактеристики и однесување не се познати. Класификаторите ги третира како црни кутии од кои единствен и конечен излез е класата на примерокот кој се препознава. Модуларно е и многу лесно се проширува на друг број на класификатори или класи. Во самата дефиниција на гласањето природно е содржана опцијата за отфрлување на примероците за кои не постои поширока согласност меѓу гласачите. За повеќето проблеми со повеќе можни решенија, гласањето може да се употреби за да се подобри доверливоста или точноста на системот. Доверливоста на системот лесно може да се нагоди со поставување на минималниот број на потребни гласови што дадено решение треба да ги добие за да биде усвоено [137]. Токму од овој минимален број гласови произлегуваат неколку познати шеми за гласање како: консензус, квалификувано мнозинство, просто мнозинство и плурално гласање [6].
Нека имаме L независни класификатори и нека за секој непознат примерок секој од класификаторите дава единствена одлука на која од класите припаѓа примерокот. При комбинирањето на одлуките на L експерти, примерокот се распоредува во класата за која постои консензус или кога за неа ќе се добие поддршка од најмалку k од L‑те индивидуални класификатори. Ако секој од класификаторите има иста веројатност p да е во право, тогаш веројатноста дека и мнозински донесената одлука PC(L) е точна, ја следи биномната распределба и може да се изрази како:
(3.6)
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каде за мнозинското гласање, k е дефинирано како:

(3.7)
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CJT теоремата (Condorcet Jury Theorem) експлицитно ја докажува валидноста на тврдењето дека одлуката донесена од група е супериорна во однос на индивидуалните одлуки, доколку индивидуите се доволно компетентни за самостојно да донесуваат правилни одлуки со некоја разумно висока веројатност p. Тогаш за непарно L ≥ 3 според CJT теоремата важат следниве тврдења: 
1. Ако p > 0.5, тогаш PC(L) монотоно расте со растењето на L и PC(L) → 1 кога L → ∞;
2. Ако p < 0.5, тогаш PC(L) монотоно опаѓа со растењето на L и PC(L) → 0 кога L → ∞;

3. Ако p = 0.5, тогаш PC(L) = 0.5 за сите L ;

Кај гласањето примерокот се проследува на ситe L класификатори и секој од нив го класификува во точно една од можните M класи (или може дури и да го отфрли не распоредувајќи го во ниту една од класите, „воздржувајќи“ се од гласањето). Се усвојува онаа класа за која што се одлучиле, односно „гласале“ n ≥ k класификатори. Зависно од избраната вредност на k се добиваат различните шеми за гласање кои ги одредуваат особините на системот.
Гласањето со консензус е најрестриктивно и бара сите класификатори да се сложат околу класата на која припаѓа примерокот. Доколку и само еден од нив изрази друго мислење, заедничка одлука не може да се донесе и примерокот се отфрла. Но, кога системот ќе донесе заедничка одлука, таа е многу надежна. Гласањето со консензус одговара на вредноста на k = n. 
Кај квалификуваното или 
„k‑од‑L“ мнозинство, за да се донесе одлука потребно е барем k > L/2 од L‑те гласачи да се согласат околу припадноста на примерокот кон една заедничка класа. Со избирање на соодветна вредноста за параметарот k може фино да се нагоди надежноста на системот. Системот со поголеми вредности на k ќе биде понадежен односно ќе има ниска рата на грешка, но ќе отфрла поголем број на примероците. За пониски вредности на k ќе се добие систем кој ќе отфрла помалку од примероците, но за сметка на тоа ќе има повисока рата на грешка.
Обичното или „просто“ мнозинско гласање е најмногу користено во практика и кај него за конечната одлука се бара да гласале повеќе од половината од гласачите.
Кај плуралното гласање нема ограничувања во минималниот број на гласови кои треба да ги освои „победникот“, односно се усвојува онаа класа која едноставно собрала најголем број на гласови. Кај него нема отфрлање на примерокот поради недоволен број на собрани гласови. За разлика од другите шеми за гласање кај плуралното гласање не е гарантирана единственоста на победникот, односно може да се случи и неколку кандидати да соберат подеднаков број на гласови. Истото може да се случи и кај другите шеми доколку се работи со парен број на гласачи. Во ваквите случаи или примерокот се отфрла или случајно се избира една од класите со максимален број гласови.
3.9 „Наивно“ баесово комбинирање

Наивното баесово комбинирање [228] претпоставува дека класификаторите кои се комбинираат се меѓусебно независни (затоа е називот „наивен“ во името). Баесовото комбинирање е обучен метод за комбинирање на класификатори од типот 1, кое почива на баесовиот формализам. Според овој пристап примерокот x се класификува во класата ci ако за нејзината постериорна веројатност важи:
(3.8)
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каде со S(i) се означени одлуките на секој од индивидуалните класификатори, при што правилата базирани на баесовата формула се обидуваат да ги проценат овие постериорни веројатности на независно множество за валидација.
Грешките што ги прави секој класификатор em вообичаено се изразуваат преку неговата конфузиона матрица CMm дефинирана како:
(3.9)
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во која секоја редица i одговара на класата ci, а секоја колона на настанот ek(x) = j. Секој од елементите 
[image: image144.wmf])
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 од матрицата го претставува бројот на примероци од класата ci кои се класификувани во класата cj од страна на класификаторот em. Конфузионата матрица CMm за обучениот класификатор em може да се добие ако класификаторот се употреби за класификување на множеството обележани примероци за валидација. Од (3.9) произлегува дека вкупниот број на примероци во множеството за валидација е:
(3.10)
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во кои вкупниот број на примероци од класата ci е:
(3.11)
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а бројот на примероци кои се распоредени во класата j од страна на класификаторот em е:
(3.12)
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Проценетата точност на класификаторот, според вредностите во конфузионата матрица може да се изрази како:

(3.13)
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За неидеалниот класификатор em кој понекогаш и греши, настанот em(x) = j со кој класификаторот го изразува своето верување дека примерокот x е од класата j содржи и извесна несигурност. Со познавањето на неговата конфузиона матрица, оваа несигурност може да се опише преку условната веројатност дека претпоставката x ( ci, i = 1, …, k е точна под услов да се појавил настанот em(x) = j, односно:
(3.14)
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На конфузионата матрица CMm може да се гледа и како на претходно знаење на експерт кој по појавата на настанот em(x) = j, ги изразува своите несигурни верувања за секој од меѓусебно ексклузивните настани x ( ci, i = 1, …, k како реален број bel(·). Колку е повисока bel(·) вредноста за дадена претпоставка, толку е поверојатно дека таа е точна. Според ова, познавајќи ја конфузионата матрица за даден класификатор, „експертот“ го изразува своето верување преку bel(·) вредноста за секоја од претпоставките x ( ci во форма на условна веројатност изразена како:
(3.15)

[image: image150.wmf]k

i

j

x

e

c

x

P

EN

x

e

c

x

bel

m

m

i

m

i

,...,

1

),

)

(

|

(

)

),

(

|

(

=

=

Î

=

Î

,
(3.15)

каде со EN е означено опкружувањето кое ги опфаќа настаните независни од em(x) = jm, m = 1, …, L, како на пример настанот на појава на специфичен примерок x на влезот на класификаторот.

На овој начин практично од класификаторот од типот 1 (кои дава само ознака на класа) се добива класификатор од типот 3 (кој дава квантитативни излези за секоја од класите како степен на верување дека примерокот е токму од неа).
При интегрирањето на мислењата според баесовиот критериум, од L класификатори e1, …, eL секој од нив ќе има и сопствена конфузиона матрица CM. При препознавањето, истиот примерок x проследен на сите класификатори ќе произведе L настани em(x) = jm, m = 1, …, L. Секој од овие настани во комбинација со соодветната конфузиона матрица за тој класификатор може да даде множество од верувања bel(x ( ci | em(x), EN), i = 1, …, k, од кои секое поддржува една од m-те претпоставки. Прашањето кое се наметнува е како да се обединат индивидуалните поддршки за да се добијат комбинирани bel(·) вредности:
(3.16)
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Од (3.15) и (3.16) според баесовото правило (2.1) се добива:
(3.17)

[image: image152.wmf])

|

)

(

,...,

)

(

(

)

|

(

)

,

|

)

(

,...,

)

(

(

)

(

,...,

)

(

|

[

)

(

1

1

1

1

1

1

EN

j

x

e

j

x

e

P

EN

c

x

P

EN

c

x

j

x

e

j

x

e

P

x

e

j

x

e

c

x

P

i

bel

L

L

i

i

L

L

L

i

=

=

Î

Î

=

=

=

=

Î

=


(3.17)

Доколку класификаторите e1, …, eL се независни тогаш и настаните e1(x) = j1, ..., eL(x) = jL ќе бидат независни еден од друг под услов x ( ci и 
[image: image153.wmf]EN

, и ќе имаме:
(3.18)
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Бидејќи:
(3.19)
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со замена на (3.19) во (3.17) се добива:
(3.20)
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каде P(x ( ci | em(x) = jm) може да се процени според (3.14) со замена на j со jm. P(x ( ci | EN) ја претставува веројатноста дека претпоставката x ( ci е точна под услов да се појавил x на влезот во даденото опкружување EN. Во практика, наместо изразот (3.20) се користи изразот:
(3.21)
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каде ( е константа која обезбедува 
[image: image158.wmf]å
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 и која може да се добие како:

(3.22)
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Конечно, примерокот x се класификува во класата j според правилото:
(3.23)
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3.10 Комбинирање со познавање на поведението на класификаторите – BKS (Behavior Knowledge Space)

BKS е обучен метод за комбинирање на класификатори од типот 1. За да се избегне претпоставката дека индивидуалните класификатори кои се комбинираат се независни и се со иста точност, BKS методот предлага изведување на конечната одлука на основа на познавањето на поведението на класификаторите кое може симултано да ги регистрира одлуките на сите класификатори на секој од примероците за обука. 

Просторот на познавање на поведението (BKS) е L-димензионален простор каде секоја димензија кореспондира на одлуките на еден од класификаторите. Секој од класификаторите избира една од k-те можни одлуки. Пресекот на одлуките од секој од индивидуалните класификатори адресира една ќелија во BKS. Секоја ваква ќелија во процесот на обука го акумулира бројот на примероци од секоја од класите. При класификација на непознати примероци, индивидуалните одлуки на класификаторите адресираат една ќелија во BKS и примерокот се класификува во класата која има најголем број на примероци во таа ќелија [98]. 
Нека c1, …, cL се класите во кои класификаторите e1, …, eL го распоредуваат примерокот x соодветно. Секоја можна комбинација на класите (c1, …, cL) ( {1, …, c}L претставува индекс на една ќелија во L-димензионална BKS табелата. Табелата се пополнува користејќи ги примероците од множеството за обука на комбинирањето, при што класите во кои го распределиле секој од означените примероци индивидуалните класификатори претставуваат адреса на ќелијата за која дадениот примерок претставува „влезен“ примерок. Секоја ќелија содржи: (1) бројачи на влезните примероци од секоја класа, (2) вкупен број на сите влезни примероци и (3) најдобрата репрезентативна класа за дадената ќелија. Ако со BKS(e(1),…,e(L)) ја означиме ќелијата во BKS табелата за која првиот класификатор го распоредил примерокот во класата e(1), и L-тиот класификатор во класата e(L), а со ne(1),…,e(L)(m) вкупниот број на влезни примероци од класата m во ќелијата BKS(e(1),…,e(L)), тогаш вкупниот број на влезни примероци во ќелијата BKS(e(1),…,e(L)) е
(3.24)
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а најдобрата репрезентативна класа за дадената ќелија е:
(3.25)
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Главниот недостаток на BKS методот е што е потребно релативно големо множество на примероци за пополнување на BKS табелата во која бројот на ќелиите расте експоненцијално со бројот на класификатори кои се комбинираат. Од друга страна комплексноста на BKS табелата зависи и од бројот на класите. Според оригинално предложениот BKS метод [98], во случаите кога ќелијата е празна (Te(1),…,e(L) = 0) или за која постојат барем две класи i и j со ист број на акумулирани влезни примероци (ne(1),…,e(L)(i) = ne(1),…,e(L)(j), i ≠ j), примерокот или се отфрла, или ако отфрлањето не е опција случајно се класификува во некоја од класите.

Со цел да се надминат овие ограничувања предложени се различни модификации на BKS методот, како вметнување на нови деформирани примероци во множеството за обука [171], методи за надминување на премногу оптимистичките проценки за точноста на класификаторите [163], методи за надминување на неодлучноста при одредувањето на репрезентативната класа за ќелиите за кои две или повеќе класи се приближно подеднакво веројатни [162] и методи за апроксимирање на дистрибуциите од висок степен со производ од дистрибуции од понизок ред [97]

 REF _Ref59876088 \r \h 
[110].
3.10.1 Модификација на BKS методот со дополнително гласање за неопределените случаи

Видовме дека големината на BKS табелата директно зависи од бројот на класификатори кои се комбинираат и бројот на класи во кои се класификуваат примероците. Со порастот на некој (или обата) од овие фактори димензионалноста на BKS табелата експоненцијално расте, со што бројот на примероци во валидациското множество потребни за нејзина популација станува многу голем. Ова особено доаѓа до израз ако индивидуалните класификатори кои се комбинираат се со релативно добри перформанси или се значително корелирани, што често се случува во практика, и при пополнувањето на BKS табелата најголемиот број на примероци се групираат во релативно мал број на ќелии. Во ваквиот случај најчесто голем број на примероците од валидациското множество е концентриран во и (на мало хамингово растојание) околу ќелијата која ја репрезентира идеалната одлука на класификаторите односно BKS(c,c,…,c) ( Nc, c = 1,…,L каде со Nc е означен бројот на примероци од валидациското множество кои се од класата c. При ова голем број на ќелиите во BKS табелата остануваат без влезни примероци, односно празни: ne(1),…,e(L)(m) = 0, (m. Ова е особено изразено во практика кога валидациското множество има слични распределби како и множеството за обука.

Во процесот на препознавање, кога BKS табелата се користи за донесување на најдобрата одлука на основа на индивидуалните одлуки на класификаторите, во случаите кога распределбата на индивидуалните одлуки на класификаторите се така распоредени што адресираат „празна“ ќелија во BKS табелата, според оригиналниот BKS метод, доколку неговото отфрлање не е опција, примерокот мора случајно да се распореди во некоја од класите. При ова случајно избирање на некоја од класите во која ќе биде класификуван примерокот за кој во BKS табелата немаме никакви податоци кои би ни помогнале да одлучиме во која класа да го распоредиме, се прави просечна грешка (k–1)/k каде k е бројот на класи. Оваа грешка би можела да се избегне доколку за ваквите примероци за кои не може ништо дополнително да се заклучи од BKS табелата, истата воопшто не ја користиме, односно за класификацијата на ваквите примероци одлучуваме само на основа на податоците добиени од класификаторите. Во ваквите случаи, кога располагаме со одлуките на класификаторите само на апстрактно ниво и никакви дополнителни информации за индивидуалните перформанси и меѓузависности на класификаторите, најлогичен начин за изведувањето на заедничката одлука е некоја од шемите за гласање. Бидејќи целата шема се спроведува под претпоставка дека отфрлањето на примерокот не е опција, соодветно мора да се примени и некоја од гласачките шеми кои сигурно мораат да донесат одлука, а тоа е плуралното гласање. И кај плуралното гласање, во случаите кога две или повеќе класи ќе соберат подеднаков број на гласови, мора случајно да се одлучува помеѓу нив. Под претпоставка дека вистинската класа на примерокот ќе се најде меѓу класите со најголем број на гласови, просечната грешка која се прави при ова ќе биде kv/k каде kv е бројот на класи кои добиле еднаков број на гласови, а k е вкупниот број на класи. Под претпоставка на релативно точни индивидуални класификатори, може да се очекува kv << k и вистинската класа најчесто да се најде меѓу класите кои добиле најголем број на гласови, и соодветно грешката која ќе се прави при ова ќе биде помала од грешката која би се правела доколку примерокот би се распоредувал во случајно избрана класа. 

Предложената модификација на BKS методот се однесува само на примероците за кои распределбата на индивидуалните одлуки на класификаторите се такви што адресираат „празна“ ќелија во BKS табелата. Ако се споредат просечните грешки кои се прават при случајниот избор на класа за ваквите примероци кај оригиналниот BKS метод и предложената модификација:
(3.26)
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се гледа дека кај предложениот метод со дополнително гласање, грешката нема да биде поголема доколку kv ( k – 1. Ова е автоматски исполнето ако бројот на класификатори кои се комбинираат е различен од целоброен производ од бројот на класи L ( n·k. Општо, грешката за ваквите примероци ќе биде еднаква на очекуваната грешка за плуралното гласање. Оваа грешка според CJT теоремата (поглавје 3.8) е помала од грешката на индивидуалните класификатори, доколку тие се доволно компетентни за самостојно да прават грешки со рата помала од ратата на грешка на случаен избор. Гласањето нуди подобрување само ако бројот на класификатори L > 2.
Според ова, за примероците за кои оригиналниот BKS метод случајно избира една од можните k класи, предложената модификација со дополнително гласање сигурно нема да прави поголема грешка при нивното класификување, вклучувајќи ја и грешката при случајниот избор на класата за оние примероци за кои нема да има јасен победник при гласањето.
Во практика, примероците кои во BKS табелата ќе адресираат „празна“ ќелија и за кои ќе се примени плуралното гласање, најчесто произведуваат kv = 1 и скоро секогаш kv << k што значи дека и кога ќе мора да се избира една од класите кои добиле еднаква поддршка од гласачите, ќе се прави случаен избор од kv а не од сите k можни класи како во оригиналниот метод. Под услов вистинската класа на примерокот да се нашла меѓу класите со најголем број гласови (што во практика најчесто се случува), со ваквиот случаен избор ќе се прави помала грешка.
Имплементацијата на дополнителното гласање за примероците кои ќе „паднат“ во празна ќелија на BKS табелата, е крајно едноставно и е тривијално во однос на комплексноста на реализацијата на BKS табелата. Гласањето може да биде дополнително изведено за примероците кои нема да може да се класификуваат според вредностите во BKS табелата. Доколку BKS табелата целосно се имлементира уште поефикасно е „празните“ ќелии во BKS табелата, односно оние за кои важи:

(3.27)
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уште при нејзината конструкција над валидациското множество да се пополнат со класата која најчесто се појавува во нејзиниот индекс, односно:
(3.28)
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со што сите примероци кои можат де бидат еднозначно класификувани, ќе може да се класификуваат со директно читање на соодветната вредност од BKS табелата без дополнително броење на гласовите. Примероците кои ќе адресираат ќелија за која не може да се одреди најдобра репрезентативна класа според (3.25) или (3.28) ќе бидат отфрлани или доколку отфрлувањето не е опција ќе се класификуваат во случајно избрана класа. Сепак целосната имплементација на BKS табелата најчесто не се практикува поради нејзината голема димензионалност и огромните мемориски ресурси потребни за нејзина потполна реализација особено кога се работи за поголем број на класификатори или класи.
Предложениот метод се однесува исто како и оригиналниот за примероците кои при препознавањето ќе адресираат „пополнета“ ќелија во BKS табелата. Однесувањето е исто и за примероците кои според индивидуалните одлуки на класификаторите ќе адресираат ќелија за која не може да се одреди единствен максимум според (3.25) или пак се „празни“, а најчесто појавената класа не е единствена според (3.28). Ваквите примероци или ќе бидат отфрлувани или доколку отфрлувањето на примерокот не е опција ќе се класификуваат во една случајно избрана од k-те класи. Разликата се однесува само на примероците за кои соодветната ќелија во BKS табелата е празна, за кои едноставното броење на гласовите од класификаторите има поголеми изгледи правилно да ги класификува отколку случајниот избор на класа според оригиналниот BKS метод.
Едноставната имплементација и фактот дека предложената модификација на BKS методот со дополнително гласање има најмалку еднакви перформанси на препознавање со оригиналниот метод, го прави особено добар кандидат за негова замена. Подобрените перформанси при препознавањето особено доаѓаат до израз при комбинирањето на поголем број на класификатори. Ова се должи пред сè на фактот што со зголемувањето на димензионалноста на BKS табелата, а притоа користејќи ист број на примероци за валидација за нејзина конструкција, таа станува сè „поретка“, односно процентуално поголем број на ќелии се „празни“. Ова практично значи дека при препознавањето, поголем број на примероци ќе адресираат „празни“ ќелии и наместо да бидат случајно класификувани во некоја од класите, за нив ќе биде применето плурално гласање со просто мнозинство кое има поголеми изгледи да го распореди примерокот во вистинската класа. 
3.11 Методи за комбинирање со прередување на ранг листата на класи
Целта на методите за комбинирање со прередување на класите во ранг листата (class set reordering) е да ја промовираат вистинската класа и да ја постават што повисоко на ранг листата на можни класи за дадениот примерок. Овие методи комбинираат класификатори кои даваат информација на подредено ниво (класификатори од типот 2). Основниот критериум за проценка на нивната успешност е позицијата на вистинската класа во прередената ранг листа да биде повисока во однос на нејзината позиција пред прередувањето во ранг листите на индивидуалните класификатори.
3.11.1 Комбинирање со избор на највисок ранг

Една од наједноставните методи за комбинирање на повеќе рангирања за прередување на ранг листата е методот на највисок ранг. Според овој метод секој примерок се проследува на L класификатори кои произведуваат ранг листа на класите за дадениот примерок, со што секоја класа е потенцијално различно рангирана од секој од L-те класификатори. Минимумот од овие рангирања (највисокиот ранг) се усвојува како конечна оценка за дадената класа. Потоа класите се прередуваат според добиените оценки со што се добива конечната прередена листа на класи за дадениот примерок. Пример за пресметување на оценките на класите според методот на највисок ранг е илустриран на слика 3.2. Во случаите кога повеќе класи се подеднакво рангирани во финалниот распоред, случајно се избира една од нив. Овој начин на комбинирање е употреблив само кога се работи за многу голем број на класи и релативно мал број на класификатори. Слабата страна на овој метод е што комбинираната ранг листа може да има повеќе класи со иста оценка, што ја прави доста непогодна за донесување на конечната одлука. Затоа овој метод не е погоден за комбинирање на класификатори при изведување на конечната одлука за припадноста на примерокот. Истиот може да биде доста користен за рангирањето на класите, односно редуцирање на бројот на можни класи за даден примерок кој ќе биде дополнително третиран имајќи ги предвид само највисоко рангираните класи кај повеќестепените системи за препознавање на примероци.
3.11.2 Комбинирање според методот за пребројување на Борда 
Комбинирањето според методот за пребројување на Борда (Borda count) претставува генерализација на методот за мнозинско гласање. За секоја класа cj Борда вредноста ја претставува сумата на бројот на класите кои се рангирани под класата cj од секој од класификаторите [12]. Формално, за секоја класа c од множеството класи S, нека Bj(c) е бројот на класи во S кои се рангирани пониско од класата c според класификаторот Cj (j = 1, ..., L). Тогаш Борда вредност за класата c е 
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. Пример за пресметување на Борда вредноста е претставен на слика 3.2.

Интуитивно, ако класата е рангирана блиску до врвот од страна на повеќе класификатори, нејзината Борда вредност тежи да биде поголема. Големината на Борда вредноста за дадена класа ја изразува согласноста од страна на ансамблот од класификатори дека примерокот е член на дадената класа. Резултантното рангирање на класите се прави според големината на вака дефинираната согласност. Конечно, примерокот се класификува во класата за која Борда вредноста е најголема, односно прворангираниот според Борда вредноста. За проблем со само две класи, комбинирањето по методот на Борда е еквивалентно на мнозинското гласање. 

Методот на Борда може да се разгледува како генерализација на либерално гласање каде секој од гласачите не гласа за само еден кандидат, туку ги рангира сите понудени кандидати, односно дава различен степен на поддршка за секој од нив. За проблем на избор од k кандидати, ова може да се интерпретира како давање на различен број на гласови за секој од кандидатите од страна на секој од гласачите, при што секој од гласачите располага со точно k пакети со по 1, 2, ..., k гласови кои ги распоредува на сите кандидати. Секој од гласачите го доделува пакетот со k гласови на својот прв избор, пакетот со k–1 гласови на вториот избор, итн.
Кај Борда методот може да се случи две или повеќе класи да добијат иста поддршка, односно да имаат исти Борда вредности, во кои случаи може едноставно случајно да се избере една од еднакво оценетите класи. Постојат различни варијации на Борда методот [12], вклучувајќи и такви кои посебно го третираат проблемот на нерешен резултат при рангирањето. 
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тежина:
0.23
0.16
0.41
0.35
Метод на највисок ранг:


H(x)
=
min ( 8, 4, 8, 5 ) = 4


H(y)
=
min ( 4, 7, 2, 3 ) = 2

Метод на Борда:


B(x)
=
(10 – 8) + (10 – 4) + (10 – 8) + (10 – 5)



=
2 + 6 + 2 + 5



=
15


B(y)
=
(10 – 4) + (10 – 7) + (10 – 2) + (10 – 3)



=
6 + 3 + 8 + 7



=
24

Тежински метод на Борда:


L(x)
=
0.23·(10 – 8) + 0.16·(10 – 4) + 0.41·(10 – 8) + 0.35·(10 – 5)



=
0.23 · 2 + 0.16 · 6 + 0.41 · 2 + 0.35 · 5



=
3.99


L(y)
=
0.23·(10 – 4) + 0.16·(10 – 7) + 0.41·(10 – 2) + 0.35·(10 – 3)



=
0.23 · 6 + 0.16 · 3 + 0.41 · 8 + 0.35 · 7



=
7.59


Слика 3.2: Пресметување на највисокиот ранг и Борда вредноста за две (x и y) од десет можни класи според рангирањата на четири класификатори
3.11.3 Тежински Борда метод и логистичка регресија

Борда методот за комбинирање ги третира индивидуалните класификатори како потполно независни и рамноправни, што може да биде непогодно доколку однапред знаеме дека одредени класификатори имаат повеќе шанси да бидат во право при одлучувањето во однос на останатите. Во ваквите случаи може да се примени тежинското Борда пресметување, како обучен метод за комбинирање на класификатори кои даваат барем ранг листа на класите за секој примерок.
Тежинското Борда комбинирање претставува модификација на Борда методот со придружување на тежини со кои се множат рангирањата од секој од класификаторите со што методот се адаптира за комбинирање на класификатори со различни точности. Овие тежини ја одразуваат релативната важност на секој од индивидуалните класификатори во ансамблот. Пример за пресметување на тежинската Борда вредност е претставен на слика 3.2. Тежините на секој од индивидуалните класификатори во ансамблот може да се одредат според методот на логистичка регресија [90]. 

Методот за комбинирање со логистичка регресија е најмоќен од трите разгледани методи за прередување на ранг листата на класи, и тој е обучен метод. За негова имплементација е потребна проценка на тежините асоцирани кон секој од индивидуалните класификатори кои мора да се изведат на релативно големо независно множество на примероци за валидација. 
3.12 Комбинирање по пат на усреднување 
Методите за комбинирање со усреднување се едни од најчесто применуваните во практика. Усреднувањето е директно применливо само при комбинирањето на класификатори од типот 3, односно комбинирањето се изведува на квантитативните излези од класификаторите. Методите за комбинирање по пат на усреднување почиваат на претпоставката дека класификаторите се независни меѓусебе и дека се со слични перформанси. При усреднувањето интуитивно се очекува средната вредност од повеќе несигурни, но релативно точни мерења на иста величина да дадат подобра проценка за мерената величина. 
Формално, ако за секој примерок x, секој од класификаторите ei, (i = 1, …, L), произведува вектор од реални вредности Me(i) = [mi1, …, mik]T каде со mit е означен степенот на верување дека примерокот x е од класата t според класификаторот ei, усреднувањето претставува функција со која од излезите од сите L класификатори за класата t (t = 1, …, k) се произведува единствена вредност at како степен на верување дека примерокот е од дадената класа:

(3.29)
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каде F е функцијата за усреднување (слика 3.3). 
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Слика 3.3. Процес на комбинирање на класификатори

Финалната одлука се донесува според правилото за максимална припадност (3.4) односно:

(3.30)
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Функцијата за усреднување секогаш ги усреднува излезите за иста класа од сите класификатори, притоа еднакво третирајќи ги сите класификатори и сите класи. Во зависност од избраната функција за усреднување се добиваат различни методи за комбинирање.
3.12.1 Геометриска средина

Ако за функцијата за усреднување се избере геометриската средина:

(3.31)
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се добива т.н. комбинирањето со производ, геометриско усреднување или „правило на производ“ (product rule). При имплементацијата во практика најчесто се избегнува коренувањето на производот на излезите од класификаторите, бидејќи од него не зависи изборот на класата според правилото за максимална припадност:
(3.32)
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Правилото за комбинирање по пат на производ произлегува директно од баесовото правило, под претпоставките дека излезите од класификаторите може да се интерпретираат како постериорни веројатности, класификаторите да се меѓусебно статистички независни и априорните веројатности на класите да се меѓусебно еднакви, односно сите класи да се подеднакво веројатни [117]. 
3.12.2 Аритметичка средина
Ако како функција за усреднување се избере аритметичката средина:

(3.33)
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се добива комбинирањето со просек или „правило на сума“ (sum rule). При имплементацијата во практика најчесто се избегнува делењето на сумата на излезите од класификаторите со нивниот број, бидејќи од оваа операција не зависи изборот на класата според правилото за максимална припадност:

(3.34)
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И правилото за комбинирање по пат на сумирање може да се изведе од баесовото правило под претпоставка дека излезите од класификаторите може да се интерпретираат како постериорни веројатности и дека вака добиените постериорни веројатности не се разликуваат драстично од априорните веројатности [117]. Иако втората претпоставка е доста слободно усвоена и честопати не може да се обезбеди во практика, сепак комбинирањето на класификатори по пат на аритметичка средина од нивните излези е најшироко употребуваниот метод за комбинирање кој во практика редовно дава еден од најдобрите резултат од необучуваните методи за комбинирање. 
Главната разлика при комбинирањето со примена на геометриската и аритметичката средина на излезите е во нивната осетливост на грешка, односно колку грешките на индивидуалните класификатори се одразуваат на комбинираниот излез. Грешката на некој од индивидуалните класификатори многу повеќе влијае при комбинирањето користејќи геометриска средина отколку при користењето аритметичка средина. Така на пример доколку само еден од индивидуалните класификатори не го препознае примерокот и произведе 
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 тогаш и за целиот производ ќе важи 
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, независно од тоа како го препознале примерокот останатите класификатори во ансамблот. Овој ефект кај хармониското комбинирање е уште подрастично изразен. Комбинирањето со аритметичка средина е најмалку осетливо на грешките на индивидуалните класификатори. 

3.12.3 Хармониска средина

Ако за функција за усреднување се земе хармониската средина:

(3.35)

[image: image177.wmf]å

=

=

L

i

i

L

H

m

L

m

m

F

1

1

1

)

,...,

(

,
(3.35)

се добива хармониско комбинирање. И тука при практичната имплементацијата може да се изостави факторот L во броителот од кој не зависи изборот на класата според правилото за максимална припадност кое може да се трансформира во:
(3.36)
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3.12.4 Комплементарен производ

Кога вредностите кои се усреднуваат може да се интерпретираат како веројатности, може да се примени и усреднување на комплементарниот производ дефинирано како:
(3.37)
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И кај комбинирањето со комплементарен производ при практичната имплементацијата може да се изостави коренувањето на производот и може да се бара минимумот од производите на комплементите наместо максимум од комплементите на ваквите производи:
 (3.38)
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Доколку излезите од класификаторите 
[image: image181.wmf]))
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 се интерпретираат како постериорна веројатност дека примерокот x е од класата ci, тогаш може да се смета дека веројатноста на спротивниот настан претставува комплемент на оваа веројатност:
(3.39)
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(3.39)
Тогаш, комбинирањето на излезите од повеќе класификатори може да се изведе со комбинирање на веројатностите на комплементарните (спротивните) настани и комплементирање на вака добиената вредност. Токму овој пристап го следи и комбинирањето со комплементарен производ. 
3.12.5 Анализа на осетливоста на грешка на комбинирањата со усреднување

За попрецизно согледување на влијанието на грешката на индивидуалните класификатори на грешката на комбинацијата од класификатори ќе ја спроведеме следнава анализа. Беше споменато дека правилата за комбинирање со аритметичка средина и со геометриска средина може да се изведат од баесовото правило ако излезите од класификаторите може да се интерпретираат како постериорни веројатности. Не смее да се заборави дека класификаторите не се идеални и нивните излези сепак се само проценки на овие постериорни веројатности кои ќе се разликуваат од вистинската веројатност за некоја грешка 
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Всушност, ваквите проценки на веројатностите и учествуваат во комбинирањето. Да го разгледаме влијанието на овие отстапувања 
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 при комбинирањето на класификаторите со геометриското, аритметичкото, хармониското и усреднувањето со комплементарен производ. 
Грешка при комбинирање со правило на производ. Ако според правилото за максимална припадност за одредување на класата при комбинирањето со геометриска средина (3.32), 
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 се добива:
(3.41)
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Под претпоставка дека 
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 и дека 
[image: image190.wmf]0

¹

j

i

m

 производот од (3.83) може да се преуреди во:

(3.42)
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(3.42)

што понатаму може да се линеаризира со развој во Маклоренов ред и со занемарување на сите членови со степен поголем од еден во:
(3.43)
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Заменувајќи го (3.43) во (3.41) конечно се добива:
(3.44)
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(3.44)
Споредувајќи ги (3.32) и (3.44) може да се забележи дека поддршката за секоја од класите добиена како комбинација од поддршките за таа класа од индивидуалните класификатори над кои се применува правилото за максимална припадност, е променета од фактор:
(3.45)
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Грешка при комбинирање со правило на сума. Спроведувајќи слична анализа и за влијанието на грешката при комбинирањето со аритметичка средина, се добива:
(3.46)
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(3.46)

од каде се гледа дека поддршката за секоја од класите добиена како комбинација од поддршките од индивидуалните класификатори над кои се применува правилото за максимална припадност, е променет од фактор:
(3.47)
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Споредувајќи ги влијанието на грешките при комбинирањето со геометриска средина (3.42) и при комбинирањето со аритметичка средина (3.47) се гледа дека осетливоста на грешки е многу поизразена при комбинирањето со геометриска средина. Бидејќи излезите од класификаторите 
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 кои честопати можат директно да се интерпретираат како постериорни веројатности (или може соодветно да се прилагодат), се помали од еден, делењето на грешките 
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 со нив во (3.42) има зајакнувачки ефект на грешките. За разлика од ова, делењето на сумата на грешките со сумата на постериорните веројатности во (3.47) ќе има многу помал ефект бидејќи може да се очекува оваа сума за најверојатната класа да биде поголема од еден и да има намалувачки ефект на грешките. Одовде може да се заклучи дека комбинирањето со аритметичка средина е многу поотпорно на грешките на индивидуалните класификатори. Од друга страна, само еден послаб или несигурен класификатор во ансамблот од класификатори кои се комбинираат со геометриска средина може значително да ги намали перформансите на комбинацијата.
Грешка при комбинирање со хармониска средина. Со замена на 
[image: image199.wmf]j

i

m

 со 
[image: image200.wmf]j
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 во изразот за максимална припадност при хармониското комбинирање (3.36) се добива:

(3.48)
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од каде со развојот во Маклоренов ред и занемарување на сите членови со степен поголем од еден се сведува на:

(3.49)
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(3.49)

Споредувајќи ги (3.36) и (3.49) може да се забележи дека поддршката добиена како комбинација за секоја од класите, е променета од фактор:
(3.50)
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(3.50)
Одовде се гледа дека зајакнувачкиот ефект на индивидуалните грешки е уште поизразен отколку кај комбинирањето со геометриска средина, бидејќи секоја грешка се дели со квадратот од излезот од класификаторот, но истовремено и влијанието на сумата на грешки е ослабнато од множителот пред сумата, бидејќи за 
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што е всушност самата хармониска средина на излезите од класификаторите. 

Грешка при комбинирање со комплементарен производ. Со замена на 
[image: image206.wmf]j

i

m

 со 
[image: image207.wmf]j

i

m

ˆ

 во изразот за максимална припадност при хармониското комбинирање (3.38) се добива:

(3.52)
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(3.52)

од каде со развојот во Маклоренов ред и занемарување на сите членови со степен поголем од еден се добива:

(3.53)
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(3.53)

Споредувајќи ги (3.38) и (3.53) се гледа дека комбинираната поддршката за секоја од класите, е променета од фактор:

(3.54)
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(3.54)

од каде се гледа дека влијанието на грешките е слично како кај комбинирањето со геометриската средина, само што овде зајакнувачките фактори се комплементите на излезите од класификаторите.

Од изразите за влијанието на грешката при комбинирањето на класификатори со усреднување се гледа и зошто со комбинирањето ефективно се елиминира варијансната компонента во грешката на класификаторите. Распределбата на варијансната компонента во грешките на класификаторите е симетрична функција, односно може да се очекува дека приближно еднаков број на класификатори ќе имаат позитивни и негативни отстапувања кои сумирани ќе се поништуваат. Од друга страна бајас компонентата во грешките има ист знак и директно влијае на одлуката и во комбинацијата.

3.13 Комбинирање со подредување 
Комбинирањето со подредување (order statistics) подразбира подредување на излезите за одредена класа од сите класификатори во неопаѓачки редослед според нивната вредност:
(3.55)
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По вака дефинираното подредување може да се дефинираат три нови методи за комбинирање на класификатори: правило на максимум, правило на минимум и правило на медијана [200]

 REF _Ref61880603 \r \h 
[203].

3.13.1 Правило на максимум

Според правилото на максимум од излезите од сите класификатори за одредена класа t се избира оној со максимална вредност 
[image: image212.wmf]t
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. Од вака избраните излези за секоја од класите потоа се избира класата во која конечно ќе се распореди примерокот според правилото за максимална припадност (3.30), односно функцијата за „усреднување“ во овој случај е функција за избор на максимум:
(3.56)
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Овој метод за комбинирање е познат и под името макс-макс критериум за избор бидејќи прво за секоја класа се избира максималната поддршка од сите класификатори, а потоа се избира класата за која поддршката е максимална.

3.13.2 Правило на минимум

Правилото на минимум, од излезите на сите класификатори за одредена класа t го избира оној со минимална вредност 
[image: image214.wmf]t
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. Од вака избраните минимуми за секоја од класите потоа се избира класата во која конечно ќе се распореди примерокот според правилото за максимална припадност (3.30), односно во овој случај функцијата за „усреднување“ е функција за избор на минимум:

(3.57)
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Овој метод за комбинирање е позната и под името мин-макс критериум за избор бидејќи прво за секоја класа се избира минималната поддршка од сите класификатори, а потоа се избира класата за која поддршката е максимална.

3.13.3 Правило на медијана

Според правилото на медијана, се избира излезот кој би се нашол во средината на подредената листа од сите излези од класификаторите за одредена класа t, или попрецизно:

(3.58)
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(3.58)

Со изборот на средишната (медијална) вредност од дадена дистрибуција се обезбедува подеднаков број од примероците од дистрибуцијата да бидат со поголема и со помала вредност од медијалната. Во овој случај функцијата за „усреднување“ е функција за медијана, по што примерокот се распоредува во класата според правилото за максимална припадност:
(3.59)
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Комбинирањето по правилото на максимум практично значи дека за секоја класа се избира излезот од само еден од класификаторите и тоа од оној кој е „најубеден“ дека примерокот е од дадената класа. Недостатокот на овој вид на комбинирање е што единствен класификатор кој постојано дава високи (премногу самоуверени) вредности, може лесно да ги наруши перформансите на комбинацијата. При комбинирањето по правилото на минимум за секоја класа се избира излезот од оној класификатор кој е „најмалку убеден“ дека примерокот е од дадената класа. Недостатокот на овој вид на комбинирање е сличен како за правилото на максимум, односно перформансите на комбинацијата може лесно да ги наруши единствен класификатор кој постојано дава ниски (неуверливи) вредности. Комбинирањето по правило на медијана пак, го избира „најтипичниот“ излез од класификаторите за секоја класа, со што е отпорен на недостатоците на мин-макс и макс-макс критериумите. Доколку системот по комбинирањето превзема и отфрлање на несигурните примероци, мин-макс критериумот е попожелен бидејќи овозможува со едноставно правило за отфрлање да се постигне поголема доверливост на системот, односно овозможува сомнителните примероци полесно да бидат разобличени.
3.13.4 Релации помеѓу правилата за усреднување и подредување

Уште Питагора докажал дека за аритметичката (A), геометриската (G) и хармониската (H) средина важи H ( G ( A [55]. Исто така познато е дека:

(3.60)

[image: image218.wmf]L

i

x

x

x

L

x

x

i

i

L

i

L

i

i

L

L

i

i

i

L

i

,...,

1

,

0

),

(

max

1

)

(

min

1

1

1

1

=

³

"

£

£

£

=

=

=

=

å

Õ

.
(3.60)
Ако вредностите кои се усреднуваат се ограничат на опсегот [0,1], односно ако се работи за веројатности може да се покаже дека важи и:
 (3.61)
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(3.61)

со што во релацијата се вклучени и хармониската и комплементарната средина.

Доказ: Од (3.60) имаме:
(3.62)
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Од друга страна, 

(3.63)
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па ќе важи и:
(3.64)
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односно:

(3.65)
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(3.65)

што конечно може да се напише и како:

(3.66)
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Од друга страна пак, од (3.60) имаме:

(3.67)
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Слично, ако се искористи (3.63) и се замени во (3.67) се добива:

(3.68)
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Користејќи го фактот дека:
(3.69)
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ако (3.69) се замени во (3.68) се добива:

(3.70)
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што може да се напише и како:

(3.71)
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Од (3.66) и (3.71) се добива:
(3.72)
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од каде се гледа дека хармониската средина на множество позитивни вредности е поголема од минималната вредност, а помала од нивната геометриска средина.
Ако се ограничиме само на вредности кои може да се интерпретираат како веројатности, тогаш:
(3.73)
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и ако (3.73) го замениме во (3.62) се добива:
(3.74)
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од каде конечно се добива:
(3.75)
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Од (3.60) исто така имаме:

(3.76)
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Ако пак (3.73) го замениме во (3.76) се добива:

(3.77)
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Користејќи го фактот дека:
(3.78)
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(3.77) преминува во:
(3.79)
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од каде се добива:
(3.80)
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Од (3.75) и (3.80) произлегува:
(3.81)
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од каде се гледа дека комплементарниот производ на множество веројатности е поголем од минималната веројатност, а помала од нивната аритметичка средина. Вклучувајќи ги (3.72) и (3.81) во (3.60) се добива релацијата (3.61) која ги обединува сите комбинирања со усреднување и избор со подредување освен медијаната. 
Од релацијата (3.61) се гледа дека вредноста добиена при комбинирање на веројатности со хармониска средина секогаш ќе биде позиционирана помеѓу минималната вредност и геометриската средина. Слично вредноста добиена при комбинирање на веројатности со комплементарен производ секогаш ќе биде позиционирана помеѓу аритметичката средина и максималната вредност. Според ова може да се очекува дека и по останатите карактеристики како осетливоста на грешка, при присуството на класификатор во ансамблот кој постојано дава екстремни вредности или на класификатор со изразен бајас, комбинирањето со хармониска средина односно со комплементарен производ ќе се наоѓа некаде помеѓу соодветните карактеристики на минимумот и геометриската средина, односно аритметичката средина и максимумот.
Графички приказ на вредноста која се добива при комбинирање на два класификатора со изложените методи за усреднување и подредување е даден на слика 3.4 од каде исто така може да се види важењето на релацијата (3.61). Вредностите на двата индивидуални класификатори се менуваат од 0 до 1, а резултантната вредност на комбинацијата е дадена на вертикалната оска. 
Користејќи ја релацијата (3.60) од правилата за комбинирање со аритметичка средина и геометриска средина со нивното апроксимирање со горната односно долната граница, произлегуваат правилата за избор на максимум и минимум. Од друга страна, ако излезите од класификаторите се претворат во бинарни вредности:

(3.82)
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(3.82)

правилото за комбинирање со сума се сведува на комбинирање со гласање.

Кај методите за усреднување, грешката на еден од класификаторите директно влијае и на средината што може да доведе до погрешна одлука. Медијаната, која единствено не може да се вклопи во релацијата (3.61), претставува поробусна проценка на средната вредност од аритметичката средина и е поотпорна на екстремните грешки на некој од класификаторите од аритметичката средина. Со изборот на излезот кој се нашол во средината на подредената листа на излезите од класификаторите за одредена класа (3.58), се избегнува влијанието на евентуалните екстремни грешки на некои од класификаторите.
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в)
г)
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д)
ѓ)

Слика 3.4. Графички приказ на излезот при комбинирање со усреднување и подредување на два класификатора: а) минимум; б) хармониска средина; в) геометриска средина; г) аритметичка средина; д) комплементарен производ; ѓ) максимум 
3.14  Dempster-Shafer комбинирање
Ова комбинирање почива на примената на теоријата за докази (Dempster-Shafer theory of evidence) [43][180]. Dempster-Shafer (D-S) теоријата претставува моќно оружје за претставување на несигурно знаење. D-S теоријата наместо да ја пресметува веројатноста на дадена претпоставка се концентрира кон наоѓањето на веројатноста дека доказите (сведоштвата) ја поддржуваат претпоставката. Според ова, недостатокот на докази не мора неизбежно да повлекува и дека претпоставката е погрешна. Особено е погодна за користење кај непотполни модели кај кои не може да се обезбедат доволно податоци кои би можеле прецизно да ги проценат априорните и условните веројатности на настаните. D-S теоријата овозможува претстава на непрецизноста на поддршката која се дава на основа на доказите, поради нивната несигурност или нецелосност, односно додава скептичност во резонирањето.
Довербата (belief) кон некој настан ја претставува веројатноста дека настанот е поддржан од страна на расположливите докази. Уверливоста (plausability) ја изразува веројатноста дека настанот е компатибилен со расположливите докази (доказите не го побиваат настанот иако можеби директно не го поддржуваат).

D-S теоријата почива на одредувањето на доверливоста за некој настан која се пресметува преку BPA (basic probability assignement) функција. Нека ( = {(1, …, (M} е множество на конечен број хипотези. Подмножеството 
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(3.83)
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Во стандардната теорија на веројатност мерката verojatnost се придружува кон атомична хипотеза (i, додека m(A) е дел од довербата која ја поддржува хипотезата A, но не поддржува ништо поспецифично, како одредени подмножества од A. Доколку A не е едноелемнтно подмножество (A ( (i), m(A) не може понатаму да се подели на помали подмножества. Традиционалната теорија на веројатност условува довербата и недовербата искажани кон некој настан да бидат комплементарни P(a) + P((a) = 1, додека D-S теоријата оди чекор подалеку и дозволува релативната доверливост или недоверливост да се остават неспецифицирани и според неа m(A) + m((A) ( 1.
Степенот на доверливост bel(·) е вредност од опсегот [0, 1] која се доделува на секое непразно подмножество B од ( и се изразува преку BPA функцијата како:

(3.84)
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Одовде доверливоста претставува мерка која ги зема предвид сите докази кои ја поддржуваат хипотезата A. 
Степенот на уверливост (plausability) пак pla(·) се дефинира како:

(3.85)
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и претставува мерка која ги зема предвид сите докази кои не ја побиваат хипотезата A. Одовде bel(·) и pla(·) вредностите претставуваат долна и горна граница соодветно на интервалот на доверливост за дадена хипотеза или настан. Од друга страна BPA функцијата може да се смета како генерализација на функцијата на распределба на веројатност каде степенот на доверливост би бил генерализација на функцијата на веројатност. 
Кога постојат две или повеќе сведоштва, ќе постојат и две или повеќе множества од BPA функции и доверливости за подмножества од истото множество (. Под претпоставка дека овие сведоштва се независни меѓу себе, може да се примени D-S правилото за комбинирање со кое се добиваат нови BPA и доверливости кои го изразуваат комбинираното влијание на повеќето сведоштва. Според D-S правилото за комбинирање две BPA функции m1 и m2 кои ги поддржуваат хипотезите A и B соодветно, во единствена m која ја поддржува хипотезата C = A(B ( ( е дефинирано како:
(3.86)
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При комбинирањето според D-S правилото ( операторот е комутативен и асоцијативен, па комбинирањето на повеќе сведоштва директно произлегува од (3.86). Комбинирањето на класификатори според D-S правилото директно зависи од сведоштвата обезбедени од класификаторите. Xu [228] комбинира класификатори кои како излез даваат само класа на примерокот и вклучуваат отфрлање според D-S правилото, при што ратите на препознавање, супституција и отфрлање се употребени како мерка за BPA и доверливоста m. Rogova [169] користи неколку мерки за сличност помеѓу референтниот излезен вектор и актуелните излези од класификаторите кои ги трансформира во сведоштва за да го примени D-S правилото за комбинирање. Употребените референтните вектори се составени од средните вредности 
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 се трансформира во BPA вредности како:

(3.87)
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Сведоштвото од класификаторот cn за класата k се добива со комбинирањето на 
[image: image256.wmf]k
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. Конечно, D-S правилото се употребува за да се комбинираат сведоштвата од сите класификатори и да се добие мерка на доверливост за секоја од класите. Варијации на D-S правилото за комбинирање вклучуваат различни мерки за сличност [169], поинакви фактори за нормализација [1] и тежинско комбинирање на сведоштвата [226]

 REF _Ref59988878 \r \h 
[227]. Со примена на различни мерки за сличност како опишаните мерки за сличност и растојанија применети при комбинирањето со шаблони за одлучување (види поглавја 3.19 и 3.20) се добиваат различни варијанти на D-S правилото за комбинирање.
3.15 Веројатносен производ

Веројатносниот производ [120][120][195] е метод за комбинирање на класификатори кој слично како и комбинирањето со правилото на производ (геометриска средина) тргнува од баесовото правило и под претпоставка дека излезите од класификаторите може да се интерпретираат како постериорни веројатности и дека класификаторите се меѓусебно статистички независни се добива:

(3.88) 
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каде со 
[image: image258.wmf])
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 е означена априорната веројатност за појава на класата cj. Априорните веројатности за секоја од класите се проценуваат од множеството за обука на класификаторот како:

(3.89)
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каде Nj е бројот на примероци од класата cj а N е вкупниот број на примероци за обука.
Комбинирањето со веројатносен производ се разликува од правилото на производ само по вклучувањето на проценетите вредности на априорните веројатности за секоја од класите, со што донекаде ги амортизира грешките на класификаторите. За класификациските проблеми во кои сите класи се приближно подеднакво застапени ова правило за комбинирање се сведува на правилото на производ.
3.16 Комбинирање со неспецифициран интеграл
Неспецифицираниот интеграл (fuzzy integral) е нелинеарен функционал кој е дефиниран во однос на неспецифицирана мера, особено gλ неспецифицираната мера предложена од Sugeno [189] и е користен од повеќе автори за комбинирање на резултатите од повеќе извори на информации [31][32]

 REF _Ref58790137 \r \h 
[190][209]

 REF _Ref62275036 \r \h 
[215][229]. 
Неспецифицираните мери претставуваат генерализација на класичните мери. Пресликувањето g : 2Y → [0, 1], каде Y е конечно множество, е наречено неспецифицирана мера ако:
1. g(() = 0, g(Y) = 1,
2. g(A) ( g(B) ако A ( B,
3. ако 
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 е растечка секвенца на мерливи множества, тогаш:
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Вака дефинираното пресликување g не мора де биде адитивно и кај него својството на монотоност го заменува својството на адитивност. Од оваа дефиниција Sugeno ја вовел gλ неспецифицираната мера која го задоволува и следниот дополнителен услов:
(3.91)
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за сите A, B ( Y и A ( B = ( и за некое λ > –1. Таа овозможува мерата на унијата на две дисјунктни множества да може да се пресмета директно од мерите на компонентите (множествата).
Ако Y е конечно множество и h : Y → [0, 1] е неспецифицирано подмножество на Y, тогаш неспецифицираниот интеграл над A ( Y на функцијата h во однос на неспецифицираната мера g е дефиниран како:

(3.92)
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каде h( е т.н. (-ниво подмножество од h:
(3.93)
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Интерпретацијата на употребените ознаките е следнава: h(y) го изразува степенот со кој концептот h е задоволен од y. Изразот miny(Eh(y) го изразува степенот со кој концептот h е задоволен од сите елементи во E. Вредноста g(E) го изразува степенот со кој подмножеството E го задоволува концептот кој го мери g. Неспецифицираниот интеграл може да се интерпретира како пронаоѓање на максимален степен на согласност меѓу објективните докази и очекувањето.
Пресметувањето на неспецифицираниот интеграл е дефинирано на следниот начин: Ако Y = {y1, y2, …, yn} е конечно множество и h : Y → [0, 1] е функција, нека елементите во Y ги подредиме така да биде задоволено:

(3.94)
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Тогаш неспецифицираниот интеграл e, во однос на неспецифицираната мера g дефинирана над Y може да се пресмета како:
(3.95)
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каде Ai = {y1, y2, …, yi}. Кога g е gλ неспецифицираната мера, вредностите на g(Ai) може да се одредат рекурзивно како:
(3.96)
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(3.97)
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каде λ се добива со решавање на равенката:
(3.98)
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каде λ ( (–1, +() и λ ( 0. Според ова за пресметување на неспецифицираниот интеграл во однос на gλ неспецифицираната мера потребно е само познавање на функцијата на густина на распределба, каде i-тата густина gi се интерпретира како степенот на важност на изворот yi за конечниот исход.
При комбинирањето на класификатори со употреба на неспецифицираниот интеграл класификаторите се третираат како извори на информации и нивните излези се фузионираат користејќи го неспецифицираниот интеграл за да се донесе единствена одлука. Нека C = {c1, c2, …, ck} е множеството на класи во класификацискиот проблем и нека Y = {y1, y2, …, yL} е множеството на класификатори кои се комбинираат. Ако x е објектот кој треба да се препознае, нека функцијата hj : Y → [0, 1] претставува делумна проценка дека објектот x е од класата cj, односно hj(yi) претставува индикација за тоа колку сме сигурни дека класификацијата на објектот x во класата cj од страна на класификаторот yi е точна, каде 1 означува апсолутна сигурност, додека 0 означува апсолутна сигурност дека тоа е погрешно односно дека објектот x не е од класата cj.
За секој класификатор ci треба да се придружи соодветна неспецифицирана густина gi која го изразува степенот на важност на соодветниот класификатор во ансамблот. Овие густини можат да бидат субјективно доделени од страна на експерт или пак да бидат проценети на основа на примероци од множеството за валидација. На основа на доделените неспецифицирани густини, од (3.98) се пресметува λ, и со (3.96) и (3.97) се конструира неспецифицираната мера gλ. Конечно со (3.95) се пресметува неспецифицираниот интеграл, а потоа класата cj со најголема вредност на интегралот се избира како конечна класа во која се распоредува примерокот.

Неспецифицираните густини gi што се придружуваат на секој од класификаторите треба да ја репрезентираат важноста на класификаторот. Најсоодветно е за ова да се земе проценетата точност на класификаторите при класификацијата на примероци од множеството за валидација. Wang el al. [215] предлагаат за gi да се земе половина од проценетата веројатност за точна класификација од страна на класификаторот ei:

(3.99)
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додека Cho et al. [32] користат 
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При комбинирањето на класификатори за препознавање на примероци, λ се пресметува само еднаш на основа на проценетите точности на класификаторите од ансамблот. Неспецифицираната мера gλ пак мора да се одредува за секој примерок пооделно, бидејќи поради (3.94) и мерите gi мора да се подредат соодветно на актуелните излези од секој од класификаторите. 
Според ова комбинирањето на класификатори со употреба на неспецифициран интеграл се одвива во следниве чекори:

1. Фиксирај ги неспецифицираните густини g1,…,gL според важноста на секој од класификаторите. 
2. Пресметај го λ како единствениот реален корен поголем од –1 на равенката (3.98).
3. За секој примерок x:
4. 


За секоја од можните класи j (j = 1, …, k):
5. Подреди ги излезите од класификаторите ei(x) = mij , i = 1, …, L кои ја изразуваат поддршката на хипотезата дека примерокот x е од класата j во опаѓачки редослед така да: 
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;
6. Подреди ги соодветно и неспецифицираните густини gi1, …, giL;

7. Пресметај ги рекурзивно g(Ai) според (3.96) и (3.97);
8. Пресметај го неспецифицираниот интеграл според (3.95) каде h(yi) се заменува со излезот од класификаторот mij и n со бројот на класификатори L. Добиената вредност (j се интерпретира како степен на фузионирана поддршка за класата j (односно дека примерокот x е до класата j);
9. Распореди го примерокот во класата за која вредноста на интегралот е најголема, односно одреди ја конечната класа според правилото за максимална припадност 
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Клучна за комбинирањето со неспецифициран интеграл е вредноста на λ која се добива од неспецифицираните густини кои се одредуваат на основа на проценетата важност на индивидуалните класификатори. Важноста на секој од класификаторите може да се одреди според проценетата точност на секој од нив според (2.3), користејќи го множеството за валидација. Точноста на класификаторот може да се пресмета и од вредностите во конфузионата матрица (3.9) за дадениот класификатор, според (3.13). При ваквото одредување на неспецифицираните густини, точноста се одредува интегрално за целиот класификатор, независно од класата на примероците. На овој начин се проценува веројатноста дека произволен примерок ќе биде правилно класификуван независно од неговата вистинска класа. При комбинирањето со неспецифициран интеграл тоа значи дека класификаторите се третираат како симетрични класификатори за кои се одредува единствана густина на распределба за сите класи, односно се одредува единствено λ за ансамблот. Со вака одреденото единствено λ потоа се одредуваат поддршките за секоја од можните класи за секој примерок кој се препознава.
3.16.1 Модификација на комбинирањето со неспецифициран интеграл

Во практика класификаторите не мора да имаат симетрични перформанси во однос на сите класи, односно често се случува класификаторот подобро да ги препознава примероците од една, а послабо од некоја друга класа. Тоа значи дека во основа перформансите на класификаторот зависат од класата на примерокот кој се препознава, односно за секоја класа класификаторот ќе има различна точност. Некој друг од класификаторите во ансамблот може да има спротивно поведение, односно подобро да ги препознава примероците од класата чии примероци послабо ги препознава првиот класификатор, иако можеби генерално е послаб од него. Ова често се среќава во практика кога класификаторите имаат слични генерални перформанси. При комбинирањето на вакви класификатори логично би било, при одредувањето дали непознатиот примерок е припадник на одредена класа да се даде поголема предност на оние класификатори кои подобро ја препознаваат токму таа класа, а не на генерално подобрите класификатори во ансамблот.

Ако се земе ова предвид, за даден класификатор може да се процени точноста при препознавање на примероците од секоја од класите, односно за секој класификатор да се одредат k точности Rri за секоја од класите i = 1, …, k. За проценка на точноста на класификаторот за одредена класа повторно може да се искористи конфузионата матрица. Точноста на класификаторот за класата i може да се изрази и преку бројот на погрешно препознаени примероци како:

(3.100)
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каде 
[image: image275.wmf]i
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 е бројот на погрешно препознаени примероци (од аспект на класата i), а N е вкупниот број на примероци во множеството за валидација. Погрешно препознаените примероци ги опфаќаат оние примероци од другите класи кои биле препознаени како припадници на класата i (
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) и примероците од класата i кои не биле правилно препознаени (
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), односно биле распоредени во некоја од другите класи. Во конфузионата матрица (3.101) погрешно препознаените примероци за класата i се регистрираат во елементите од i‑тата редица и i‑тата колона без дијагоналниот елемент.
[image: image621.wmf](3.101)

[image: image278.wmf]ú

ú

ú

ú

ú

ú

û

ù

ê

ê

ê

ê

ê

ê

ë

é

=

kk

ki

k

ik

ii

i

k

i

n

n

n

n

n

n

n

n

n

CM

L

L

M

O

M

N

M

L

L

M

N

M

O

M

L

L

1

1

1

1

11


(3.101)

Притоа, примероците од другите класи погрешно препознаени како припадници на класата i се регистрирани во i‑тата колона:
(3.102)
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додека примероците од класата i погрешно препознаени како припадници на другите класи се регистрирани во i‑тата редица:
(3.103)
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Конечно точноста на m‑тиот класификатор од аспект на класата i може да се одреди како:
(3.104)
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Ако веќе можеме да одредиме (потенцијално) различни точности на секој од класификаторите за секоја од класите, тогаш и проценетата важност на секој од индивидуалните класификатори ќе биде различна зависно од хипотезата која се тестира: дали непознатиот примерок е припадник на дадена класа. Според вака проценетите важности на класификаторите може да се одредат различни неспецифицирани густини за секоја од можните класи, односно да се проценат k·L густини, за секој класификатор и за секоја од класите: gji , i = 1,…,L, j = 1,…,k. Од овие густини може да се добијат k различни λj, j = 1,…,k, односно различно λj за секоја од можните класи. Постапката за комбинирање на класификатори со неспецифициран интеграл според ова би се променила во:
1. За секоја од можните класи j (j = 1,…,k):
2. Фиксирај ги неспецифицираните густини gj1,…,gjL според важноста на секој од класификаторите при препознавањето на примероци од класата j;
3. Пресметај го λj како единствениот реален корен поголем од –1 на равенката (3.98) во која gi се заменува со gji и λ со λj; 
4. За секој примерок x:
5. За секоја од можните класи j (j = 1, …, k):
6. Подреди ги излезите од класификаторите ei(x) = mij , i = 1, …, L кои ја изразуваат поддршката на хипотезата дека примерокот x е од класата j во опаѓачки редослед така да: 
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7. Подреди ги соодветно и неспецифицираните густини gji1, …, gjiL;

8. Пресметај ги рекурзивно gj(Ai) според (3.96) и (3.97) во кои g се заменува со gj ;
9. Пресметај го неспецифицираниот интеграл (j според (3.95) каде h(yi) се заменува со излезот од класификаторот mij и n со бројот на класификатори L. 
10. Распореди го примерокот во класата за која вредноста на интегралот е најголема, односно одреди ја конечната класа според правилото за максимална припадност 
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Слика 3.5. Комбинирање со неспецифициран интеграл
Во практика разликата во резултатите при комбинирањето со неспецифициран интеграл според првиот и вториот пристап најчесто е минимална. Вториот пристап за пресметување на неспецифицираните густини има позначителна предност само кога се комбинираат класификатори со слични перформанси кај кои е поверојатно да се случи едниот од нив да е подобар за едни а другиот за други класи. Кога се комбинираат класификатори со значително поинакви перформанси најчесто подобрите класификатори се подобри во препознавањето на секоја од класите од послабите класификатори, така што одредувањето на густините зависно од класите не дава значителни подобрувања. 
Изборот на неспецифицираните густини интерпретирани како важност на секој од класификаторите е клучна за комбинирањето. Доколку за ова се користат проценетите рати на препознавање на класификатори со високи перформанси, во минимумот од (3.95) излезот од класификаторот секогаш ќе биде помал од неспецифицираните мери, па комбинирањето се сведува на комбинирање со избор на максимум. Затоа, се чини дека е посоодветно за неспецифицираните густини да се земат пропорционални вредности помали од ратите на препознавање на индивидуалните класификатори, на пример половина од нив (3.99). 
3.17 Комбинирање со тежинско усреднување
Најчесто употребуваниот метод за комбинирање на класификатори во практика е земањето на аритметичката средина од излезите од сите класификатори. Усреднувањето со аритметичка средина е специјален случај на linearno kombinirawe кое е синоним за тежинското усреднување. Линеарното комбинирање е доста погодно за формална анализа, а се чини дека и во практика доста често добро работи. 
Tumer [203] покажал дека додадената грешка при аритметичко усреднување на L класификатори е:

(3.105)
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каде Eadd е додадената грешка од секој од класификаторите, односно вредноста за која излезот од класификаторот отстапува од посакуваната вредност. Од (3.105) се гледа дека со едноставно аритметичко усреднување на L класификатори додадената грешка се намалува L пати. Bishop [11] покажал дека со едноставното аритметичко усреднување и квадратната грешка се намалува L пати во однос на збирот од квадратните грешки на индивидуалните класификатори. Но, обете тврдења важат само под претпоставка дека додадените грешки имаат нулова средна вредност и дека грешките на индивидуалните класификатори се меѓусебно некорелирани. Во практика, намалувањето на грешката обично е многу помало од оваа теоретски добиена вредност. Ова главно се должи на фактот што класификаторите, колку и да се меѓусебно различни по конструкција или обучувани на различни начини или со различни примероци за обука, сепак се доста корелирани. Може лесно да се докаже дека аритметичкото усреднување не може да предизвика зголемување на додадената грешка [11].
При комбинирањето со аритметичка средина, сите класификатори се третираат исто и имаат подеднаков удел во добиениот комбиниран излез. Доколку имаме познавање дека некој од класификаторите е подобар, односно дека можеме повеќе да веруваме на неговите одлуки, логично би било да му дадеме одредена предност при комбинирањето. Ова неједноставно се изведува со множење на излезите од класификаторите со тежински фактор која ја изразува доверливоста кон дадениот класификатор (слика 3.6). Функцијата за тежинско комбинирање ја има формата:
(3.106)
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каде wi е тежината придружена на i‑тиот класификатор. 
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Слика 3.6. Тежинско комбинирање

Логично е да се очекува дека тежинското комбинирање со соодветно избрани тежини кои ќе ги фаворизираат подобрите класификатори уште повеќе ќе ја намали грешката при комбинирањето. Тежините можат да бидат доделени како субјективна оценка на надворешен експерт кој ги оценува перформансите на индивидуалните класификатори, но најчесто се одредуваат на основа на проценетите перформанси на класификаторите. Оценувањето на перформансите на класификаторите и одредувањето на тежинските фактори може да се изведе по различни методи. 
3.17.1 Тежинско комбинирање со обопштен комитет
Тежинското комбинирање со обопштен комитет се изведува според (3.132) при што тежините се оптимизираат така да вкупната грешка при ваквото комбинирање биде минимална, користејќи го притоа множеството за валидација за минимизација на грешката. Познавајќи ги излезите на сите класификатори за секој од примероците од множеството за валидација, истите можеме да ги претставиме како збир од точната (посакуваната) вредност на излезот и грешката (отстапувањето):
(3.107)
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Ако (3.107) се замени во (3.106), за излезот од комбинацијата се добива:

(3.108)
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каде 
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 го означува отстапувањето од посакуваниот излез при комбинирањето. Ако со C се означи корелационата матрица на грешки Cij = E[δi(x)δj(x)], тогаш грешката на обопштениот комитет може да се напише како:
(3.109)
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(3.109)
од каде оптималните вредности на тежините wi може да се одредат со минимизирање на грешката (3.109) [11]. За решавање на овој проблем на минимизација, за да се избегне тивијалното решение wi = 0, (i = 1, …, L неопходно е да се воведе дополнително ограничување на тежините, на пример:
(3.110)

[image: image292.wmf]å

=

=

L

i

i

w

1

1

.
(3.110)

Со примена на лагранжовиот множител λ [11] за да се наметнат ограничувањата (3.110), се добива дека минимумот се јавува за:

(3.111) 
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од каде решението е:
(3.112)
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По наоѓањето на λ со замена на (3.112) во (3.110), конечното решение за тежините е:
(3.113)
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Корелационата матрица C се пресметува како апроксимација на вистинската корелациона матрица користејќи конечен број познати примероци како:
(3.114)
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каде tn е целната вредност на дадениот излез за примерокот xn. 
Според ова правилото за комбинирање на класификатори според методот на обопштен комитет е:

(3.115)
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Hu et al. [96] за одредување на тежините го предлагаат изразот:

(3.116)
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каде σi е стандардната девијација на излезот од i‑тиот класификатор, со што се дава поголема тежина на оние класификатори кои имаат помало расејување на излезот. Изразот (3.116) е специјален случај на (3.113), во кој се зема дека класификаторите се потполно независни, па корелационата матрица се сведува на дијагонална со Cii=σi2 и Cij = 0, i(j, односно не се земаат предвид меѓузависностите на класификаторите. 
3.17.2 Тежинско комбинирање со модифициран обопштен комитет

Обопштениот комитет предложен од Bishop [11] и одредувањето на тежините на горенаведениот начин не ги зема предвид различните излези од индивидуалните класификатори и е доследен само кога се комбинираат класификатори со еден излез. При комбинирањето на класификатори со повеќе излези, според предложената шема за секој од класификаторите се одредува единствена тежина со која се множат сите излези од дадениот класификатор. За одредувањето на овие тежини при одредувањето на корелационата матрица во изразот (3.114) се работи со векторот составен од сите излези од класификаторот и соодветниот вектор од посакувани излезни вредности. При ваквата постапка доколку за одреден класификатор биде проценето дека е подобар од останатите и соодветно му биде доделена поголема тежина, ќе се смета дека тој е подобар од останатите во препознавањето на примероци од која било класа. Меѓутоа, во практика често се случува некој од класификаторите добро да ја препознава класата ci но послабо класата cj, додека некој од другите класификатори да има спротивно однесување, односно подобро да ја препознава класата cj, a послабо класата ci. Бидејќи според шемата за тежинско комбинирање на класификатори сите излези од секој од класификаторите независно се третираат, можно е и секој од нив индивидуално да се модифицира множејќи го со специфичен тежински коефициент соодветен за дадениот излез од дадениот класификатор. Во ваквиот пристап повеќе не би се работело со вектор од онолку тежински коефициенти колку што има класификатори во ансамблот, туку со матрица од L×k коефициенти со соодветен коефициент за секој од излезите на секој од класификаторите (слика 3.7). За секој од излезите на секој од класификаторите би бил придружен соодветен тежински коефициент кој би ја одразувал доверливоста на класификаторот при препознавањето на примероци од дадената класа.
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Слика 3.7. Комбинирање со модифициран обопштен комитет
Одредувањето на тежините во овој случај е аналоген на претходно опишаната постапката само што секој од излезите на секој од класификаторите се набљудува како индивидуален класификатор за една класа. Соодветно, тежините се пресметуваат независно за секоја од колоните на матрицата со тежини, односно во однос на j‑тите излези од сите L класификатори:
(3.117)
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Cj е корелационата матрица на j-тиот излез од сите класификатори, односно корелациона матрица на ансамблот од класификатори за класата j, чии елементи се добиваат како:
(3.118)
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Со ова, правилото за комбинирање на класификатори според методот на модифициран обопштен комитет станува:
(3.119)
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На овој начин овозможено е преку тежините да се моделираат индивидуалните предности на некои од класификаторите во препознавањето на примероците од одредени класи.
Главниот проблем при имплементацијата на комбинирањето со обопштен комитет е одредувањето на корелационата матрица располагајќи притоа со ограничено множество за валидација. Доколку бројот на примероци во множеството за валидација е премал, или кога класификаторите кои се комбинираат се исклучително корелирани, лесно може да се случи да се добие корелациона матрица која е блиску до сингуларна со што нејзината инверзија ќе биде нестабилна и ќе повлече непрецизна процена на тежините. Еден начин да се надмине ова е при пресметувањето на тежините да се земат предвид само дијагоналните елементи на корелационата матрица [161], но со ова се занемаруваат меѓузависностите на класификаторите. Исто така, колку што класификаторите кои се комбинираат се со подобри перформанси толку е поголема веројатноста корелационата матрица на нивните излези да биде блиска до сингуларна [123]. Ова значи дека со употребата на подобри класификатори во ансамблот, ефектот од нивното тежинско комбинирање опаѓа главно поради тоа што станува сè потешко да се одредат нивните индивидуални предности и недостатоци на ограничен примерок. За одредување на корелационата матрица од особен интерес се примероците од множеството за валидација за кои класификаторите имаат различни одлуки, односно се некорелирани. Примероците кои сите класификатори правилно ги препознаваат или за кои сите грешат, не придонесуваат многу кон одлуката на кој од класификаторите да му се даде предност при комбинирањето. Со подобрувањето на точноста на индивидуалните класификатори, се намалува бројот на примероци за кои класификаторот греши, а со тоа се намалува бројот на случаи во кои класификаторите нема да се сложуваат во одлуките, што директно влијае на прецизноста на одредувањето на корелационата матрица.
Во случаите кога корелационата матрица е блиска до сингуларна, често се случува при одредувањето на тежините според (3.113) или (3.117) да се добијат негативни тежини за некои од класификаторите. Проблемот е што критериумот (3.110) не ги спречува тежините да станат многу мали (па и негативни) или многу големи, со што се губи на ефикасноста на комбинирањето [11]. Затоа во практика се наметнува потребата од воведување дополнителни ограничувања за тежините на пример wi > 0. Но, во ваквиот случај одредувањето на оптималните тежини за вака зададени ограничувања е доста покомплициран проблем кој може да се реши со употреба на линеарно програмирање. 

Ако попрецизно се анализираат изразите (3.114) и (3.118) се гледа дека за одредување при корелационите матрици се земаат отстапувањата на класификаторите од посакуваната вредност за дадениот примерок, со што секој од нив се разгледува индивидуално. При ова еднакво се вреднуваат отстапувањата и во позитивна и во негативна насока, што е можеби соодветно за регресијата, но не секогаш најсоодветно кај класификацијата. Со ова практично се стреми со одредување на соодветни тежини да се оптимизираат комбинираните излези од тежинските суми ai да бидат што поблиску кон нивните оптимални посакувани вредности пред да влезат во максимум селекторот (слика 3.7). Меѓутоа, од аспект на финалниот резултат на комбинирањето на класификаторите важна е конечната одлука како излез од максимум селекторот. Според тоа, за правилна одлука, односно одредување на вистинската класа на непознатиот примерок, сосема доволно е тежинската комбинација за соодветната класа (ai) да биде поголема од сите останати (ai > aj, (i(j). Од овој аспект за грешка се сметаат само отстапувањата на крајниот резултат, односно кога примерокот не е правилно класификуван, што е познато како 0-1 функција на загуба.
Од математички аспект, максимум селекторот е нелинеарна недиферцијабилна функција, и токму поради ваквата негова природа, аналитичкото моделирање на вака поставениот проблем на оптимизација на тежините е невозможно. Сепак оптималните тежини би можеле да се одредат применувајќи некоја од техниките за нелинеарна оптимизација, програмирање со ограничувања или генетски алгоритми.
3.17.3 Оптимизирани тежини за комбинирање со обопштен комитет

Оптимизираните тежини за комбинирање со обопштен комитет всушност е начин на одредување на тежините со оптимизациски техники, не користејќи ја притоа корелационата матрица и земајќи ја предвид крајната одлука на класификаторот од максимум селекторот. Позната оптимизациска техника за наоѓање на минимум на мултиваријантна функција која не мора да биде ниту континуална ниту диференцијабилна е алгоритамот на Hooke-Jeeves [94]. Со адаптација на алгоритамот предложен од Kaupe [111], вклучувајќи ги и подобрувањата предложени од Bell и Pike [7] и од Tomlin и Smith [198], и додавајќи дополнителни услови кои го држат оптимумот по кој се трага во одредени претходно зададени граници, добиен е алгоритам за одерување на оптималните тежини. Алгоритамот е применлив и за одредување на тежините на обопштениот комитет и за тежините на модифицираниот обопштен комитет. 
Во првиот случај се оптимизира функцијата (3.115) барајќи оптимални вредности на тежините wi за кои се прават најмалку грешки, односно критериумот за минимизација е бројот на грешки при комбинирањето на класификаторите за препознавање на примероците од множеството за валидација. Функцијата (3.115) има L слободни променливи кои ги оптимизираме, но со вклучувањето на ограничувањето (3.110) произлегува дека тие се зависни и дека се работи за ефективни L–1 степени на слобода. Слично, и при одредувањето на тежините на модифицираниот обопштен комитет според (3.119) која има Lk тежини, поради ограничувањата се работи за (L–1)k степени на слобода. 

Одредувањето на тежините користејќи оптимизациски методи како Hooke-Jeeves немаат некои од слабостите на оригиналниот пристап за одредувањето на тежините, пред сè бидејќи не ја користат корелационата матрица и нејзината инверзија. Неможноста доволно прецизно да се одреди корелационата матрица поради ограничениот број на примероци со помош на кои се врши нејзина приближна проценка, е главниот извор на грешка во одредувањето на тежинските фактори. Недостатоците на оптимизациските методи се што работат побавно поради итеративната постапка за одредување на тежините. Исто така, тие се осетливи на почетните услови и чекорот на итерациите, а не гарантираат дека ќе го пронајдат глобалниот минимум. Генетските алгоритми би биле нешто подобри во овој поглед, но тие се покомплицирани за имплементација и доста побавни.
3.17.4 Тежинско комбинирање според проценети перформанси на индивидуалните класификатори
Веројатно наједноставен начин за поставување на тежинските коефициенти кај тежинското комбинирање е тие да се одредат од конфузионите матрици на секој од класификаторите според (3.104) со нивна дополнителна нормализација за да се задоволи условот (3.110). Со ова се одредуваат онолку тежински фактори колку што вкупно има излези од сите класификатори во ансамблот како и кај модифицираниот обопштен комитет. Притоа поголеми тежини добиваат излезите од оние класификатори кои биле поуспешни во одредувањето на вистинската класа на примероците од множеството за валидација. Ваквиот начин на одредување на тежините е многу помалку осетлив на ограничениот број на примероци во множеството за валидација и често во практика се покажува како подобар од обопштениот комитет, но сепак нешто послаб од модифицираниот обопштен комитет кој ги зема предвид и меѓузависностите на излезите на класификаторите.
3.18 Тежинско комбинирање со динамичко одредување на тежините

Кај претходно изложените тежински комбинирања тежинските фактори се одредуваат на основа на снименото однесување на класификаторите на множеството за валидација и истите еднаш фиксирани тежини се користат при комбинирањето на класификаторите при препознавањето на непознатите примероци. Динамичкото одредување на тежините пак, подразбира одредување на тежинските фактори за секој примерок одделно. За разлика од тежинските комбинирања со фиксирани тежини кои се обучени методи за комбинирање, кај динамичкото тежинско комбинирање не е потребана обука на класификаторот. Кај него тежините се одредуваат динамички за секој случај одделно на основа на излезите на класификаторите. Динамичкото одредување на тежините почива на т.н. sigurnost на излезот од класификаторот.
Ако излезот од класификаторот y = fi(x) може да се интерпретира како веројатност дека примерокот е припадник на дадена класа, тогаш може да се каже дека како што y се приближува кон 1, сигурноста дека примерокот е навистина од дадената класата е сè поголема. Како пак излезот од класификаторот се приближува кон 0, може да се смета дека сигурноста дека примерокот не е од дадената класата е сè поголема. Според овој пристап се смета дека сигурноста на излезот од класификаторот е поголема колку што неговата одлука е појасна било во поддршката било во отфрлувањето на претпоставката дека примерокот е припадник на класата. Сигурноста на излезот е помала кога и самиот класификатор е неодлучен. Нека ја квантифицираме оваа нотација и нека воведеме мерка на сигурност на излезот на класификаторот c(y) како:

(3.120)
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Сигурноста расте за вредности на излезот y < 0.5 како што y опаѓа, и за вредностите на y ≥ 0.5 како што y расте. Според ова можеме да кажеме дека излезот од еден класификатор y1 e помалку сигурен од излезот од друг класификатор y2, ако c(y1) < c(y2). Вака дефинираната сигурност се однесува симетрично во однос на позитивните и негативните одлуки, односно сигурноста на излез со вредност 0.1 и излез со вредност 0.9 се исти, но нивните одлуки за кои се одредува сигурноста се различни. Ако наместо фиксирани тежини, дозволиме тежините динамички да се одеруваат пропорционално на сигурноста на секој од излезите за актуелниот примерок кој се препознава, ќе добиеме комбинирање со динамички одредени тежини. Комбинирањето на класификаторите се изведува според изразот (3.119) при што тежините се пресметуваат како:
(3.121)
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Вака дефинираните тежини го задоволуваат условот (3.110), со што повторно имаме тежинско комбинирање на еден вид обопштен комитет. Но, во овој случај, матрицата со тежински фактори се пресметува за секој примерок одделно во обид да се изнајде најдобрата одлука за секој поодделен примерок кој се препознава, наместо статички одредени тежини кои даваат оптимални резултати при комбинирањето во однос на множеството за валидација. На овој начин влијанието на одлуката од секој од класификаторите е пропорционална на неговата сигурност во истата одлука. Така на пример, вредност блиска до 0.5 би влијаела многу малку во сумата од (3.121), додека сигурните вредности како 0.99 (или 0.01) би доминирале во сумата покрај другите помалку сигурни вредности. Изложениов метод за комбинирање е инспириран од идејата за употреба на степенот на согласност на група на класификатори при одредување на сигурноста на нивната комбинирана одлука [202] само што во овој пристап се користи степенот на сигурност на секој индивидуален класификатор, поточно секој од неговите излези поодделно при добивањето на финалната одлука.

Предноста на тежинското комбинирање со динамичкото одредување на тежините е што за негова имплементација не е потребна обука ниту множество за валидација и може да се адаптира на секој поодделен случај. Сепак вака дефинираната комбинациона шема е „без меморија“ и не може да ги искористи меѓузависностите на излезите од класификаторите кои релативно поуспешно се моделираат при одредувањето на тежините на основа на снименото однесување на класификаторите на множеството за валидација. Тежинското комбинирање со динамичко одредување на тежините има предност при комбинирањето на класификатори кои се слабо корелирани. Како што класификаторите кои се комбинираат стануваат покорелирани, предноста преминува на страната на обучените шеми за тежинското комбинирање кои се во состојба нешто подобро да ги искористат меѓузависностите на класификаторите.

3.19 Комбинирање со шаблони за одлучување
Шаблоните за одлучување (Decision Templates – DT) претставуваат робусна шема за комбинирање на класификатори предложени од Kuncheva et al [123]. Комбинирањето со шаблони за одлучување се изведува преку споредување на излезите од класификаторите со карактеристични шаблони за секоја од класите. При комбинирањето шаблоните за одлучување ги користат сите излези од сите класификатори за одредувањето на комбинираната поддршка за секоја од класите. Овој пристап е драстично различен од повеќето други пристапи за комбинирање на класификатори кои ги користат само излезите за одредената класа од сите класификатори при одредувањето на комбинираната поддршка за дадената класа. 
Нека {e1, …, eL} е множество од L класификатори. Ако со ei(x) = [mi,1(x), …, mi,k(x)]T ги означиме излезите од i-тиот класификатор, каде со mit е означен степенот на верување дека примерокот x е од класата t според класификаторот ei, излезите од сите класификатори можеме да ги организираме во матрица т.н. одлучувачки профил:

(3.122)
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Во оваа матрица во i-тата редица се наоѓаат поддршките кои i-тиот класификатор ги дава на хипотезите дека примерокот е од класата j, j = 1, …, k. Во j-тата колона пак се наоѓаат поддршките кои ги добила хипотезата дека примерокот е од класата j од секој од класификаторите ei, i = 1, …, L. 
Шаблоните за одлучување се добиваат испитувајќи го однесувањето на обучените класификатори на множеството за валидација Z = {z1, …, zN}. Секој од шаблоните за одлучување DTi за класата i претставува L×k матрица:
(3.123)
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во која секој од елементите се добива како:
(3.124)
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каде:

(3.125)
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(3.125)

е индикатор функција која има вредност 1 ако примерокот zs е од класата i и 0 инаку. Секој од елементите на матрицата DTi може да се опише и како очекувана вредност за дадениот излез од дадениот класификатор кога на влезот на класификаторите се појавува примерок од класата i. Шаблонот за одлучување за класата i е всушност првиот момент на профилите за примероците од подмножеството на множеството за валидација составено само од примероците од класата i. 
Секој непознат примерок x се проследува до секој од класификаторите и добиениот профил од излезите од класификаторите DP(x) се споредува со секој од шаблоните за одлучување DTi со што се добива поддршката за секоја од класите:
(3.126)
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каде S се интерпретира како merka za sli~nost. Според ова, колку што е поголема сличноста на профилот за дадениот примерок x – DP(x) со шаблонот за класата i – DTi, толку е поголема и поддршката за таа класа μi(x). Мерката за сличност може да се разбере во пошироката смисла на зборот како која било мера, степен на совпаѓање или каква било постапка со која може да се „спореди“ профилот (матрицата DP(x)) со секој од шаблоните (матриците DTi, i = 1, …, k). На слика 3.8 е даден шематски приказ на функционирањето на комбинирање на класификатори со шаблони за одлучување. Шаблоните се пресметуваат однапред според (3.124) употребувајќи ги притоа примероците од множеството за валидација Z. 
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Слика 3.8. Комбинирање со шаблони за одлучување
Во зависност од употребената мерка за сличност и резултатите при комбинирањето може да бидат различни. Kuncheva et al. [123] предлагаат 11 различни мерки за сличност од кои 4 „вистински“ мери за сличност, 5 индекси на вклучување (содржење), 1 мерка за конзистентност и мерка базирана на евклидовото растојание меѓу матриците на профилот и шаблонот.
3.19.1 Неспецифицирани мерки за сличност

Ако аргументите на S од (3.126) ги третираме како неспецифицирани множества над некое универзално множество со L·k елементи, тогаш како мерка за сличност на профилот и шаблоните може да се употребат различни познати неспецифицирани мерки за сличност [51]. Ако A и B се неспецифицирани множества над множеството U = {u1, …, un}, тогаш меѓу нив може да се дефинираат следниве „вистински“ мерки за сличност:
(3.127)
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каде ||ζ|| е релативната кардиналност на неспецифицираното множество ζ над U:

(3.128)
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(3.129)
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каде 
[image: image314.wmf]B
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 е симетричната разлика дефинирана преку хаминговото растојание:

(3.130)
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(3.131)
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каде: 
(3.132)
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Како мерка за сличност може да се употребат и следниве индекси на вклучување (содржење) на A во B:
(3.134)
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каде | – | ја претставува ограничената разлика:
(3.136)
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(3.137)
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(3.139)
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Индексот на конзистентност пак е дефиниран како:

(3.140)
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За пресек и унија се користени минимумот и максимумот соодветно, а комплементот е сметан како 
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Ако вредностите во матриците на профилот и шаблоните се интерпретираат како координати на точка во L·k димензионален метрички простор, тогаш нивната сличност може да се процени и со употреба на некоја од многуте мерки за растојание во метрички простори. При ова треба да се има предвид дека измереното растојание може да се интерпретира како мерка за „различност“. Доколку вредностите во матриците може да се интерпретираат како веројатности, односно се во опсегот [0,1], како мерка за сличност соодветна на растојанието најчесто се зема комплементот на растојанието. Без ограничување на опсегот на вредностите во матриците пак, сличноста може да се одреди и како реципрочна вредност на растојанието или најчесто како:
(3.141)
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за да се избегне делењето со нула.
Користејќи ги дефинициите на неколку мерки за растојание може да се изведат соодветни сличности кои може да се употребат при комбинирањето на класификатори со шаблони за одлучување. При пресметувањето на растојанијата, елементите од L×k матриците DP и DTi се третираат како L·k димензионални вектори. Ако имаме L×k матрица со елементи mi,j, i = 1, …, L, j = 1, …, k, истата можеме да ја претставиме како вектор x со елементи xi, i = 1, …, n; n = L·k, и да ги дефинираме следниве растојанија:
3.19.2 Евклидово растојание
(3.142)
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Евклидовото растојание го претставува најкусото праволиниско растојание помеѓу две точки во простор. Евклидовото растојание претставува наједноставен начин за груба проценка на „различноста“ на два примерока претставени како повеќедимензионални вектори.
3.19.3 Менхетен растојание
(3.143)
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Менхетен (Manhattan) растојанието е еднакво на патот што треба да се измине за да се стигне од едната до другата точка притоа движејќи се само паралелно со координатните оски. Името го добило според растојанието кое треба да го измине пешак од едно до друго место во Менхетен – Њу Јорк, движејќи се по улиците кои се ориентирани од исток кон запад и од север кон југ.
3.19.4 Канбера растојание

(3.144)
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Канбера растојанието е изведено од Канбера (Canberra) метриката според Lance & Williams (1967) [128].
3.19.5 Аглово одвојување
(3.145)

[image: image331.wmf]y

x

y

x

y

x

×

=

=

å

å

å

=

=

=

T

n

i

n

j

j

n

j

j

i

i

angle

y

x

y

x

d

1

1

2

1

2

)

,

(


(3.145)
Мерка за сличност може да биде и аголот помеѓу двата вектора. Изразот (3.145) го дава практично косинусот на аголот помеѓу двата вектора и претставува мерка за сличност а не растојание.
3.19.6 Чебишев растојание

(3.146)
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Растојанието според Чебишев познато и како максимално растојание, е дефинирано како максималното растојание помеѓу кој било пар координати на точките.
3.19.7 Минковски растојание
(3.147)
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(3.147)

Растојанието според Минковски (Minkowsky) е генерализирано растојание од кое за q = 1 се добива Менхетен растојанието, за q = 2 – Евклидовото растојание, а за q = ( – Чебишев растојанието.

3.19.8 χ2 растојание
(3.148)
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(3.148)

χ2 растојанието е изведено од χ2 метриката [142]

 REF _Ref63760910 \r \h 
[220] и покрај вредностите на самите вектори ги користи и просечните вредности на секоја од компонентите (координатите) на векторите над целата популација.
3.19.9 Квадратно χ2 растојание
(3.149)
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Квадратното χ2 растојание често се користи како растојание при кластеризација [19]

 REF _Ref63760834 \r \h 
[137].
3.19.10 Корд растојание

(3.150)
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(3.150)
Корд (Chord) растојанието е предложено до Orloci [149][231]. Тоа е евклидово растојание меѓу две точки по скалирање на векторите на единична должина, односно по делење на секој од нив со нормата или должината на векторот.
3.19.11 Квадратно Корд растојание
(3.151)
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Квадратното Корд растојание [138] често се користи при кластеризација во екологијата и во био-информатиката. Квадратното Корд растојание е применливо кога координатите се интерпретираат како веројатности или пропорционални удели, односно се ограничени во опсегот [0,1] и притоа растојанието прима вредности помеѓу 0 и 2, каде 0 означува објекти со идентични особини. 
3.19.12 Хелинџер растојание
(3.152)
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(3.152)
Хелинџер (Hellinger) растојанието е предложено како алтернатива при кореспондентната анализа од страна на Rao [153][160][231] и претставува еден вид нормализирано Корд растојание.
3.19.13 Брај-Куртис растојание

(3.153)
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(3.153)
Брај-Куртис (Bray-Curtis) растојанието [231] често се користи во екологијата и претставува комплемент на сличноста по Motyka за квантитативни податоци и Sörensen индексот за бинарни податоци.
3.19.14 Јакард растојание II
(3.154)
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(3.154)
Јакард растојанието (Jaccard II) е комплемент на Јакардовиот коефициент на сличност за бинарни податоци и Ellenberg индексот на сличност за квантитативни податоци. 
3.19.15 Процент на сличност
(3.155)
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(3.155)
Процентот на сличност ја изразува сличноста помеѓу два вектора при што 100% означува идентични вектори.
3.20 Комбинирање со проширени шаблони за одлучување

Досега изложените растојанија и мерки за сличност (освен донекаде χ2 растојанието), споредуваат две изолирани точки, вектори или единки независно од популацијата на која и припаѓаат. Од статистиката (особено онаа која се применува во областите на биометријата) се познати повеќе методи за одредување на сличноста на две или повеќе популации, нивното раздвојување, како и сличноста односно релативната припадност на единка кон некоја од популациите [99]

 REF _Ref63787537 \r \h 
[187]. Статистички гледано, при комбинирањето на класификатори според методот на шаблони за одлучување, споредувањето на профилот со шаблоните за секоја од класите всушност претставува одредување на припадноста на единката – непознатиот примерок претставен преку профилот на излезите од класификаторите кон секоја од популациите – класите претставени со соодветен шаблон. Одовде се гледа дека во статистичка смисла шаблонот за дадена класа всушност ја репрезентира популацијата на сите примероци од дадена класа. Шаблонот се гради на основа на излезите од класификаторите кои се добиваат кога на нивниот влез ќе се појави примерок од дадената класа, односно на јасно одвоена популација од примероци со позната класа (за ова се користи множеството за валидација). Одовде се гледа дека шаблонот претставува репрезент на популацијата. Според предложениот модел од Kuncheva популациите во шаблоните се претставени само со својот прв момент, односно средните вредности на секој од излезите од класификаторите за примероците од таа класа. Со ова практично целата популација (класа) се претставува со еден единствен „синтетски“ примерок како најдобар репрезент на дадената популација. Примерокот е синтетски бидејќи е изведен како средна вредност од сите единки во дадената популација и истиот во крајна линија воопшто не мора да постои ниту во обучувачкото ниту во множеството за валидација. Со ваквата претстава, припадноста на непознатиот примерок кон некоја од популациите се одредува со едноставно одредување на сличноста на неговиот профил (вектор во n‑димензионален простор) со шаблонот на секоја од класите (повторно вектор во n‑димензионален простор), односно како растојание или сличност меѓу два n‑димензионални вектори. 
Меѓутоа, во практика популациите кои претставуваат множество на повеќе единки, можат да имаат различна распределба во просторот. Растојанието на дадена единка до дадена популација не е самото растојание до нејзиниот центар (првиот момент) туку зависи и од самата распределба на популацијата во просторот. Во идеален случај ова растојание би требало да се изведе како некаква средина од растојанијата меѓу единката и сите членови на популацијата, но во практика ова е најчесто неизводливо. Затоа во практика се настојува популацијата да се претстави како некоја од познатите распределби и да се претстави преку параметрите на позната и однапред избрана распределба. За ова најчесто се употребува нормалната (гаусова) распределба.
Кога популациите се претставени како нормални распределби околу своите центри со униформно расејување по сите димензии, во одредувањето на припадноста на дадена единка кон некоја популација удел ќе има расејувањето. Така на пример, за примерокот кој се наоѓа на подеднакво растојание од центрите на две распределби, може да се смета дека е поблиску, односно дека е поверојатен припадник на популацијата која има поголемо расејување (слика 3.9а). Уште повеќе, расејувањето може да биде различно по различните оски од просторот, што повторно влијае на „блискоста“ на одредена единка до дадена популација (слика 3.9б). Според ова, ако се смета дека расејувањето е според законот на нормалната распределба, секоја популација ќе биде опишана со центарот и со стандардната девијација, односно шаблоните ќе треба да се прошират и со стандардните девијации. 
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а)
б)
Слика 3.9. Растојание на единка до две независни нормално распределени популации со различни стандардни девијации: а) еднакви по сите оски, б) различни по различните оски од просторот
Во ваков случај, за да се одреди растојанието на примерок од дадена популација посоодветно е да се употреби стандардизираното евклидово растојание кое го зема предвид и расејувањето на популацијата. 
3.20.1 Стандардизирано евклидово растојание
Стандардизираното евклидово растојание го зема предвид и расејувањето, односно стандардната девијација на секоја од популациите при одредувањето на растојанието на единката до дадена популација.
(3.156)
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каде x е примерокот односно во нашиот случај профилот, y е центарот на популацијата – во нашиот случај еден од шаблоните, а σi е стандардната девијација по i‑тата димензија на популацијата, односно проширениот шаблон на расејувања за класата. Секој од проширените шаблони STi за класата i претставува L×k матрица од стандардни девијации:
(3.157)
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(3.157)
во која секој од елементите се добива како:
 (3.158)
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каде 
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 е дадено со (3.124). Секој од елементите на матрицата STi ја претставува стандардната девијација на излезите од класификаторите за примероците од класата i. Проширениот шаблон за одлучување за секоја од класите е всушност вториот момент на профилите за примероците од подмножеството на множеството за валидација составено само од примероците од класата i.
За имплементација на стандардизираното евклидово растојание за комбинирање на класификатори по методот на шаблони за одлучување, шаблоните мора да се прошират со дополнителни шаблони за расејување за секоја од класите (3.157). На слика 3.10 е даден шематски приказ на функционирањето на комбинирањето на класификатори со проширени шаблони за одлучување. 
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Слика 3.10. Комбинирање со проширени шаблони за одлучување
Шаблоните на расејување се пресметуваат однапред според (3.158) употребувајќи ги притоа примероците од множеството за валидација Z. Во овој случај влез во функцијата за одредување на сличноста S освен профилот и шаблонот DTi е и матрицата со стандардни девијации STi.
3.20.2 Фрешетово F-растојание

Фрешетовото (Fréchet) F-растојание е слично на стандардизираното евклидово растојание и исто така го зема во предвид расејувањето на популацијата [99]:
(3.159)
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Предноста на фрешетовото и стандардизираното евклидово растојание во однос на другите претходно изложени растојанија и мерки за сличност е користењето на информацијата за расејувањето на популациите изразено преку нивните стандардни девијации, меѓутоа како и останатите растојанија и тие подразбираат меѓусебна независност на компонентите (обележјата) во векторите. Во случај кога постои корелираност меѓу компонентите на векторите кои ги сочинуваат популациите, растојанието на дадена единка до дадена популација ќе зависи и од оваа корелираност (слика 3.11). Ниту фрешетовото ниту стандардизираното евклидово растојание не ја моделира ваквата зависност.
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Слика 3.11. Растојание на единка до две зависни нормално распределени популации со различни дисперзии во различни правци
За проблемот на комбинирање на класификатори според методот на шаблони за одлучување, векторите кои се споредуваат се всушност профилите, односно нивните обележја (координати) се излезите од класификаторите кои се комбинираат. Меѓутоа, излезите од разумно ефикасни класификатори се далеку од независни. Имено, кога на влезот на сите класификатори ќе се појави примерок од класата ci, логично е да се очекува во најголемиот број на случаи излезите за дадената класа од секој од класификаторите да имаат високи вредности (како потврда дека примерокот е од таа класа), додека останатите излези да имаат ниски вредности. Според ова, може да се очекува значителна зависност на излезите од класификаторите, односно позитивна корелираност на излезите за дадена класа од сите класификатори mic, i = 1,…,L за сите c = 1,…,k и негативна корелираност на овие излези со останатите излези од сите класификатори mic, j(c. Меѓутоа, самиот степен на корелираноста меѓу излезите од класификаторите нуди дополнителна информација која може корисно да се искористи при нивното комбинирање за донесување на конечната одлука. Методот кој овозможува користење и на овие информации е растојанието според Махаланобис. 
3.20.3 Махаланобис растојание

Оваа мерка за растојание е воведена од Махаланобис (Mahalanobis) во 1936 година и се базира на зависностите меѓу променливите со кои различните примероци може да се идентификуваат и анализираат во однос на референтните точки. Растојанието на Махаланобис ја придружува и зависноста меѓу параметрите во анализата и го стандардизира секој параметар на нулта средна вредност и единична варијанса со употреба на коваријансната (дисперзиона) матрица во пресметувањето на растојанието. Изразот по кој се пресметува растојанието на Махаланобис е:
(3.160)
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x и y се векторите меѓу кои се бара растојанието, а Σ-1 е инвертираната дисперзиона матрица:
(3.161)
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чии елементи се пресметуваат како:

(3.162)
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 е средната вредност на i‑тата компонента на векторите, односно средната вредност на излезот од класификаторот за сите примероци. Растојанието на Махаланобис со различна брзина се менува во различни правци во просторот зависно како од расејувањето по пооделните оски, така и од меѓузависноста на компонентите на векторите.
За примена на растојанието на Махаланобис при комбинирањето на класификатори според методот на шаблони за одлучување, векторите x и y од (3.160) се добиваат со подредување на редиците од матрицата на профилот односно шаблонот во еднодимензионален вектор кој ќе има L·k елементи. Соодветно, дисперзионата матрица Σ ќе има Lk×Lk елементи и ќе ги содржи коваријансите на секој од излезите од класификаторите со сите останати излези од сите класификатори. Шематскиот приказ на функционирањето на комбинирање на класификатори со шаблони за одлучување и растојание на Махаланобис како функција за одредување на сличноста на профилот со шаблоните е прикажан на слика 3.12. Притоа, дисперзионата матрица може да се пресмета според (3.162) од примероците од множеството за валидација земено како единствена популација во рамките на која се бараат меѓузависностите на излезите од класификаторите. Шаблоните за одлучување се пресметуваат исто како и за претходните шеми.
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Слика 3.12. Комбинирање со шаблони за одлучување и растојание на Махаланобис како мерка на сличност со заедничка дисперзиона матрица
Пресметувањето на единствена дисперзиона матрица според (3.162) од сите примероци од множеството за валидација земено како единствена популација ги дава генералните меѓузависности на излезите за сите примероци. И без користење на ознаките на примероците од множеството за валидација може да се пресмета дисперзиона матрица која сè уште добро ги одразува меѓузависностите на излезите од класификаторите. Но, за пресметување на шаблоните (кои се различни за секоја класа) неопходно е да се познаваат класите на примероците кои ќе се користат за нивно одредување.
Бидејќи примероците во множеството за валидација се веќе обележани, тие природно можат да се поделат на онолку популации колку што класи има класификацискиот проблем. Користењето на вака изолираните популации за одредување на онолку различни коваријансни матрици колку што има класи, даваат уште подобра слика за меѓузависностите на излезите од класификаторите и тоа за секоја класа посебно. При ваквиот пристап на секој шаблон за одлучување се придружува посебна дисперзиона матрица специфична за дадената класа. Оваа дисперзиона матрица се добива само од примероците од дадената класа од валидациското множество. Користејќи го ваквиот пристап, шемата за комбинирање користејќи го растојанието на Махаланобис може да се модифицира во шема во која функциите за одредување на сличноста на профилот со секој од шаблоните ќе користат различни коваријансни матрици специфични за секоја класа како на слика 3.13.
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Слика 3.13. Комбинирање со шаблони за одлучување и растојание на Махаланобис како мерка на сличност, со различни дисперзиони матрици специфични за секоја класа
3.20.4 Махаланобис растојание 2
Ова растојание се добива исто како и оригиналното Махаланобис растојание само што при неговата примена за комбинирање на класификатори за одредувањето на растојанието на профилот до секој од шаблоните се користи и соодветната дисперзиона матрица придружена на шаблонот (слика 3.13). За разлика од шаблоните кои се матрици со димензии L×k, дисперзионата матрица има димензии kL×kL, каде k е бројот на класи, а L е бројот на класификатори. При ваквиот пристап функцијата за одредување на растојанието меѓу профилот и шаблонот за i‑тата класа, земајќи ја предвид и дисперзионата матрица на излезите од класификаторите за класата i преминува во:

(3.163)
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каде x е вектор добиен со нанижување на редиците од матрицата на профилот (3.122):

(3.164)
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t е соодветно вектор добиен со нанижување на редиците од матрицата на шаблонот (3.123) за i‑тата класа:
(3.165)
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Елементите од дисперзионата матрица Σi = [σq1,j1/q2,j2] ја изразуваат коваријансата меѓу излезот за класата j1 од класификаторот q1 (
[image: image360.wmf]1
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) и излезот за класата j2 од класификаторот q2 (
[image: image361.wmf]2
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) и се добиваат од множеството за валидација како:
(3.166)
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[image: image363.wmf]q
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 е средната вредност на излезот за класата q од класификаторот j за примероците од класата i:
(3.167)
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каде Ind(zs,i) е индикаторската функција дефинирана со (3.125), а N е бројот на примероци во множеството за валидација.

Растојанието на Махаланобис се сведува на стандардизираното евклидово растојание доколку сите променливи во векторите се независни, односно сите елементи на дисперзионата матрица освен дијагоналните се нула. Ако пак сите променливи имаат единечна варијанса, растојанието се сведува на обичното евклидово растојание. Сликовит приказ на еквидистантните криви за евклидовото, стандардизираното евклидово растојание и растојанието на Махаланобис за една зависна нормална дистрибуција се прикажани на слика 3.14. 
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Слика 3.14. Сликовит приказ на а) евклидовото растојание; б) стандардизираното евклидово растојание; и в) растојанието на Махаланобис за една зависна нормална дистрибуција 
Практичните проблеми кои се наметнуваат при реализацијата на комбинирањето на класификатори со примена на шаблоните за одлучување и растојанието на Махаланобис се однесуваат најмногу на бројот на расположливи примероци во множеството за валидација. За одредување на секој од шаблоните од кои секој има Lk елементи се употребуваат во просек N/k примероци од множеството за валидација. Одредување пак на дисперзионата матрица која има (Lk)2 елементи треба да се изведе со истите N/k примероци за дадената класа, чиј број може да биде недоволен за прецизно одредување на дисперзионата матрица и добивање на нејзина стабилна инверзија. Ова е особено изразено ако се располага со ограничен број на примероци во множеството за валидација или некои од класите се значително помалку застапени. Во ваквите случаи е подобро да се примени шемата со единствена дисперзиона матрица која ќе може попрецизно да се одреди бидејќи за тоа ќе се користат сите примероци (од сите класи) од множеството за валидација.
3.21 Комбинирање со повеќекратна линеарна регресија (MLR) 
Линеарната регресија е позната техника за откривање на линеарната зависност меѓу независните и зависната променлива [84]. Задачата на регресионата анализа е од одреден број на набљудувања (мерења) на независните и зависната променлива да се изведе општиот закон на зависност на зависната променлива од независните имајќи притоа предвид дека мерењата се со одредени отстапувања (грешки) чие влијание при градењето на моделот треба да се минимизира. Со вака изградениот модел потоа ќе може да се предвиди вредноста на зависната променлива на основа на измерените вредности на независните променливи. 
Кога претпоставената зависност е линеарна, се работи за линеарна регресија:
(3.168)
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Ако зависната променлива зависи од повеќе независни променливи истовремено се работи за повеќекратна линеарна регресија:
(3.169)
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каде βj се коефициентите на регресијата, δj се отстапувањата а p е димензионалноста на проблемот. Задачата на регресионата анализа е да се одредат коефициентите bj на линеарната зависност:
(3.170)
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така да проценетите вредности на зависната променлива 
[image: image371.wmf]i
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 отстапуваат што помалку од нивните вистински вредности Yi. 

Нека Yi се зависните променливи, а 
[image: image372.wmf]i
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 нивните проценети вредности според регресиониот модел. Ако располагаме со n одмероци, истите би можеле да се напишат и како n×1 матрици Y и 
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 соодветно. Нека претпоставиме постоење на една фиктивна независна променлива X0i секогаш еднаква на 1, за да се моделира слободниот коефициент b0 во (3.170), која ќе претставува еден вид хомогената координата. Тогаш множеството на сите независни променливи Xij, i = 1, …, n, j = 0,1, …, p, каде p е димензионалноста на проблемот, може да се претстави како матрица X со димензии n×(p+1). Исто така, коефициентите βj и проценетите регресиони коефициенти bj можат да се напишат во матрична форма како (p+1)×1 матрици β и b, а отстапувањата како n×1 матрица δ. Тогаш (3.169) и (3.170) можат да се напишат во матрична форма како:
(3.171)
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(3.172)
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соодветно.
Доколку треба да моделираме повеќе зависни променливи на основа на исто множество независни променливи станува збор за повеќекратна линеарна регресија или линеарна регресија со повеќе одзиви (multi response linear regresion – MLR). Во ваков случај за секоја од k‑те зависни променливи би имале по еден израз (3.169) и еден (3.170). Доколку сите зависни променливи ги организираме во единствана n×k матрица Y, изразите во матрична форма (3.171) и (3.172) и понатаму ќе важат, само сега b ќе биде матрица со димензии (p+1)×k. 
Коефициентите на линеарната регресија се одредуваат по методот на најмали квадрати [84] од изразите (3.169) и (3.170) односно решението на матрицата b напишанo во матрична форма е: 
(3.173)
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Со вака добиените коефициенти b, изразот (3.172) може да се употреби за проценување на вредностите на зависните променливи за произволни вредности на независните променливи сместени во матрица X со димензии 1×(p+1). 
Во проблемот на комбинирање на класификатори, ако излезите од класификаторите се третираат како независни случајни променливи, а посакуваните излези од комбинаторот (поддршките за секоја од класите) како зависни променливи, комбинирањето се сведува на проблем на регресија. Под претпоставка на нивна линеарна зависност, комбинирањето ќе претставува примена на моделот на повеќекратна линеарна регресија. Ваквиот регресионен модел ќе има онолку влезови колкав што е бројот на излезите од сите класификатори заедно, и онолку излези колку што има класи проблемот. За одредување на коефициентите на линеарната регресија како независни променливи се употребуваат вредностите на излезите од класификаторите за примероците од множеството за валидација, а за вредности на зависните променливи се земаат посакуваните вредности на излезите од комбинаторот, односно влезовите во максимум селекторот. Вака изградениот модел потоа се користи за од излезите на класификаторите за непознат примерок да се добијат соодветни влезови во максимум селекторот. 
Шемата за комбинирање на класификатори е прикажана на слика 3.15. Правилото за комбинирање во овој случај е:
(3.174)
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каде M(x) е матрицата со 1×(Lk+1) елементи, добиена од сите излези од класификаторите за дадениот примерок проширен со хомогената координата, а b е матрицата со регресионите коефициенти (со димензии (Lk+1)×k).
Методот за комбинирање со повеќекратна линеарна регресија е донекаде сличен на тежинското комбинирање, бидејќи кај обете методи излезите од комбинирањето претставуваат тежинска комбинација од излезите од индивидуалните класификатори. Разликата е во тоа кои од излезите од индивидуалните класификатори учествуваат во комбинирањето за добивање на поддршката за одредена класа. Кај тежинското комбинирање i‑тиот влез во максимум селекторот претставува линеарна комбинација само од i‑тите излези од секој од индивидуални класификатори, односно поддршката за дадена класа се добива со комбинирање само на поддршките кои за таа класа ја дал секој од индивидуалните класификатори. Кај линеарната регресија пак, поддршката за дадена класа се добива како линеарна комбинација од излезите за сите класи од сите класификатори. Со ова практично при одредувањето на поддршката која ќе биде дадена за i‑тата класа учествуваат и поддршките кои индивидуалните класификатори ги дале и за другите, а не само за i‑тата класа.
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Слика 3.15. Комбинирање со повеќекратна линеарна регресија
При практичната реализација, линеарната регресија е релативно едноставана за имплементација бидејќи се изведува со едноставни матрични операции и при одредувањето на коефициентите (обуката) и при комбинирањето. Сепак, со порастот на бројот на класификатори и бројот на класи, димензиите на матриците брзо растат, а со тоа и нејзината комплексност. Ефикасноста на линеарниот регресионен модел за комбинирање на класификатори директно зависи од тоа колку зависноста помеѓу излезите од класификаторите и влезовите во максимум селекторот, на основа на кои се донесува конечната одлука, е навистина линеарна. 
3.22 Комбинирање како класификациска задача

Целта на секое комбинирање на класификатори е што поефикасно да ги искористи одлуките на индивидуалните класификатори при донесувањето на конечната одлука, што најефикасно може да се постигне доколку паралелно се набљудуваат сите индивидуални класификатори со цел да се разбере нивното глобално однесување. За да се постигне ова потребно е учење и адаптација, кои се едни од основните карактеристики на класификаторите. 
Ова води кон концептот дека комбинирањето на одлуките на повеќе класификатори кои работат паралелно, било истите да се или не се независни е повторно класификациски проблем. Следејќи ја оваа идеја шемата за комбинирање на класификатори ја добива формата прикажана на слика 3.16. 
Примерокот се проследува паралелно до сите индивидуални класификатори како и кај другите шеми за комбинирање. Кај овој пристап излезите од класификаторите претставуваат влезови во класификатор кој го „изведува“ комбинирањето на овие излези и на излезот дава соодветна поддршка за секоја од класите. На крајот максимум селекторот ја одредува класата на примерокот.
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Слика 3.16. Комбинирање на класификатори како класификациска задача
Класификаторот за комбинирање има онолку влезови колку што вкупно имаат излези сите класификатори заедно – k(L, и k излези, каде k е бројот на класи во проблемот, а L е бројот на класификатори кои се комбинираат. Класификаторот за комбинирање (CT) се обучува со излезите кои индивидуалните класификатори ги даваат за примероците од множеството за валидација кое всушност претставува множество за обука за овој класификатор. Со ова, правилото за комбинирање на класификатори со обучен класификатор станува:

(3.175)
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каде со Fi е означен i‑тиот излез од обучениот класификатор кој го изведува комбинирањето. При ова класификаторот CT се нарекува и класификатор на мета‑ниво бидејќи влезови за него претставуваат излезите од класификаторите од првото или „влезно“ ниво.
Пристапи за комбинирањето на класификатори со помош на друг класификатор многу слични или идентични на изложениот во литературата се сретнуваат под различни имиња како: комбинирање на класификатори како класификациска задача [179], фузија на одлуки (decision fusion) [213], агрегација на одлуки [211], класификација на мета-ниво (meta level classification) [197], конкатенација на класификатори [179], напластена генерализација (stacked generalization) [224][230], адаптивна агрегација на класификатори [212] и сл.
При изборот на видот на класификатор кој ќе се употреби за комбинирање треба да се има предвид дека распределбата на вредностите кои ќе бидат проследени на неговите влезови ќе биде далеку од нормалната или униформната распределба, па за оваа задача треба да се избегнуваат класификатори кои подразбираат некоја од овие распределби. Со доволно моќен нелинеарен класификатор за комбинирање и доволно примероци за негова обука, ваквото комбинирање е супериорно во однос на сите други шеми за комбинирање и далеку ги надминува во перформансите. Исто така, со доволно примероци за обука на класификаторот за комбинирање, резултатите на ваквото комбинирање најмалку зависат од квалитетот на индивидуалните класификатори или нивната корелираност. 

Од аспект на класификаторот кој го изведува комбинирањето, класификаторите од првото ниво (класификаторите кои се комбинираат) делуваат и како екстрактори на обележја, кои ги користи овој класификатор за донесување на конечната одлука. Класификатори како невронските мрежи или машините со носечки вектори се одлично квалификувани за ваквата задача [97], пред сè поради фактите како:

· во состојба се да ги согледаат невидливите, скриени релации од податоците;

· знаат да генерализираат, односно да одговараат точно на примероци кои се само слични на примероците со кои се обучувани;

· нелинеарни се, што значи дека можат поуспешно да решат некои проблеми од линеарните техники. 
Сепак, обуката на класификаторот за комбинирање редовно е далеку покомплексна и временски подолготрајна задача од обучувањето на некоја од другите методи за обучено комбинирање. Исто така, зависно од видот на избраниот класификатор и препознавањето, односно комбинирањето на излезите од индивидуалните класификатори може да биде побавно од останатите шеми.
3.23 Комбинирање на еден-против-еден класификатори

Во поглавјето 2.6.3 беше изложен концептот како со бинарни класификатори кои се обучени со еден‑против‑еден стратегија може да се реши повеќекласен проблем. Комбинирањето на повеќе еден-против-еден класификатори претставува нужно комбинирање кое е неопходно за да се реши повеќекласниот проблем. Во ова поглавје ќе биде разгледан проблемот на комбинирање на неколку потполни множества од еден-против-еден класификатори, секое од кои самостојно го решава повеќекласниот проблем, со цел постигнување на подобри перформанси. Во овој случај располагаме со неколку еквивалентни условно независни еден-против-еден бинарни класификатори обучени за истиот пар класи, но под различни услови (користејќи различни обележја или множества за обука). 
Како што беше изложено, за решавање на повеќекласен проблем потребни се k(k–1)/2 еден-против-еден обучени класификатори при што нивните излези се комбинираат за да се донесе одлуката за припадност на примерокот кон некоја од класите. Ако имаме L групи од k(k–1)/2 еден-против-еден класификатори кои се условно независни, нивните одлуки може да се комбинираат со цел да се подобри точноста на класификувањето. Притоа ова „незадолжително“ комбинирање може да се изведе на три основни начини:
1. Прво од секоја група од k(k–1)/2 еден-против-еден класификатори се изведува здружената поддршка за секоја од k‑те класи според некоја од методите Max Wins или pairwise coupling, а потоа вака добиените L поддршки се комбинираат според некоја од опишаните методи за комбинирање на еден-против-сите класификатори;
2. Поединечно комбинирање – прво се комбинираат L‑те соодветни еден-против-еден класификатори од сите групи со што се добиваат k(k–1)/2 комбинирани излези, а потоа од нив се изведува здружената поддршка за секоја од k‑те класи и конечно се избира класата со максимална поддршка;
3. Интегрално комбинирање – истовремено комбинирање на сите Lk(k–1)/2 еден-против-еден класификатори од сите групи за добивање на поддршките за секоја од k‑те класи.
Првиот начин практично се сведува на обединување на излезите од сите еден-против-еден класификатори од секоја од групите поодделно со што од секоја група се добиваат k излези како поддршка за секоја од класите. На овој начин секоја од групите прво се сведува на класификатор со k излези а потоа овие излези се комбинираат со некоја од фиксните или обучени методи како комбинирање на класификатори со повеќе излези.
Кај поединечниот начин се комбинираат еден-против-еден класификаторите според некоја од шемите за комбинирање на класификатори а потоа од комбинираните излези се изведува поддршката за секоја од класите. Комбинирањето на еден-против-еден класификаторите со фиксните методи за комбинирање има директна теориска интерпретација како еден вид усреднување на мислењата на повеќе „парцијални“ експерти пред обединувањето на овие парцијални мислења во поддршка за класите. Комбинирањето со обучени методи подразбира обука на методот за комбинирање во кој процес е потребно да се достават и целните вредности на излезите. Бидејќи излезите од еден-против-еден класификаторите немаат директна интерпретација за сите примероци туку само за оние две класи за кои се обучени, директна примена на обучените методи за комбинирање во овој случај не е можна. 

Интегралниот начин на комбинирање може да се изведе само со некоја од методите кај која излезите кои се комбинираат не зависат од класите, односно се набљудуваат како информација на мета ниво, како шаблоните за одлучување, повеќекратната регресија, комбинирањето со помош на класификатор. Ваквите начини на комбинирање вообичаено имаат и најдобри перформанси бидејќи одеднаш обединуваат најголем број на информации од индивидуалните еден-против-еден класификатори и во состојба се да ги искористат зависностите меѓу сите нив. Сепак сите вакви методи се обучени методи за чија обука се потребни значителен број на дополнителни обележани примероци особено поради фактот што димензионалноста во овој случај е многу поголема. Така на пример, при комбинирањето со проширени шаблони за одлучување, дисперзионите матрици ќе бидат со димензии Lk(k–1)/2 × Lk(k–1)/2 за чија проценка ќе бидат потребни доста поголем број на примероци отколку кога се комбинираат еден-против-сите класификатори.
Кај поединечното комбинирање, при одредувањето на поддршката за одредена класа предвид се земаат само излезите од класификаторите кои биле обучувани на примероци од таа класа, а не и од останатите двокласни класификатори. За разлика од ова, кај интегралното комбинирање во одредувањето на поддршката за одредена класа учествуваат сите класификатори, вклучувајќи ги и оние кои не се обучувани за препознавање на таа класа. Ова е од особена важност, бидејќи некои еден-против-еден класификатори се значително корелирани, односно може корисно да се искористат како дополнителна информација при одредувањето на поддршката за дадена класа иако тие воопшто не биле обучувани за препознавање на таа класа. Пример за вакво однесување на некои еден-против-еден класификатори е изложен во поглавјето 4.7.5.
3.24 Заклучок 
Во ова поглавје беа разгледани повеќе пристапи за користење на повеќе класификатори за решавање на единствен класификациски проблем. Беа изложени повеќе различни познати пристапи за паралелно комбинирање на класификатори, а предложени беа и модификации на некои од нив како и неколку нови методи за комбинирање. 
Изложените методи за комбинирање на класификатори можат да се поделат во по две групи и тоа од два независни аспекта. Според првиот аспект, поделбата е на обучени и фиксни методи за комбинирање на класификатори во однос на тоа дали им е потребана претходна обука, односно одредување на некои параметри на основа на однесувањето на класификаторите измерено на множеството за валидација или не. Втората поделба е од аспект на тоа дали методот се однесува идентично во сите случаи, односно извршува идентични операции над секој од излезите од индивидуалните класификатори за секој примерок кој се препознава или пак операциите и излезите над кои се применуваат се менуваат во зависност од примерокот кој се препознава. Според оваа поделба методите можат да се поделат на статички и динамички. Кај динамичките методи одредени параметри на комбинирањето се одредуваат одделно за секој примерок кој се препознава. Кај обучените статички методи, откако еднаш ќе се одредат параметрите на основа на проценетото однесување на класификаторите при препознавањето на сите примероци од множеството за валидација, вака фиксираните параметри потоа се користат за комбинирање при препознавањето на нови примероци. Логично, статичките методи се многу поедноставни за хардверска изведба од динамичките. Во табела 3.4 е дадена поделбата на изложените методи за комбинирање од овие два аспекта. Комбинирањето со класификатор е обучена метод, но дали ќе биде статичка или динамичка зависи од типот на употребениот класификатор.

Табела 3.4: Поделба на изложените методи за комбинирање на класификатори
	Методи за комбинирање
	Фиксни
	Обучени

	Статички
	-
гласање

-
сите усреднувања (аритметичка, геометриска, хармониска средина, комплементарен производ)
-
сите подредувања (минимум, максимум, медијана)
	-
BKS
-
веројатносен производ

- Баесово правило

-
обопштен комитет

-
шаблони за одлучување

-
MLR

	Динамички
	-
пребројување според Борда
-
тежинско усреднување со динамички тежини
	-
Dempster-Shafer комбинирање
-
неспецифициран интеграл

-
комбинирање со класификатор


Кај комбинирањето на класификатори со излез на апстрактно ниво, беше предложена модификација на BKS методот за комбинирање на класификатори кој вклучува и гласање за неопределените случаи, односно за случаите за кои ќелиите во BKS табелата се празни, со што се постигнуваат подобри или барем идентични резултати со оригиналниот BKS метод.
Кај методите за комбинирање со усреднување покрај широко употребуваните аритметичка и геометриска средина, предложена е и употребата на хармониската средина. Воведен е нов вид на средина погодна за усреднување на веројатности – комплементарен производ. Изведена е релација која претставува проширување на познатата релација на подредување на аритметичката, геометриската средина, минимумот и максимумот со вклучување во неа на хармониската средина и комплементарниот производ. Од неа се гледа дека хармониската средина е позиционирана помеѓу геометриската средина и минимумот, а комплементарниот производ помеѓу аритметичката средина и максимумот. Изведена е анализа на осетливоста на грешка за предложените комбинирања со хармониската средина и комплементарен производ и истата е споредена со осетливоста на грешка кај комбинирањето со правилата на сума и производ.
Предложена е модификација на методот за комбинирање со неспецифициран интеграл во делот за одредување на неспецифицираните густини кои наместо за секој од класификаторите би се одредувале и за секоја од класите одделно, со што се остварува подобро искористување на информациите во случаите кога некој класификатор иако генерално послаб, подобро ги препознава примероците од одредена класа од останатите.
Кај методите за тежинско комбинирање, предложена е модификација на комбинирањето со обопштен комитет, според која се изведуваат и се користат посебни тежини за секоја класа. Предложен е и нов начин на одредување на тежинските фактори со оптимизациска техника (алгоритамот на Hooke-Jeeves со дополнителни ограничувања), со што се избегнува пресметувањето на корелационата матрица и сите проблеми околу стабилноста на нејзината инверзија особено во случаите кога се располага со ограничено множество за валидација и кога класификаторите се доста корелирани. Предложена е и едноставана постапка за одредување на тежините на основа на проценетите перформанси на секој од индивидуалните класификатори на основа на нивните индивидуални конфузиони матрици без пресметувањето на корелационата матрица. Предложен е и метод за тежинско комбинирање со динамичко одредување на тежините за секој примерок одделно, на основа на т.н. функција на сигурност на излезите од индивидуалните класификатори. 
Кај комбинирањето на класификатори според Depster‑Shafer теоријата и кај шаблоните за одлучување, кај кои е потребно одредување на сличност (или растојание), применети се различни неспецифицирани мерки за сличност и статистички растојанија. Кај проширените шаблони за одлучување предложен е нов поглед на шаблоните за одлучување како популации со одредено расејување и соодветно нивно проширување со дополнителни параметри. Овие параметри попрецизно го опишуваат шаблонот, а може лесно да се одредат од множеството за валидација. Ваквата претстава на шаблоните овозможува примена на пософистицирани мерки за сличност кои ја одредуваат релативната припадност на единката (профилот) кон популацијата (проширениот шаблон). Предложена е и употребата на статистичкиот метод на повеќекратна линеарна регресија за паралелно комбинирање на повеќе класификатори.
Глава 4 
Препознавање на броеви испишани со рака

Препознавањето на броеви испишани со рака е еден од најчесто користените класификациски проблеми за споредување на перформансите на различни класификатори и системи за препознавање на примероци. И во практика, препознавањето на броеви напишани со рака има честа примена особено во системите за автоматска обработка на поштенски пратки, формулари, чекови и сл.
Во ова поглавје ќе биде изложен проблемот на препознавање на броеви испишани со рака, со комбинирање на класификатори. За сите експерименти на паралелно комбинирање на класификатори користени се примероците од NIST базата на ракописни знаци. Изложена е оригинална постапка за проценка и отстранување на закосеностa на знаците. Ќе бидат опишани неколку различни видови на обележја кои ќе се користат при препознавањето на цифрите и начинот на кој се екстрахираат од знаците. Изложен е начинот на обука на индивидуалните класификатори како и резултатите на експериментите на нивно комбинирање со различните методи за комбинирање. На крајот е дадена споредбена анализа на различните методи за комбинирање од аспект на променливоста на методите во одредени околности. Образложена е потребата за отфрлање на несигурно препознаените примероци и претставен е еден ефикасен критериум за отфрлање. Претставен е и ефикасен тростепен систем за препознавање на броеви напишани со рака како секвенцијална комбинација од 3 класификатори. Анализирани се неговите перформанси при препознавањето на цифрите од MNIST базата.
4.1 Препознавање на знаци
Препознавањето на цифри испишани со рака веќе долго време се користи како стандарден „полигон“ за евалуација и споредување на техниките за класификација [18]
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[129][177]. Препознавањето на цифри испишани со рака е дел од областа која ја истражува препознавањето на знаци. Препознавањето на знаци може да се подели на оптичко препознавање на знаци (Optical Character Recognition – OCR) и интелигентно препознавање на знаци (Inteligent Character Recognition – ICR). 
Оптичкото препознавање на знаци се однесува пред сè на препознавање на печатени текстови, односно препознавање на релативно добро формирани машински произведени отпечатоци на хартија. Главните проблеми со кои се сретнува е променливоста на употребените симболи (различни писма, фонтови, декорации, позадина на текстот) како и деформациите (по повеќекратно копирање на пример) или оштетувањата на самите документи (неквалитетно печатење и стареење на медиумот со што се намалува читливоста). 
Интелигентното препознавање на знаци се однесува на препознавањето на знаци напишани со рака и обично се однесува на печатни (одвоени една од друга и со печатна типографија) цифри и букви. Најчесто се употребува во препознавањето на пополнети формулари на кои се точно одредени местата на кои треба да се внесе текстот. Слободниот (поврзан) ракопис е посебно поле на истражување познато како script recognition. Слободниот ракопис не е тема на истражување на оваа дисертација и во понатамошниот текст зборот ракописни ќе се однесува на изолирани со рака напишани цифри и букви.
4.1.1 On‑line и off‑line препознавање
Системите за препознавање на ракопис може да се разгледуваат од неколку перспективи. Главната поделба може да се изврши на системи кои препознавањето го изведуваат за време на самиот процес на пишување (on‑line) и системи кои тоа го прават на основа на претходно собрани податоци (off‑line). Употребата на on‑line или off‑line методи за препознавање е обично диктирано од апликацијата. Off‑line препознавањето може да се третира и како специјален случај на оптичкото препознавање на знаци (OCR) [192], бидејќи во практика препознавањето се изведува само на основа на расположливите слики на напишаните знаци кои вообичаено се добиваат со скенирање на исписот од хартијата на која бил напишан. On‑line препознавањето има одредени предности над off‑line препознавањето претежно поради фактот што му се достапни дополнителни информации. Кај off‑line препознавањето не постои интеракција со корисникот, како ни информации за брзината, притисокот и аголот на моливот при пишувањето. Отсуството на непосредна интеракција со корисникот најчесто овозможува да се употребат пософистицирани и покомплексни алгоритми за препознавање, освен кај временски критичните апликации кои треба да се справат со огромни количини на податоци (како на пример препознавањето на поштенски адреси). Од друга страна пак, кај off‑line препознавањето редоследот на испишувањето и повторувањето на потезите не го збунува препознавачот, за разлика од on‑line препознавањето каде истите се забележани како проблеми [191]. Фактот што располага со дополнителни информации како редоследот и насоките на потезите со кои е испишан знакот, брзината на секој од нив, во некои случаи (зависно од расположивиот хардвер) и силата со која се притиска моливот на основата за пишување па дури и аголот на моливот, му дава одредена предност на on‑line препознавањето. Од друга страна интерактивноста пак овозможува непосредно поправање на грешките при препознавањето и адаптација кон конкретниот корисник и неговиот стил на пишување.  
4.1.2 Синтаксно-структурни и статистички методи за препознавање
Во типичните проблеми на препознавање на примероци, опишувањето на примероците игра клучна улога во препознавањето. Препознавањето на примероци најчесто може да се подели во две јасно одвоени фази: екстракција на обележја и класификација. 

Описот на примероците во најширока смисла на зборот го дефинира множеството на обележја кои се сметаат за есенцијални за одбележување на примерокот и доволно забележителни за да се изведе препознавањето, независно од применетиот пристап за препознавање. Изборот на видовите на обележја кои ќе се употребуваат во даден систем за препознавање знаци пред сè зависи од фактот дали се работи за систем за on‑line или off‑line препознавање, како и од видот на применетите пристапи за препознавање. 
Во пристапите за препознавање на знаци се разликуваат две главни групи и тоа:

· статистички пристап; и
· структурен пристап.

Кај статистичкиот пристап, примерокот се опишува со множество од N обележја (на пример множество од одмероци од сликата на знакот) со што описот претставува вектор со обележја во N‑димензионален простор [103]. Доколку обележјата се соодветно одбрани, векторите со обележја кои потекнуваат од објекти од иста класа ќе бидат блиску еден до друг во смисол на геометриско растојание, додека векторите со обележја од објекти од различни класи ќе бидат лоцирани во различни региони од просторот на обележја. Ваквиот пристап сугерира поделба на целиот простор на обележја на региони од кои секој претставува една од класите. Кај овој пристап поголем акцент се става на фазата на класификација, отколку на фазата на „опишување“ на објектот. На овој начин, во фазата на класификација проблемот е преобразен во проблем од теоријата на статистичко одлучување за која постојат голем број различни добро документирани алгоритми. Сепак, не постои етаблиран ефективен метод за изнаоѓање на добро множество на обележја, кое би обезбедило максимизирање на степенот на одвојување на класите кои треба да бидат препознавани. Затоа обично се разгледува големо множество на иницијални обележја со цел да се опфатат сите клучни информации. На проблемот на елиминирање на можните редундантни или ирелевантни информации може да му се пристапи со методите за избор на обележја кои генерално користат некои од статистичките методи како на пример дискриминантната анализа [27]

 REF _Ref58238911 \r \h 
[58]. Сублимирано, главниот проблем на статистичкиот пристап е непостоењето на дескриптивен модел кој би овозможил едноставно одредување и контрола на информацијата содржана во секое од обележјата, со цел да се изберат и најпогодните од аспект на дискриминацискиот проблем. 
Структурниот пристап претпоставува дека примерокот кој треба да се препознае може да се разложи на поедноставни компоненти од кои е составен, наречени primitivi, и потоа да се опише со помош на едноставни атрибути на примитивите и нивните тополошки релации [152]. Со ваквата претстава, ефективноста на описите може да биде барем делумно перцептуално проценета од аспект на нивните дискриминациски способности. Но, ваквите описи немаат фиксна должина, а често пати не е ни можно однапред да се дефинира редослед на примитивите во организацијата на описот. Оваа карактеристика директно го диктира изборот на податочната структура за сместување на описот и ја прави критична фазата на класификација. Една техника за адресирање на овој проблем е интерпретирање на примероците од една класа како изрази во формален јазик дефиниран преку соодветна граматика. Најважната придобивка на ваквиот пристап, наречена sintakti~ko prepoznavawe na primeroci [60] е можноста за тоа директно да се применат познати методологии од теоријата на формалните јазици. Сепак, често пати структурата на граматиката може да биде прекомплексна и тешка за изведување од ограничен број на примероци. Друг начин за репрезентација на структурните описи е за тоа да се употребат покомплексни податочни структури, како стебла и графови [54]
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[181]. Постојат и хибридни пристапи за препознавање кои претставуваат комбинација на статистичките и синтактичко-структурните пристапи.

4.1.3 Екстракција на обележја

Целта на екстракцијата на обележја од знаците е пред сè да се намали димензионалноста на проблемот, концентрирајќи се само на суштинските обележја од аспект на проблемот кој треба да се реши. Исто така, фазата на екстракција на обележја има за цел да се изберат такви обележја врз основа на кои полесно ќе се прави дистинкција помеѓу различните класи, додека небитните обележја би се занемариле.
Историски гледано почетоците на машинското препознавање на знаци датираат уште со патентите на Tausheck во Германија во 1929 година и на Handel во Америка 1933 година [144]. Првите системи за оптичко препознавање на знаци немале вистинска екстракција на обележја, поточно како обележја ги користеле самите пиксели на сликите од знакот. Препознавањето пак било изведувано со едноставно споредување со шаблони по патот на суперпозиција.
Процесот на екстракција на обележја од сликата на знакот се нарекува уште и анализа на облици. Методите за анализа на облици може да се поделат според повеќе критериуми [153]. Зависно од тоа дали ја испитуваат само границата меѓу објектот и позадината или целата слика, се делат на екстерни и интерни. Исто така, оригиналната слика може да биде претставена преку скаларни големини или со структурни описни елементи. Зависно од тоа дали од издвоените особини може повторно да се реконструира комплетната појдовна слика или не, се делат на методи кои целосно ги сочувуваат информациите и оние кои делумно ги губат. 
Поделбата на методите за екстракција на особини, може да се направи и од аспект на техники во просторен домен и техники на скаларна трансформација. Техниките кои оперираат во просторен домен ја трансформираат сликата во друга слика, а не во поле од скаларни големини. Од аспект на понатамошната обработка, скаларните трансформациски техники се посоодветни за добивање на влезните големини за статистичките класификатори, додека просторно доменските техники се посоодветни за генерирање на влезот за синтактичките и структурните класификатори. Информациониот домен од кој се екстрахираат особините, може да биде просторниот домен или трансформацискиот домен на некоја трансформација (на пример фреквентниот домен).

Обележјата најчесто се екстрахираат со примена на некој алгоритам или оператор за екстракција на особини од сликата. Тие можат да бидат нисконивовски како вредностите на пикселите, нивната густина и распределба или високонивовски како меѓусебниот распоред и однос на основните градбени објекти (точки, линии, криви) на сликата. Pavlidis [154] обележјата за опис на формите ги дели на структурни и инцидентни, односно методи за структурна анализа и методи за глобална анализа. Пример за структурни обележја се: потези, конкавност на контури на региони, отвори и сл., додека инцидентни особини се: битовите маски, фуриовите коефициенти и сл.

Една од најрано користените техники за екстракција на особини е методот на геометриски моменти, дефинирани како:

(4.1)
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Методот на моменти е потполно информациски сочувувачки метод и може да се класификува како интерна техника со скаларна трансформација. Наместо директно користење на моментите често како особини се користат одредени линеарни комбинации од нив, кои се инваријантни во однос на одредени трансформации. Ова води кон поопштата дефиниција на моментите како интеграл од производот на сликата со секој од множеството полиноми дефинирани над 2D регионот:
(4.2)
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каде f(x,y) е бинарната слика, а huv(x,y) е полином од степен u по x и v по y. За наједноставниот случај кога huv(x,y)=xuyv се добиваат геометриските моменти. За екстракција на особини по пат на моменти за потребите за препознавање знаци најчесто се користат полиномите на: Legendre, Zernike и pseudo Zernike. Bailey и Srinath [5] предлагаат ортогонални моменти инваријантни во однос на положбата, големината и ротацијата на знакот.

Други често користени методи со скаларна трансформација се техниките за екстракција на коефициенти од трансформациските домени на некоја од трансформациите како: Fourier, Hadamard, Rapid, Karhunen-Loève, Walsh и др. Најчесто овие трансформации се користат како дводимензионални и оперираат над целата слика (како интерни методи). Некои од нив можат да се применат и над веќе трасираната граница меѓу објектите и позадината (како екстерни методи) или скелетот на објектите добиен со некоја просторна трансформација [199]. Ваквите трансформации даваат множество коефициенти од кои се избираат неколку како репрезенти на објектот. Иако овие методи во основа се информациско сочувувачки методи, од бројот на издвоените коефициенти зависи колкаво количество од информацијата ќе биде сочувано. Според ова можеби би било посоодветно поделбата на методите да се направи на оние каде загубата на информација може да се контролира и оние каде истата не може да се контролира.

Меѓу најупотребуваните интерни просторно-доменски техники е трансформацијата на средишни оски (median axis transformation – MAT) со која „целата“ слика се трансформира во линиски цртеж кој се нарекува скелет. Вака добиениот скелет од средишни оски ја сочувува базичната топологија на објектот и може да се користи за одвојување на информации за формата на оригиналната фигура или за нејзина класификација со некој од структурните класификатори. Доколку за секоја од точките на средишните оски се чува и нејзиното растојание до најблиската граница, можна е потполна реконструкција на појдовната слика. При препознавање на знаци ова ретко се прави, односно се разгледува само скелетот со што неконтролирано се губат информации. Пронаоѓањето на средишните оски е релативно комплексна операција. Лошата страна на овој вид техники е што се многу осетливи на шум, така што произволно мал отвор во објектот или негова деформација може да предизвика значителна промена на неговиот скелет. За потребите на препознавање на знаци почесто се употребуваат техники за т.н. тенчење (thining) [127] кои вршат итеративно бришење на граничните пиксели сè додека со нивното отстранување не се нарушува поврзаноста на објектот [41]. 
Најпознати екстерни просторно-доменски техники се техниките за кодирање на границата на објектот, на пример со Freeman-овиот верижен код [57]. Главните предности на овие техники е нивната брзина, малата потреба за мемориски ресурси и расположливоста на развиени генерални методологии за нивна обработка како теоријата на формалните јазици. Главниот недостаток им е што геометриски блиските точки на сликата можат да се појават во кодираната низа доста далеку една од друга.

Други обележја кои често се користат при препознавањето на знаци се ќелиските обележја. Со овој метод матрицата со сликата на знакот се дели на n×n компоненти – ќелии. Во секоја од овие ќелии се испитува постоењето на хоризонтални, вертикални или дијагонални потези кои минуваат низ неа, кои ако постојат, заедно со позицијата на ќелијата се бележат како обележја. Ваквите обележја потоа можат да бидат споредени со обележјата од базата со шаблони. 
Едни од најчесто употребуваните обележја за препознавање на знаци се проекционите хистограми [199]. Најчесто се користат хоризонталната, вертикалната и дијагоналните (коси) проекции или нивните фуриови трансформации, како и разни верзии на регионални проекции кои се применуваат на делови од сликата на знакот поодделно [192]. Lee [136] за екстракција на обележја ги користи маските на Kirsch [159] за потенцирање на потези во одредени правци, применети над делови од сликата на знакот, а класификацијата ја врши со повеќенивовска кластерска невронска мрежа.
4.2 Архитектура на системот

Експериментите со комбинирање на класификаторите за препознавање на ракописни знаци беа изведени со систем чија шема е прикажана на слика 4.1. Влез во системот претставуваат слики на изолирани цифри. По првичната обработка за отстранување на шумот и наоѓање на рамката околу знакот, се врши проценка на аголот на закосеност на знакот и истиот се исправа. Потоа од знакот се екстрахираат неколку видови на обележја. Со ова се добиваат одвоени множества од обележја кои се одвоени користејќи различни пристапи за екстракција на обележја, кои практично го гледаат знакот од различни агли и можат да се сметаат за независни. 
Секое од овие множества со обележја се проследува на одвоен класификатор обучен да го препознава знакот користејќи го даденото множество со екстрахирани обележја. Излезот од секој од класификаторите се поддршките кои класификаторот ги дава на претпоставките дека знакот доаѓа од секоја од можните класи. Излезите од класификаторите потоа се комбинираат со некоја од шемите за комбинирање на класификатори и на крајот се одлучува за припадноста на знакот. За споредба обучен е и класификатор кој ја користи унијата од сите множества на одвоени обележја како единствено множество.

Секој од класификаторите е индивидуално обучуван и направен е разумен обид да се оптимизираат неговите параметри за истиот да постигне најдобри резултати како единствен (изолиран) класификатор. Не се применети никакви техники за дополнително намалување на корелираноста на класификаторите, освен употребата на дисјунктни множества од обележја кои ги користат различните класификатори. При оптимизацијата на параметрите на секој од класификаторите секој од нив е третиран изолирано и параметрите се оптимизирани за постигнување најдобри перформанси на множество на знаци за валидација.
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Слика 4.1. Архитектура на системот за комбинирање на класификатори
4.3 NIST - база на слики на знаци испишани со рака
За сите експерименти во ова поглавје користена е базата на сегментирани знаци NIST Special Database-19 (SD-19) [232]. NIST (National Institute for Standards and Technology) има издадено CD-ROM со слики на формулари пополнети со цифри и латинични букви. NIST SD-19 претставува збир на претходно објавените бази SD-3 и SD-7 [219]. 
Во 1992 година од страна на бирото за попис на САД било побарано од NIST да ги испита можностите за автоматска обработка на документи. Освен секојдневните популациони и економски истражувања, секои 10 години бирото има задача да обработи над 100 милиони формулари за само неколку месеци. За да се испитаат можностите на најсовремените методи за оптичко препознавање на знаци, NIST организирал натпревар во изградба на OCR системи кој бил отворен за сите универзитети и компании. За обучување на системите NIST ја дистрибуирал базата на знаци NIST SD-3 во која имало нумерички и алфанумерички податоци. 

NIST Special Database 3 содржела 2100 скенирани страници со ракопис од пополнети формулари (HSF). Овие формулари содржеле различни полиња во кои околу 1000 лица требало своерачно да ги напишат претходно зададените (испечатени на формуларот) цифри и букви, зборови и реченици. Овие формулари потоа биле скенирани со прецизност од 300 точки по инч, биле сегментирани и биле изолирани индивидуалните знаци. Учесниците на натпреварот не морале да ги објават алгоритмите кои ги користат при препознавањето а им било дозволено за обука да користа и сопствени бази на знаци. На натпреварот системите биле тестирани на непознат примерок на знаци исто така собран од претходно необјавени формулари. Резултатите на препознавањето од овој натпревар се објавени во извештајот на NIST [218]. 
NIST Special Database 19 како наследник на SD-3 и SD-7 е надмножество на овие бази и содржи слики на 3699 скенирани hsf формулари од кои се изолирани 814255 ракописни знаци (латинични букви и цифри) и истите се објавени на CD-ROM. Сликите на изолираните знаци се дадени во вид на бинарна матрица со димензии 128×128 за секој знак. Секој од знаците е означен со соодветна нумеричка ознака која ја определува неговата класа, односно неговото симболичко значење (цифра или буква) како „0“-„9“, „a“-„z“ или „A“-„Z“. Класата на секој изолиран знак е мануелно проверена со што преостанатата грешка при означувањето на знаците е околу 0.1%. 
Интерно сите обработени формулари со знаците изолирани од нив се поделени во 9 партиции според местото од каде се прибрани пополнетите формулари. Овие партиции се означени како hsf_0, hsf_1, …, hsf_8. Сите формулари освен оние во партициите hsf_4 и hsf_5 се пополнети од вработени во бирото за попис во САД. Формуларите во партициите hsf_4 i hsf_5 се пополнети од страна на средношколци и hsf_4 партицијата е оригинално користена како тестна на натпреварот во 1992 година. Партицијата hsf_5 не е објавена и е задржана од страна на NIST за понатамошна употреба. Заеднички заклучок на сите учесници во натпреварот бил дека примероците од партицијата hsf_4 имаат многу поголеми варијации и се доста потешки за препознавање од оние кои биле претходно дистрибуирани како примероци за обука [81]. Затоа подоцна од страна на LeCun е направена базата MNIST (MiniNIST) во која се издвоени 60000 примероци за обука и 10000 за тестирање од оригиналната NIST база, при што скоро половина од множеството за обука е составено и од (тешките за препознавање) знаци од hsf_4 партицијата. 
Иако на CD-ROM-от се достапни и целосните скенирани формулари, во експериментите се употребени сликите на изолираните цифри. Организацијата на изолираните знаците во базата е хиерархиска и истите податоци се наоѓаат организирани спред различен атрибут во неколку хиерархиски структури како: според полето на формуларот од кој се изолирани, според лицето кое ги напишало и според класата на знакот. Од аспект на нивното користење во систем за препознавање на знаци, најсоодветна е нивната организација според класата па истата е користена и во дисертацијава. Изолираните слики на цифрите од дадена партиција се наоѓаат во единствена датотека со CCITT Group 4 компресија. Класата на секој од симболите е сместена во друга придружна датотека. Бројот на примероци од секоја цифра во секоја од датотеките (партициите) е дадена во табела 4.1. 
Табела 4.1: Состав на NIST базата на ракописни цифри
	Партиција
	Број на примероци по цифра

	
	0
	1
	2
	3
	4
	5
	6
	7
	8
	9
	

	hsf_0:
	5534
	6008
	5321
	5592
	5114
	4603
	5236
	5589
	5262
	5190
	53449

	hsf_1:
	5472
	5972
	5263
	5517
	5188
	4644
	5284
	5549
	5244
	5179
	53312

	hsf_2:
	5352
	5816
	5187
	5505
	5097
	4566
	5206
	5459
	5203
	5076
	52467

	hsf_3:
	6613
	6976
	6360
	6558
	6150
	5732
	6402
	6611
	6320
	6174
	63896

	hsf_4:
	5560
	6655
	5888
	5819
	5722
	5539
	5858
	6097
	5695
	5813
	58646

	hsf_6:
	5939
	6710
	6086
	6085
	6010
	5838
	6051
	6334
	5966
	6075
	61094

	hsf_7:
	5893
	6567
	5967
	6036
	5873
	5684
	5900
	6254
	5889
	6026
	60089


Иако рамката во која е сместена секоја од цифрите е со фиксна големина за сите цифри (128×128), самите слики на цифрите не со фиксирана големина и секоја од нив е центрирана во оваа матрица со стандардна големина. Сликите на изолираните цифри не се идеални, содржат шум и понекогаш и грешки во сегментацијата (парчиња од соседните цифри). Извадок од NIST базата на ракописни цифри е прикажан на слика 4.2.
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Слика 4.2. Извадок од NIST базата на ракописни цифри
Треба да се има предвид фактот дека примероците на ракописните цифри се собрани во Америка и соодветно начинот на кој се напишани некои од цифрите се разликува од начинот на кој овие цифри вообичаено се пишуваат во Европа. Така на пример цифрата „1“ најчесто е напишана само како една вертикална линија „1“, а цифрата „7“ најчесто не е напишана со дополнителната хоризонтална линија. 
На CD-ROM-от со базата SD-19 доаѓа и библиотека со прогамски рутини во ANSI C (hsfsys library) за пристап на базата со знаци, нивно изолирање, и едноставна обработка и филтрирање. За потребите на оваа дисертација искористен беше само делот од приложениот код за пристапување, изолирање и декомпресија на сликите со цифри, додека понатамошното филтрирање и обработка беше изведено со сопствени рутини.
4.3.1 Поделба на базата од ракописни цифри 
За обучување на класификаторите употребени се примероците од партицијата hsf_0. Притоа за оптимизирање на параметрите на класификаторите, односно за проценка на нивните индивидуални перформанси користени се примероците од партицијата hsf_1. Оптимизирање на параметрите на класификаторите подразбира нагодување на параметрите на кернелот и казнениот фактор кај SVM класификаторите и оценка кога да се престане со обучувањето на невронските мрежи. За валидација, односно за обука на обучените методи за комбинирање, користени се примероците од партицијата hsf_6. Конечно перформансите на целиот систем се проценуваат (и споредуваат) при препознавање на примероците од партицијата hsf_4. 
Притоа кога обуката на класификаторите е изведена со помал број на примероци од вкупниот број на примероци во множеството за обука, користени се првите 1000, 2000, 5000, 10000 или 30000 примероци од истото множество. Примероците од секоја цифра во секое од множествата се наизменично распоредени (0,1,2,...,9,0,1....) така што и со земањето само на првите N примероци цифрите се со подеднаква застапеност.

4.3.2 MNIST (MiniNIST) - база на слики на цифри испишани со рака
MNIST базата на слики на цифри испишани со рака (достапно на http://yann.lecun.com/exdb/mnist) содржи множество за обука од 60000 примероци и множество за тестирање од 10000 примероци. Таа претставува подмножество на NIST базата, при што цифрите во неа се скалирани и се центрирани во матрица со стандардна фиксна големина. За нејзино добивање оригиналните црно-бели слики на цифри од NIST базата се прво скалирани (зголемени или намалени) така да ги собере во матрица со димензии 20×20, сочувувајќи го односот на нивната висина и ширина. Потоа, вака добиените слики во нијанси на сиво поради ефектот на скалирање, се поставени во поголема матрица со димензии 28×28 соодветно поместени така да тежиштето на цифрата е во центарот на ваквата матрица. 
MNIST базата е добиена со мешање на примероци од NIST‑SD1 (множеството за тестирање предложено од NIST) и NIST‑SD3 (множеството за обука предложено од NIST). Главната причина за ова е наведена во значително потешките за препознавање знаци во NIST‑SD1. Множеството за обука во MNIST базата е составено од 30000 примероци од NIST‑SD3 и 30000 од NIST‑SD1, додека множеството за тестирање е составено од 5000 примероци од NIST‑SD3 и 5000 од NIST‑SD1. Множеството за обука содржи примероци од околу 250 различни индивидуи, при што е обезбедено во примероците за тестирање да не се најдат примероци од истите индивидуи. 
MNIST базата често се користи за споредување на перформансите на системите за препознавање на цифри. Нејзин недостаток е ограничената големина и непостоењето на стандардно множество за валидација кое би се користело за нагодување на параметрите на системите при нивното обучување. 
4.4 Претпроцесирање
Претпроцесирањето ги опфаќа фазите на обработката на сликата на цифрата. Во него се изведува отстранување на шумот, лоцирање на цифрата и проценка и отстранување на евентуалната закосеност на цифрата.

4.4.1 Отстранување на шумот

При скенирањето на печатени документи (или формулари) на сликите е присутно помало или поголемо количество на шум. Овој шум најчесто се должи на несовршеноста на уредите за скенирање, оштетеноста на медиумот (хартијата), слабиот квалитет на отпечатокот и сл. Шумот кај скенираните документи најчесто е од импулсна природа и се јавува во вид на изолирани пиксели или региони од неколку поврзани пиксели на „црн“ шум на бела позадина или бел шум на црна позадина. Процесот на редуцирање на шумот во скенираните слики се нарекува пополнување. Целта на дизајнирањето на филтер за отстранување на шум е тој да отстрани што е можно поголем дел од шумот, задржувајќи ја притоа корисната информација. 
Примената на стандардни нископропусни филтри не е најсоодветна кај бинарните скенирани документи. За скенираните документи важно е да се задржат некои од карактеристиките од сигналот како што се острината на текстот и графичките елементи, без да се заоблат аглите и да се намалат некои должини што би се случило доколку се примени стандарден нископропусен филтер. Затоа за филтрирање на импулсниот шум од скенирани документи најчесто се користат специјално дизајнирани филтри кои почиваат на морфолошки и ќелиски операции [41][159]. 
Еден таков филтер е kFill филтерот [148]

 REF _Ref65091214 \r \h 
[188] кој е специјално дизајниран за филтрирање слики со текст и обезбедува отстранување на шумот задржувајќи ја читливоста на текстот, при што читливоста има приоритет над отстранувањето на шумот. За да се задржи читливоста на текстот kFill филтерот ги задржува аглите од 90 степени или помалку со што не го предизвикува заоблувањето кое го предизвикуваат другите филтри. Исто така обезбедува при филтрирањето да не дојде до поврзување на две одвоени компоненти (допирање на знаците) или одвојување на една компонента на две (распаѓање на знаците). 

kFill филтерот претставува прозорец со димензии k×k пиксели со кој се изминува целата слика, при што прозорецот се поставува центриран на секој пиксел од сликата. Овој прозорец се состои од внатрешен регион од (k–2)×(k–2) пиксели наречен jadro и надворешен регион од 4(k–1) пиксели на периферијата на прозорецот наречен sosedstvo. Пополнувањето при филтрирањето се состои во „вклучување“ или „исклучување“ (бришење) на блокот на пиксели од јадрото во зависност на вредностите на пикселите во соседството. Одлуката дали ќе дојде до пополнување на јадрото зависи од три параметри кои се одредуваат од вредностите на пикселите во соседството и тоа: n – бројот на црни (односно бели) пиксели во соседството, c – бројот на поврзани групи од црни (односно бели) пиксели во соседството и r – бројот на црни (односно бели) пиксели во аглите од соседството. До пополнување на јадрото со црни (односно бели) пиксели доаѓа само ако е задоволен условот:
(4.3)
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(4.3)
Условот (4.3) обезбедува задржување на особините на текстот, односно не дозволува да се спојат два одвоени блока или да се раздвои еден блок на два и да не се изгубат острите агли на рабовите. Отстранувањето на шумот се одвива итеративно при што секоја итерација се состои од две подитерации од кои едната врши пополнување а втората бришење на блокови од пиксели кои го задоволуваат условот (слика 4.3). Процесот запира во моментот кога после две последователни подитерации нема повеќе промени. 
Филтрирањето на документите обично се презема пред нивната анализа, сегментација и изолирањето на знаците. Иако во NIST базата се наоѓаат веќе изолирани знаци, кај дел од нив сè уште е присутно значително количество на шум. Сепак од аспект на екстракцијата на статистичките обележја, присуството на шум во сликите на цифрите не ги менува значително перформансите на класификаторите. Отстранувањето на шумот од сликите на цифрите е неопходно од друга причина, а тоа е прецизното лоцирање на знакот на позадината, односно одредувањето на најмалата рамка околу знакот (слика 4.3г). Бидејќи одредувањето на оваа рамка е реализирано со едноставно барање на првиот црн пиксел во првата редица односно колона тргнувајќи од горе и од долу, односно од лево и од десно, важно е да се отстранат пикселите на шум кои не се делови од симболот. Ова особено поради фактот што во сликите на некои цифри од NIST базата има остатоци од соседните цифри кои треба да се отстранат за правилно да се одреди минималната рамка околу нив. 
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Слика 4.3. Филтрирање на знак со kFill филтер: а) оригинален знак со шум; б) бришење на изолирани црни пиксели; в) пополнување на изолирани бели пиксели; г) филтриран знак и одредување на најмалата рамка околу него
Во нашиот експеримент отстранувањето на шумот на секоја од сликите со цифри од NIST базата е реализирано со примена на kFill филтер со k=3, по што се пристапува кон проценка на закосеноста на цифрата и нејзино исправање.

4.4.2 Проценување и отстранување на закосеноста

Зависно од стилот на ракописот на лицето кое ги напишало цифрите забележителна е голема варијација на аголот за кој се закосени цифрите. Ваквите варијации можат забележително да ги намалат перформансите на препознавањето и пожелно е колку што е можно да се отстранат. Отстранувањето на закосеноста, односно „исправање“ на цифрата е релативно едноставна операција која лесно се реализира со примена на shear трансформација над сликата на цифрата. Прашањето е како да се одреди аголот за кој е закосена цифрата, односно за кој агол треба да се исправи цифрата. 
Примената на робусни алгоритми за проценка на доминантен правец на линиите на дадена слика како Hough или Radon трансформациите (кои се релативно успешни кај проценката на закосеноста на цели зборови напишани во слеан ракопис) не дадоа задоволителни резултати. Причината за ова најверојатно се релативно малите димензии на сликите со цифрите и фактот дека кај некои цифри (7, 9) често се случуваше да се одреди аголот на најдолгиот потез (косата линија надолу кај цифрата 7 на пример) како агол на закосеност, поради што голем број од цифрите беа „премногу“ исправани.
Процедурата за исправање на цифрите приложена во hsfsys библиотеката [66] пак го сугерира следниов пристап: Се лоцираат најгорната и најдолната редица во која се појавува црн пиксел во сликата на цифрата. Потоа се лоцира најлевиот црн пиксел во секоја од овие две редици и се пресметува аголот на закосеност како аголот кој правата која минува низ овие две точки го зафаќа со вертикалата. Ваквото одредување на аголот на закосеност на цифрите го има недостатокот неприродно да исправи некои цифри кај кои поради специфичниот ракопис на лицето, аголот погрешно се проценува. Одредувањето на аголот на закосеност само на основа на положбата на два пиксела од сликата на цифрата не е стабилен метод за одредување на овој агол. Некои истражувачи затоа ги користат позициите на најлевите црни пиксели но во втората редица од горе и од долу соодветно [165]. Иако резултатите се нешто подобри, недостатоците кои се јавуваат кај некои форми на цифри (како на пример цифрата 4 со отворен горен дел или кај цифрата 7) остануваат. 
Со цел колку што е можно повеќе да се надминат наведените недостатоци за проценка на закосеноста на цифрите во нашиот пристап применета е поинаква оригинална постапка. Според предложената постапка за секоја од цифрите прво се наоѓаат т.н. горен дел и долен дел од сликата на цифрата. Горниот, односно долниот дел е составен од првите, односно последните n редици од матрицата со сликата на цифрата (слика 4.4). Притоа бројот на редици – n се одредува релативно во однос на висината на цифрата. 
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Слика 4.4. Одредување на закосеноста на цифрата и нејзино исправање
Потоа се одредува позицијата на тежиштето за секој од овие два дела на сликата како:
(4.4)
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(4.4)
каде W и H се ширината и висината на горниот односно долниот дел од цифрата, а M(x,y) е вредноста на пикселот во редицата y и колоната x од сликата на цифрата. Со ова се добиваат тежиштата на горниот дел (Tx, Ty) и на долниот дел од сликата на цифрата (Bx, By). Конечно аголот на закосеност α се пресметува како аголот кој правата која минува низ двете тежишта го зафаќа со вертикалата:

(4.5)
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По проценката на аголот, исправањето на цифрата може да се изведе со shear трансформација дефинирана како:

(4.6)
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Сепак, доста поефикасно е наместо директна примена на shear трансформацијата истиот проблем да се реши со линеарна операција на поместување на секоја од редиците на матрицата на цифрата. Притоа, поместувачкиот фактор за секоја редица се пресметува како:

(4.7)
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каде r е индексот на редицата за која се одредува поместувањето, а m е индексот на средишната редица, односно на редицата која се наоѓа на половината од висината на сликата. На овој начин се постигнува поместувањата да бидат центрирани во однос на средината на сликата на цифрата. При ова позитивните вредности на sr значат поместување во десно, а негативните во лево. Бидејќи при одредувањето на sr може да се добијат и нецели вредности за поместувањето, истите може да се заокружат на најблиската целобројна вредност, со што може да се изведе поместување на пикселите во секоја од редиците на бинарната слика на цифрата. 

Предложениот метод не е воопшто ограничен на бинарни слики. Истиот ќе работи и за слики во нијанси на сиво (какви што се сликите на цифрите во MNIST базата) при што кај пресметувањето на тежиштата според (4.4), M(x,y) ќе ја претставува вредноста на пикселот изразена во опсегот [0,1]. Поместувањето на секоја редица исто така може да се изведе со суб‑пикселска прецизност со поделба на вредноста на пикселот на две позиции кога истиот ќе треба де се помести за нецел број позиции. 
Во експериментите изложени во оваа дисертација за одредување на закосеноста на цифрите, горниот и долниот дел од сликата на цифрата дефинирани се како 25% од висината на цифрата, односно како горната и долната четвртина од сликата. По проценетиот агол на закосеност, цифрата се исправа применувајќи ги линеарните поместувања на секоја редица со суб‑пикселска прецизност. Додека за примероците од NIST базата филтрирањето и лоцирањето се изведува над бинарните слики на цифрите, за да се овозможат операции на суб‑пикселска прецизност пред исправањето на цифрата се преминува во претстава на истите во нијанси на сиво при што секој пиксел може да прими реална вредност во границите од 0 (бело) до 1 (црно). 

Вредно е да се напомене дека доколку за горен, односно долен дел на сликата на цифрата се избере само првиот односно последниот ред пиксели, предложениот метод се сведува на проценка многу слична на оригиналната од hsfsys библиотеката само што не се земаат најлевите туку средишните пиксели во првиот и последниот ред. Иако земањето на средишните пиксели сè уште е подобро од земањето на крајните леви пиксели, ваквата проценка ги има сличните недостатоци како кај оригиналниот пристап. Некои истражувачи сугерираат вклучување на аголот за кој била исправена сликата на цифрата како дополнително обележје кое би се проследувало на класификаторот заедно со другите екстрахирани обележјата, со цел да се компензираат погрешните проценки на овој агол во некои случаи. На овој начин се смета дека аголот како дополнително обележје ќе овозможи на класификаторот да направи дистинкција помеѓу цифрите кои поради погрешната проценка на овој агол се „премногу“ исправени и повеќе личат на друга цифра. Конкретно, ова најчесто се случува за цифрите 7 и 1. Одредувањето на тежиштето на дел од сликата е покомплексна операција од наоѓањето само на најлевите пиксели во првиот и последниот ред од сликата, но е далеку од комплексноста на Hough или Radon трансформација на сликата на цифрата.
Вредноста од 25% од висината на цифрата за дефинирање на деловите чии тежишта ќе го одредат проценетиот агол на закосеност беше избрана по неколку експерименти со различни вредности на овој процент. Експериментите беа спроведени над примероци без корекција на закосеноста, со избор на средишниот пиксел од првиот и последниот ред од сликата на секоја цифра, со вклучување на вака проценетиот агол како дополнително обележје и за различни вредности на процентот од висината на знакот (10%–40%) кој ја одредува висината на горниот и долниот дел од сликата на цифрата во однос на чии тежишта се одредува аголот на закосеност. Во секој од експериментите потоа беа екстрахирани четири групи на обележја (опишани во поглавјето 4.5) и со нив беа обучени SVM класификатори користејќи ги првите 10000 примероци од hsf_0 партицијата за обука и целата hsf_1 партиција за оптимизирање на параметрите на класификаторите. Проценка на перформансите на вака обучените класификатори беше изведена над сите примероци од партицијата hsf_4. Резултатите се прикажани во табела 4.2.
Од табелата се гледа дека корекцијата на аголот дури и според наједноставната проценка на закосеност недвосмислено го подобрува препознавањето за сите множества на обележја. Вклучувањето на ваквиот агол за кој била корегирана закосеноста како дополнително обележје не носи видливи подобрувања (кај fs2 i fs4 дури и ги влошува резултатите). Кај проценката на аголот користејќи ги тежиштата на горниот и долниот дел од сликата на знакот, најдобри резултати се постигнуваат кога висината на овие делови е помеѓу 20% и 30% од висината на знакот. За вредност која ќе ја одредува големината на горниот и долниот дел од цифрата при проценката на нејзината закосеност беше усвоена вредноста од 25%.

Табела 4.2: Резултати на препознавањето за различни начини на проценка на аголот на закосеност на цифрите
	множество обележја
	FS1
	FS2
	FS3
	FS4

	без корекција
	88.1987%
	92.5246%
	90.2534%
	92.8623%

	прва/последна редица
	89.3070%
	93.3721%
	92.2620%
	93.4795%

	п/п редица + агол
	89.4230%
	93.1624%
	92.3081%
	93.3278%

	10%
	89.8049%
	93.1738%
	92.4087%
	93.7489%

	15%
	89.9430%
	93.1828%
	92.4769%
	93.9621%

	20%
	89.7828%
	93.2033%
	92.5536%
	94.1718%

	25%
	90.0444%
	93.4215%
	92.4343%
	94.2213%

	30%
	90.0641%
	93.3226%
	92.4735%
	94.2417%

	35%
	90.0266%
	93.3909%
	92.4871%
	94.1428%

	40%
	89.9260%
	93.3670%
	92.5332%
	94.0286%


4.4.3 Одредување на минималната рамка околу цифрата
По отстранувањето на шумот, проценката и елиминирањето на закосеноста се приоѓа кон одредување на минималната рамка околу секоја од цифрите. Одредувањето на најмалата рамка се прави со едноставно пребарување на матрицата со сликата на цифрата и тоа тргнувајќи од секој од рабовите на сликата сè додека не се наиде на првата редица односно колона во која има барем еден црн (или сив) пиксел. Потоа истата се проширува до квадрат така да знакот биде центриран во неа. На понатамошна обработка се проследува квадратна матрица дефинирана со рамката.
4.5 Екстракција на обележја
За потребите на експериментите со комбинирање на класификатори екстрахирани се четири фамилии на обележја. Од секоја фамилија се формира по едно множество обележја кое ја опишува цифрата која треба да се препознае. Според начинот на екстракција, секое од овие множества од обележја ја гледа цифрата од различен агол и може да се смета дека четирите групи на обележја носат комплементарни информации. 
За секое од множествата обележја конструиран е одделен класификатор кој е во состојба релативно успешно да ги препознава цифрите. Бидејќи секој од класификаторите користи различни независни обележја за препознавање на цифрата, може да се смета дека и одлуките на класификаторите ќе бидат релативно независни и комплементарни. Вака добиените класификатори се основа за експериментите на комбинирање на класификатори. 
Исто така, за единственото множество добиено како унија на две, три или сите четири множества на екстрахирани обележја се конструирани и единствени класификатори кои цифрата ја гледаат од неколку агли „истовремено“. Резултатите од овие класификатори се користени за споредба со резултатите добиени од различните методи за комбинирање на класификаторите.
Стандардна практика кај истражувачите во областа на препознавање на знаци е прво сликите на сите знаци да се сведат на иста претходно зададена димензија, а потоа од нив да се екстрахираат соодветни обележја. Кај ваквиот пристап бројот на обележја кои се екстрахираат од знакот обично директно зависи од неговите димензии, односно димензиите на кои се сведува (скалира) сликата на знакот го диктира и бројот на обележја кои ќе бидат екстрахирани од неа. 

Во нашиот пристап алгоритмите со кои се изведува екстракцијата на обележјата се извршуваат над сликата од знакот во неговата оригинална големина. Со ова е избегната скапата операција на скалирање на секој од знаците на фиксни димензии пред да се пристапи на екстракција на особините. Од друга страна, предложените алгоритми се доволно флексибилни да овозможат екстракција на произволен број обележја, односно произволна прецизност при интерпретацијата на сликата преку обележјата. Притоа, бројот на обележја кои првично се екстрахираат од сликата на знакот е предодреден од неговите димензии. По добивањето на овој вектор од обележја, истиот се скалира на произволна димензија добивајќи го на тој начин саканиот број на обележја.
Четирите фамилии на обележја кои се екстрахираат од секоја слика се:
1. проекциони хистограми

2. контурни профили

3. прстенести зони 

4. Kirsch обележја
Опишаните обележја не се ексклузивно применливи само за препознавање на цифри и истите можат да се употребат и при препознавање на други знаци (букви, симболи) и во понатамошниот текст термините цифра и знак ќе бидат паралелно употребувани и ќе се однесуваат на субјектот од кој се екстрахираат обележјата (во нашиот случај цифри). 
4.5.1 Проекциони хистограми

Проекционите хистограми се често употребувани обележја за препознавањето на знаци. Истите се употребуваат и во процесот на сегментација за одвојување на редовите со текст и знаците еден од друг. Проекционите хистограми претставуваат пресликување од слика (дводимензионална функција) во хистограм (еднодимензионална дискретна функција) чии вредности претставуваат сума на вредностите на пикселите долж одреден правец. Хистограмот може да се претстави како вектор од реални вредности. Во зависност од избраниот правец се дефинираат:
· хоризонтален проекцион хистограм (хоризонтални проекции)

· вертикален проекцион хистограм (вертикални проекции)

· кос проекцион хистограм (коси проекции)

Хоризонталниот проекцион хистограм се добива со сумирање на вредностите на пикселите во секоја (хоризонтална) редица од матрицата со сликата на цифрата. Притоа хистограмот има онолку вредности колку што има редици сликата. Вредностите на хоризонталните проекции можат да се пресметаат како:
(4.8)
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каде D е бројот на редици (висината) на сликата, а M(i,j) вредноста на пикселот во i‑тата редица и j‑тата колона.
Вертикалниот проекцион хистограм соодветно се добива со сумирање на вредностите на пикселите во секоја (вертикална) колона од матрицата со сликата на цифрата. Притоа хистограмот ќе има онолку вредности колку што има колони сликата. Вредностите на вертикалните проекции можат да се пресметаат како:

(4.9)
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(4.9)
каде D е бројот на колони (ширината) на сликата.
Косите проекциони хистограми се дефинираат како сума на вредностите на пикселите долж некој правец по зададен агол. Во практика најчесто се користат дијагоналните проекции, односно косите проекции под агли од 45° и 135°. Вредностите на дијагоналните проекции во правец на главната дијагонала се добиваат со сумирање на вредностите на пикселите во правци паралелни со главната дијагонала:

(4.10)
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(4.10)

Вредностите на дијагоналните проекции во правец на споредната дијагонала пак соодветно се пресметуваат како:
(4.11)
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(4.11)
Притоа дијагоналните хистограми имаат по 2D–1 вредности. На слика 4.5 е прикажан пример за добиени проекциони хистограми за слика на цифра. Вредностите во векторите кои ги претставуваа хистограмите се скалираат на вредности помеѓу 0 и 1 во однос на максималната вредност која може да ја постигне обележјето на таа позиција.
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Слика 4.5. Пример за проекциони хистограми: хоризонтален и вертиаклен и дијагонални проекциони хистограми
Идејата за употреба на проекционите хистограми (познати и како странични хистограми) за репрезентација на знакот кој треба да се препознае потекнува од основите на компјутерската томографија со која од две или повеќе еднодимензионални странични проекции може да се реконструира целата слика [102]. Според ова би можело да се заклучи дека проекционите хистограми се сосема доволна репрезентација на основа на која може да се реконструира појдовната слика.
За спроведените експерименти, првата фамилија на обележја кои се екстрахираат од секоја цифра е составена од проекциони хистограми и тоа: 

· 7 обележја од хоризонталниот проекцион хистограм;
· 6 обележја од вертикалниот проекцион хистограм; и
· по 5 обележја од двата дијагонални проекциони хистограми,
што дава вкупно 23 обележја. Идејата за екстракција на ваков релативно мал број на обележја е да се произведе релативно послаб класификатор (во однос на останатите). Ова е сторено со цел да се испита влијанието на послаб класификатор во ансамблот со цел да се испитаат ефектите на неговите зачестени грешки при различните методи за комбинирање на класификатори. Оваа фамилија обележја во понатамошниот текст е означена како прво множеството обележја или FS1. Начинот на кој е изведено скалирањето на векторите со обележја за да се добијат саканиот број на обележја од секој од хистограмите е опишан во поглавјето 4.5.5. 
4.5.2 Контурни профили
Голем број на системи за препознавање на знаци како особина ја употребуваат контурата на знакот. Контурата е дефинирана како границата помеѓу знакот и позадината. Идејата за употреба на контурните профили произлегува од фактот дека секоја половина од контурата може да се претстави како дискретна еднодимензионална функција (слика 4.6) со која може полесно да се манипулира. 
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Слика 4.6. Контурни профили: а) контура на знакот; б) лев и десен контурен профил
Контурните профили [199] се повторно еден вид на хистограм и може да се дефинираат лев, десен, горен и долен контурен профил. Притоа вредностите во левиот и десниот контурен профил се дефинираат како растојанието од левиот односно десниот крај на сликата до првиот црн пиксел во секоја редица. Соодветно, вредностите на горниот и долниот контурен профил се дефинираат како растојанието од горниот односно долниот крај на сликата до првиот црн пиксел во секоја колона.  

Вака дефинираните профили имаат ограничени дискриминациски способности поради неможноста да ги претстават шуплините и внатрешните делови на објектите. Исто така, контурата е јасно дефинирана само за бинарни слики. Затоа е предложено проширување на дефиницијата на контурните профили со профили од повисоко ниво и за слики во нијанси на сиво. Предложените профили од прво ниво се дефинирани слично на основните профили, само што наместо „растојанието до првиот црн пиксел“ се зема растојанието до првиот раб на знакот, односно позицијата на првата транзиција од позадина во знак во соодветниот ред односно колона. Профилите од второ ниво пак се дефинирани како растојанијата од рабовите на сликата до втората транзиција од позадина во знак (доколку таква постои) за соодветниот ред односно колона. Аналогно можат да се дефинираат и профили од трето и повисоки нивоа. Пример за контурни профили од прво и второ ниво е даден на слика 4.7.
Во ваквите дефиниции се наметнува прашањето што точно ќе се смета за граница помеѓу позадината и знакот, односно каде точно ќе се лоцира контурата во случај на знаци во нијанси на сиво кај кои вообичаено токму на овие премини се појавуваат сиви пиксели. Едното решение е да се дефинира вредност на прагот за сивите тонови кои ќе се сметаат за позадина или знак што би било идентично на претходна бинаризација на сликата и потоа нејзина обработка. Пофлексибилен е пристапот кај кој контурата се дефинира како позицијата со максимален градиент во дадениот правец, односно во пикселот од редицата/колоната каде промената на вредноста во однос на претходниот пиксел (во правецот на испитување) е максимална.
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Слика 4.7. Контурни профили: а), б), в) и г) лев, десен, долен и горен профил од прво ниво; д), ѓ), е) и ж) лев, десен, долен и горен профил од второ ниво
Кај цифрите нема потреба од испитување на профилите од ниво поголемо од третото, бидејќи речиси да не можат да се пронајдат примероци кај кои во една редица или колона има повеќе од три транзиции позадина-знак. Ако пак како обележја се користат обата комплементарни профили (и левиот и десниот односно и горниот и долниот) сосема доволно е да се употребат само профилите од прво и второ ниво. 
За спроведените експерименти, втората фамилија на обележја кои се екстрахираат од секоја цифра е составена од контурните профили и тоа: 

· по 6 обележја од левиот и десниот контурен профил;
· по 5 обележја од горниот и долниот контурен профил; и
· по 4 обележја од горниот и долниот контурен профил од второ ниво,
што дава вкупно 30 обележја. Оваа фамилија обележја во понатамошниот текст е означена како второ множеството обележја или FS2.
4.5.3 Прстенести зони
Централните прстенести зони претставуваат зонски обележја. Кај зонските обележја сликата на знакот се дели на одреден број зони и во секоја од нив се испитуваат одредени особини на сликата. Типично за секоја зона се генерира едно или неколку обележја. 
Кај предложените централни прстенести проекции обележјето кое се генерира за секоја од зоните е релативната пополнетост на подрачјето на зоната со „мастило“, односно бројот на црни пиксели. Зоните се дефинирани како концентрични прстени околу тежиштето на сликата на знакот, и секој прстен е поделен на одреден број еднакви исечоци (слика 4.8). 
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Слика 4.8. Централни прстенести зони: лево – дефинирање на зоните; десно – пополнетост на секоја од зоните како обележје
За екстрахирање на обележја од прстенестите зони прво се одредува тежиштето на цифрата (4.4), а потоа се одредува растојанието од тежиштето до најоддалечениот пиксел од сликата на цифрата R. На основа на ова растојание се дефинираат три прстенести зони околу тежиштето: 
1. Првата зона е всушност кружница со радиус r1 околу тежиштето на сликата и истата е поделена на n1 еднакви исечоци.
2. Втората зона е прстен со внатрешен радиус r1 и надворешен радиус r2 и тој се дели на n2 еднакви исечоци.
3. Третата зона е прстен со внатрешен радиус r2 и надворешен радиус R и тој се дели на n3 еднакви исечоци.
Во секоја од овие зони потоа се бројат црните пиксели и се пресметува нивната исполнетост. На овој начин се добиваат n1 + n2 + n3 обележја.
За спроведените експерименти, третата фамилија на обележја кои се екстрахираат од секоја цифра е составена од централни прстенести зони и тоа: 

· 4 обележја од првата кружна зона за радиус r1 = 20% од R;
· 24 обележја од втората прстенеста зона за радиус r2 = 50% од R; и
· 16 обележја од третата прстенеста зона,
што дава вкупно 44 обележја. Вредностите на r1, r2, n1, n2, и n3 беа одредени по неколку проби на различни вредности за нив и едноставна анализа на средните вредности и варијациите на обележјата екстрахирани од примероците од hsf_1 партицијата. Оваа фамилија обележја во понатамошниот текст е означена како трето множеството обележја или FS3.
4.5.4 Kirsch обележја
Kirsch обележјата се дирекциони обележја. Тие се екстрахираат од сликата на цифрата со помош на Kirsch операторот и претставуваат локални детектори на правецот на работ во секој пиксел од сликата. Во споредба со верижните кодови [57] кои исто го опишуваат правецот на работ, методот за детекција на рабови предложена од Kirsch е многу поробустен, особено во услови на шум. Исто така, методот на Kirsch без проблеми работи и со слики во нијанси на сиво, за разлика од верижните кодови кои се дефинирани само за бинарни слики. Верижните кодови доста често се употребуваат кај синтактичко-структурните пристапи за препознавање на знаци [193]

 REF _Ref65395086 \r \h 
[216].

Нека за произволен пиксел (i,j) од сликата ги дефинираме неговите осум соседни пиксели Ak (k = 0,1,…,7) како на слика 4.9.
	A0
	A1
	A2

	A7
	(i,j)
	A3

	A6
	A5
	A4


Слика 4.9. Дефиниција на осумте соседни пиксели на пикселот (i,j)
Kirsch го дефинира алгоритамот за истакнување на рабови [159] на следниот начин:

(4.12)
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G(i,j) е градиентот во пикселот (i,j), а индексите на A се пресметуваат по модул 8 и ги претставуваат осумте соседни пиксели на пикселот (i,j) дефинирани на слика 4.9. Според (4.12) може да се дефинираат осум конволуциски маски (слика 4.10) кои се употребуваат за екстракција на дирекционите обележја од сликата. 
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Слика 4.10. Kirsch маски за екстракција на дирекциони обележја во четири правци: а) хоризонтални дирекциони обележја; б) вертикални дирекциони обележја; в) десно-дијагонални дирекциони обележја; г) лево‑дијагонални дирекциони обележја
Со помош на овие конволуциски маски (во пар по две) се екстрахираат дирекционите обележја во четирите основни правци: вертикален (V), хоризонтален (H), десен дијагонален (R) и лев дијагонален (L) од сликата како:
(4.15)
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(4.15)

На овој начин за секој пиксел од сликата се добиваат четири вредности кои ги претставуваат градиентите на евентуалниот раб во близината на тој пиксел во секој од четирите основни правци, односно се добиваат четири одвоени слики и во секоја од нив се истакнати рабовите меѓу цифрата и позадината во секој од четиритие основни правци. На овој начин иницијално се добиваат многу голем број на обележја (четири пати повеќе од бројот на пиксели во сликата). За разлика од пристапите на некои истражувачи [45] кои по екстракцијата на Kirsch обележјата од веќе намалени слики на цифрите, сè уште големиот број на обележја го „компримираат“ за да добијат разумен број на обележја, во оваа дисертација е користен поинаков пристап. 
Од сликите на Kirsch обележјата (табела 4.3) може да се забележи дека овие обележја имаат ефективни вредности само околу рабовите на цифрите. Затоа, наместо да се одредуваат Kirsch градиентите за секој пиксел од сликата, во нашиот пристап тоа се прави само за одредени пиксели од рабовите. Изборот на пикселите за кои ќе се пресметаат Kirsch градиентите е сличен на одредувањето на контурните профили (образложено во поглавјето 4.5.2). Но, во овој случај не се бара растојанието од крајот на сликата до првиот, односно вториот раб, туку самиот пиксел од работ за кој ќе бидат пресметани Kirsch градиентите. На овој начин едноставно се наоѓаат пикселите од надворешната контура на цифрата. За екстракција на Kirsch обележја и од внатрешните рабови од сликата на знакот, се користи сличен пристап како кај екстракцијата на контурните профили, односно се дефинираат Kirsch обележја од второ ниво. На овој начин се опфаќаат најголемиот број од пикселите кои се наоѓаат на надворешниот и внатрешните рабови на цифрата и истите ги опишуваат клучните карактеристики на обликот кој треба да се препознае.

Табела 4.3: Примери на слики на цифри при нивната конволуција со Kirsch маските за детекција на рабови во четирите основни правци
	оригинална
	по отстранување на закосеност
	Kirsch_H
	Kirsch_V
	Kirsch_R
	Kirsch_L
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Според нашиот пристап Kirsch обележјата се екстрахираат на следниов начин: Сликата на знакот се пребарува од лево – на десно, од десно – на лево, од горе – надолу и од долу – нагоре по редици односно колони, соодветно. Првиот пронајден црн пиксел во секоја редица односно колона во правец на пребарувањето ја формира nadvore{na periferija на знакот од прво ниво (или прва надворешна периферија). Црните пиксели кои го претставуваат почетокот на следната секвенца црни пиксели во секој ред или колона ја формираат надворешна периферија на знакот од второ ниво (или втора надворешна периферија) (слика 4.11). Зависно од правецот и насоката на пребарување перифериите можат да се дефинираат како горна, долна, лева и десна надворешна периферија на знакот и тоа од прво и второ ниво (слика 4.12). При ова, поимот „црн пиксел“ треба да се земе релативно, односно кај сликите со нијанси на сиво тој се однесува на пикселот на границата помеѓу знакот и позадината и може да се дефинира како пикселот каде промената на вредноста во однос на претходниот пиксел во правецот на испитување е најголема.
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Слика 4.11. Одредување на пикселите на перифериите
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Слика 4.12. Пиксели во кои се во кои се екстрахираат Kirsch обележјата: а) прва лева периферија; б) прва десна периферија; в) прва и втора долна периферија; г) прва и втора горна периферија
Kirsch обележјата се екстрахираат само од пикселите од првата лева и десна надворешна периферија на знакот и од првата и втората горна и долна надворешна периферија на знакот. Во секој од овие пиксели се пресметуваат градиентите на правец на работ со помош на Kirsch операторот во три правци. Притоа од пикселите на левата и десната периферија се екстрахираат само Kirsch обележјата во вертикален, десен дијагонален и лев дијагонален правец. Од пикселите на првата и втората горна и долна периферија пак, се екстрахираат само Kirsch обележјата во хоризонтален, десен дијагонален и лев дијагонален правец. 

Екстракцијата на Kirsch обележја за само три правци (од можните четири) е сторено со цел да се намали бројот на обележја кои се екстрахираат и притоа да се исклучат најмалку важните обележја. При ова за најмалку важни се сметаат обележјата за правецот на работ кој е паралелен со правецот во кој се бара периферниот пиксел. Имено при одредувањето на десната периферија на пример, барајќи го првиот црн пиксел од десно во лево, во најголемиот број на случаи ќе се наиде на раб кој е вертикален или кос, а многу поретко на пиксели кои се од раб кој е близок до хоризонталата, па затоа во овој случај не се екстрахираат Kirsch обележја за хоризонтален правец.
На овој начин наместо 4·n·m обележја се добиваат само 2·n·3 + 4·m·3 обележја за слика со димензии n×m, со што се штеди незанемарливо време и при самата екстракција на обележјата што може да биде важно од аспект на брзината на целосниот систем за класификација. Бидејќи во нашиот пристап за екстракција на обележја се користат сликите на цифрите во нивната оригинална големина, векторите со Kirsch обележја за секој од правците и за секоја од перифериите индивидуално линеарно се скалираат за да се добие бараниот број на обележја.
За спроведените експерименти, четвртата фамилија на обележја кои се екстрахираат од секоја цифра е составена од обележја изведени од Kirsch градиентите и тоа: 

· по 15 обележја (5×3) од првата лева и десна надворешна периферија на цифрата;
· по 12 обележја (4×3) од првата горна и долна надворешна периферија на цифрата; и
· по 9 обележја (3×3) од втората горна и долна надворешна периферија на цифрата,
што дава вкупно 72 обележја. Оваа фамилија обележја во понатамошниот текст е означена како четврто множеството обележја или FS4.

Kirsch обележјата се покажаа како најуспешни обележја за репрезентација на цифрите, што делумно и поради поголемиот број на обележја екстрахирани на овој начин го направи класификаторот кој ги користи овие обележја подобар од останатите. Факторите кои го одредуваат бројот на обележја кои се екстрахираат од секоја периферија (5, 4 и 3 во нашиот случај) беа одредени по неколку проби на различни вредности за нив. Експериментите опфаќаа обука на SVM класификатор со Kirsch обележја екстрахирани од првите 10.000 примероци од hsf_0 партицијата и контрола на неговите перформанси на hsf_6 партицијата.
4.5.5 Линеарно скалирање на векторите со обележја
Бидејќи во нашиот пристап обележјата се екстрахираат од сликите на цифрите во нивните оригинални димензии, бројот на обележја за секоја од фамилиите ќе биде различен од примерок до примерок. За да се добие стандарден број на обележја за секој примерок се применува техниката на линеарно скалирање на оригиналниот вектор со екстрахирани обележја, со што истиот се трансформира во вектор со друг број обележја кои најблиску ги опишуваат истите особини на цифрата. Бидејќи во нашиот случај сите вектори со екстрахираните обележја претставуваат дискретна апроксимација на континуална (но не нужно и непрекината) функција со одредена честота на дискретизација, линеарното скалирање претставува само промена на честотата на одбирањето. Притоа оваа промена треба да се изведе на начин кој ќе зачува најголем дел од информацијата. Бидејќи не располагаме со оригиналната континуална функција, целта е да се изведе нова дискретна функција со зададена честота на одбирање за која разликата до оригиналната дискретна функција ќе биде минимална. 
Нека оригиналниот вектор со одбироци V = [v1 v2 … vm] го претставиме како дискретна функција f1(x) со m одбироци на дадениот интервал. Задачата е да се одреди скалираниот вектор V’ = [v’1 v’2 … v’n] кој истата функција ја апроксимира со дискретна функција f2(x) но со n (n < m) одбироци. Вака дефинираните дискретни функции по вредноста на x ги имаат следните форми (слика 4.13):
(4.16)
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каде md = nd’. Од овде се гледа дека ширината на интервалот на одбирањето d’ директно зависи од целниот број на одбироци на кои се скалира векторот. 
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Слика 4.13. Линеарно скалирање на вектори со обележја (V = [3 5 4 3 7 6 3 5 4 2 5]  →  V’ = [3.81 5.09 3.9])
Прашањето е уште како да се одредат вредностите 
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Одовде за вредностите 
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каде:
(4.19)
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 го означува максималниот цел број не поголем од y, а 
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 минималниот цел број не помал од y. Слична анализа може да се спроведе и за случајот кога n > m. 
Секоја од фамилиите на обележја се составени од неколку групи обележја. Група од обележја претставуваат обележјата кои се екстрахираат на ист начин, гледајќи го знакот од иста страна или обработувајќи делови од знакот кои се на исто растојание. Групи обележја се на пример: хоризонталните проекции, десниот профил, зонските обележја од одреден прстен или Kirsch дирекционите обележја за хоризонтален правец на втората долна периферија. Во нашиот пристап секоја група обележја се скалира одделно. 
За потребите на филтрирање, корекција на закосеноста и екстракција на обележја од сликите со цифри, развиена е програма (6000 линии C++ код) која може директно да ја чита NIST или MNIST базата и од секој знак да ги екстрахира бараните обележја и линеарно да ги скалира на бараниот број.
4.6 Обука на класификаторите

За обука на класификаторите се користени примероци од hsf_0 партицијата од NIST базата. Со цел да се унифицира скалата со која е изразено секое од обележјата во векторот со обележја кој го претставува знакот, пред понатамошното проследување кон класификаторите и при обуката и при препознавањето, сите обележја се нормализирани. Нормализацијата опфаќа трансформација на секое од обележјата xi со цел да се добие множество од обележја со нулова средна вредност и единечна варијација:
(4.20)
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каде 
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 и σ се средната вредност и стандардната девијација на обележјето.
Обучени се четири вида на класификатори и тоа:

· SVM класификатори со еден-против-сите стратегија користејќи линеарен кернел;

· SVM класификатори со еден-против-сите стратегија користејќи гаусов кернел;

· SVM класификатори со еден-против-еден стратегија користејќи гаусов кернел;

· трослојна невронска мрежа.

За секој од видовите класификатори извршена е обука на повеќе класификатори кои се различни според два параметра. Едниот параметар е множеството обележја над кое ќе работи класификаторот, а вториот параметар е бројот на примероци употребени за негова обука. По основа на првиот параметар имаме 14 случаи:
· 4 класификатори за секое од основните множества од обележја: FS1, FS2, FS3 и FS4;
· 6 класификатори за секое од множествата добиени како унија на по две основни множества од обележја: FS12, FS13, FS14, FS23, FS24 и FS34, каде FSxy ( FSx ( FSy;
· 3 класификатори за секое од множествата добиени како унија на по три основни множества од обележја: FS123, FS124, и FS234, каде FSxyz ( FSx ( FSy ( FSz;

· 1 класификатор за множеството од сите обележја: FS1234.
За да се проценат подобро предностите и недостатоците на различните методи за комбинирање на класификатори со различни перформанси, креирани се повеќе верзии на секој од класификаторите. Секоја од овие верзии е обучувана со различен број примероци. При ова, логично, оние верзии на класификатори за чија обука се употребени помал број на примероци имаат послаби перформанси од оние кои се обучени со поголем број на примероци. На овој начин за секој класификатор се креирани по 6 верзии обучувани со по 1000, 2000, 5000, 10000, 30000 и сите 53449 примероци од hsf_0 партицијата. Со ова се добиени по 84 (6*14) класификатори за секој од видовите кои се основа за експериментите за нивно комбинирање. Кај групата SVM класификатори обучени со еден-против-сите стратегија и гаусов кернел генерирана е и дополнителна група од 14 класификатори при што за обука се употребени сите примероци од hsf_0 партицијата, но без автоматската оптимизација на параметрите на класификаторот. 
Оптимизацијата на SVM класификаторите е изведувана за секоја машина одделно од аспект на нејзините индивидуални способности да разграничува помеѓу примероците од нејзината и сите останати класи, односно помеѓу двете класи кај еден-против еден SVM класификаторите. При обучувањето на различните класификатори не е посветено никакво дополнително внимание на нивната независност (декорелираност) која е особено важна при комбинирањето на класификаторите, освен се разбира употребата на различни обележја за секој од класификаторите. Класификаторите кои како влез користат унија од неколку основни фамилии од обележја, не се користат за комбинирање туку само за споредба со комбинацијата од класификатори кои истите обележја ги користат секој поодделно.
4.6.1 Обука на SVM класификаторите за еден-против-сите стратегија и линеарен кернел
За решавање на проблемот на класификација на цифри со употреба на SVM класификатори, секој SVM класификатор беше составен од десет машини со носечки вектори. Секоја од овие машини беше обучена да препознава по една цифра. Во процесот на обука на секоја од машините учествуваа примероците од множеството за обука (hsf_0 партицијата) при што примероците од таа класа (цифрите која дадената машина треба да ги препознава) беа означени како позитивни примери, а примероците од сите останати цифри како негативни примери. При обуката, секоја од машините беше индивидуално оптимизирана во однос на параметарот C (казнениот фактор) со мултиплицирачки фактор 2, користејќи ги за проценка на перформансите како множество за валидација примероците од партицијата hsf_1. 
4.6.2 Обука на SVM класификаторите за еден-против-сите стратегија и гаусов кернел
Обуката на SVM класификаторите со гаусов кернел беше изведена слично како и за класификаторите со линеарен кернел, само што кај овие класификатори беа оптимизирани по два параметри: казнениот фактор C и факторот σ од гаусовиот кернел. Во текот на пробните обучувања беше забележано дека перформансите на обучените класификатори се многу поосетливи на промената на факторот σ отколку на казнениот фактор C. Затоа оптимизацијата беше изведувана во три чекори:

1. Прво се бара соодветен параметар σ за фиксна вредност на казнениот фактор C = 100, менувајќи го σ со мултиплицирачки фактор 1.5;
2. Потоа за фиксна вредност на вака пронајдениот фактор σ, се менува казнениот фактор C со мултиплицирачки чекор 10;
3. Конечно повторно се врши оптимизација на параметарот σ за пронајдениот казнен фактор C, но сега со адитивен чекор со цел да се определи прецизна вредност за овој параметар.
При обуката, секоја од десетте машини беше индивидуално оптимизирана во однос на параметрите σ и C, користејќи ги за проценка на перформансите како множество за валидација примероците од партицијата hsf_1. Класификаторите за кои не е изведувана автоматска оптимизација на машините, обуката е изведена со единствени фиксни вредности на параметрите σ = 6 и C = 100 за сите машини. 
4.6.3 Обука на SVM класификаторите за еден-против-еден стратегија и гаусов кернел
Кај решавањето на проблемот на класификација на цифри со употреба на SVM класификатори и еден‑против‑еден стратегија, секој SVM класификатор беше составен од 45 машини со носечки вектори. Секоја од овие машини беше обучена да прави разлика помеѓу пар цифри. За секој различен пар цифри беше обучена одвоена машина со носечки вектори само со примероците од тие две класи, при што примероците од едната класа беа означени како позитивни примери, а примероците од друга класа како негативни. Секоја од овие 45 машини беше индивидуално оптимизирана за параметрите σ и C, со постапка идентична како при обуката на SVM класификаторите за еден‑против‑сите стратегијата, при што за проценка на секој од класификаторите беа користени само примероците од парот цифри меѓу кои прави разлика дадениот класификатор со цел да се минимизираат грешките. 

4.6.4 Обука на невронските мрежи

За споредба беа креирани и класификатори од типот на невронски мрежи кои доста често се употребуваат како класификатори за препознавање на знаци. Употребените невронски мрежи претставуваа повеќеслоен перцептрон со 10 излезни неврони, по еден за секоја од цифрите соодветно. Бројот на невроните во влезното ниво беше еднаков на бројот на обележја, додека бројот на невроните во скриеното ниво беше различен. Бројот на неврони во скриеното ниво кај класификаторите беше следниот:
· 20 неврони кај основните класификаторите кои како влез имаа обележја од само една фамилија;

· 25 неврони кај класификаторите кои како влез имаа унија од обележја од две фамилии;

· 30 неврони кај класификаторите кои како влез имаа унија од обележја од три фамилии;

· 35 неврони кај класификаторот кои како влез ги имаше сите екстрахирани обележја;

Активациската функција на невроните од скриеното ниво беше tanh функцијата, додека за невроните од излезното ниво беше користена softmax функцијата [24] дефинирана како:
(4.21)
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каде сумата во именителот е по сите неврони од излезното ниво. Невронските мрежи беа обучувани со адаптација на стандардниот алгоритам со повратна пропагација на грешката со стохастички градиент во најмногу 25 итерации, при што се минимизираше log likelihood функцијата на грешка. Промената на тежините беше со моментум, со степен на обука од γ = 0.005 и слабеење μ = 0.05. Како множество за валидација за ран прекин на обуката беше користена hsf_1 партицијата.
Не беа направени посериозни обиди за оптимизација на архитектурата на невронските мрежи. Поради зависноста на алгоритамот за обука од појдовната точка (иницијалните тежини во невроните), за секој случај беа обучени по 10 невронски мрежи со различна случајна иницијализација на тежините и потоа беше избирана онаа со најдобри перформанси на множеството за валидација.

4.6.5 Перформанси на индивидуалните класификатори

Најдобри перформанси имаа еден-против-сите SVM класификаторите со гаусов кернел. Перформансите на индивидуалните еден‑против‑сите SVM класификатори со гаусов кернел при препознавањето на примероци од секоја од партициите се прикажани во табела 4.4. Во табела 4.5 за споредба се дадени и перформансите на класификаторот кој ги користи сите обележја заедно. Од табелите се гледа дека во сите случаи со употребата на поголем број примероци за обука и перформансите на класификаторите растат. Исто така перформансите на оптимизираните класификатори секогаш се подобри од класификаторот обучен со фиксни параметри за сите машини. Разликата во перформанси станува позначителна особено кога се користи поголемо множество обележја. Забележително е, исто така дека кај сите класификатори нивните перформанси на hsf_4 партицијата се значително пониски отколку како множество за тестирање се користат другите партиции.

Табела 4.4: Перформанси на еден‑против‑сите SVM класификаторите за индивидуалните множества обележја за сите партиции во верзиите во кои се користени различен број на примероци за обука. Во последната колона се дадени перформансите на класификаторот обучуван со сите примероци но без оптимизација на параметрите.
	обележја FS1
	обучен користејќи n примероци за обука
	без опт.

	партиција
	1000
	2000
	5000
	10000
	30000
	сите
	

	hsf_0
	93.24%
	95.02%
	96.55%
	97.25%
	98.59%
	99.37%
	99.50%

	hsf_1
	93.28%
	95.03%
	96.36%
	96.99%
	97.85%
	98.15%
	98.15%

	hsf_2
	93.67%
	95.50%
	96.90%
	97.38%
	98.04%
	98.36%
	98.36%

	hsf_3
	94.08%
	95.74%
	97.07%
	97.59%
	98.28%
	98.59%
	98.54%

	hsf_4
	84.80%
	86.16%
	88.51%
	89.80%
	91.98%
	92.77%
	92.70%

	hsf_6
	91.50%
	93.33%
	94.87%
	95.64%
	96.73%
	97.20%
	97.16%

	hsf_7
	91.76%
	93.36%
	94.78%
	95.60%
	96.68%
	97.10%
	97.15%


Табела 4.4 (продолжува): 
	обележја FS2
	обучен користејќи n примероци за обука
	без опт.

	партиција
	1000
	2000
	5000
	10000
	30000
	сите
	

	hsf_0
	94.39%
	96.12%
	97.48%
	98.21%
	99.06%
	99.64%
	99.89%

	hsf_1
	94.75%
	96.47%
	97.43%
	98.09%
	98.58%
	98.76%
	98.75%

	hsf_2
	95.08%
	96.64%
	97.80%
	98.35%
	98.83%
	98.99%
	98.98%

	hsf_3
	95.04%
	96.85%
	97.89%
	98.40%
	98.86%
	99.01%
	99.01%

	hsf_4
	87.39%
	89.99%
	91.55%
	93.19%
	94.88%
	95.34%
	95.05%

	hsf_6
	93.74%
	95.51%
	96.59%
	97.21%
	97.87%
	98.12%
	98.08%

	hsf_7
	93.74%
	95.51%
	96.37%
	97.31%
	98.03%
	98.34%
	98.18%


	обележја FS3
	обучен користејќи n примероци за обука
	без опт.

	партиција
	1000
	2000
	5000
	10000
	30000
	сите
	

	hsf_0
	95.50%
	96.75%
	97.66%
	98.46%
	99.46%
	99.99%
	100.00%

	hsf_1
	95.54%
	96.76%
	97.55%
	98.25%
	98.92%
	99.10%
	99.04%

	hsf_2
	96.24%
	97.27%
	97.96%
	98.57%
	99.17%
	99.32%
	99.31%

	hsf_3
	96.07%
	97.20%
	98.02%
	98.61%
	99.15%
	99.31%
	99.31%

	hsf_4
	86.51%
	89.60%
	90.36%
	92.41%
	94.78%
	95.15%
	95.01%

	hsf_6
	93.34%
	95.36%
	96.09%
	97.05%
	97.90%
	98.15%
	98.10%

	hsf_7
	93.77%
	95.65%
	96.22%
	97.28%
	98.29%
	98.48%
	98.42%


	обележја FS4
	обучен користејќи n примероци за обука
	без опт.

	партиција
	1000
	2000
	5000
	10000
	30000
	сите
	

	hsf_0
	96.77%
	97.58%
	98.19%
	98.79%
	99.49%
	100.00%
	100.00%

	hsf_1
	96.86%
	97.73%
	98.12%
	98.69%
	99.06%
	99.18%
	99.17%

	hsf_2
	97.43%
	98.16%
	98.47%
	98.91%
	99.29%
	99.42%
	99.39%

	hsf_3
	97.45%
	98.12%
	98.53%
	98.97%
	99.32%
	99.41%
	99.43%

	hsf_4
	89.92%
	91.52%
	92.42%
	94.10%
	95.71%
	96.10%
	96.08%

	hsf_6
	95.90%
	96.67%
	97.00%
	97.79%
	98.36%
	98.49%
	98.46%

	hsf_7
	95.72%
	96.62%
	97.08%
	97.93%
	98.67%
	98.81%
	98.79%


Табела 4.5: Перформанси на еден‑против‑сите SVM класификаторот за множеството од сите обележја за сите партиции во верзиите во кои се користени различен број на примероци за обука. Во последната колона се дадени перформансите на класификаторот обучуван со сите примероци но без оптимизација на параметрите.
	обележја FS1234
	обучен користејќи n примероци за обука
	без опт.

	партиција
	1000
	2000
	5000
	10000
	30000
	сите
	

	hsf_0
	97.87%
	98.59%
	98.94%
	99.30%
	99.74%
	100.00%
	100.00%

	hsf_1
	98.00%
	98.66%
	98.98%
	99.31%
	99.53%
	99.64%
	99.37%

	hsf_2
	98.35%
	99.00%
	99.17%
	99.42%
	99.62%
	99.72%
	99.51%

	hsf_3
	98.35%
	98.92%
	99.18%
	99.42%
	99.61%
	99.70%
	99.50%

	hsf_4
	92.86%
	94.10%
	94.36%
	95.84%
	97.15%
	97.27%
	96.38%

	hsf_6
	97.04%
	97.82%
	98.03%
	98.53%
	98.82%
	98.86%
	98.60%

	hsf_7
	97.05%
	97.93%
	98.02%
	98.69%
	99.14%
	99.23%
	98.83%


Ова пред сè се должи на квалитетот на примероците во hsf_4 партицијата односно нивната тешка препознатливост. NIST признава дека партицијата hsf_4 (која ги содржи тестните примероци од натпреварот од 1992) е репрезент на поинаква дистрибуција. Додека останатите партиции се собрани од платени официјални лица кои го спроведувале пописот (и се повнимателно напишани), примероците во hsf_4 партицијата се собрани од некооперативни средношколци и се доста потешки за препознавање [18]. На слика 4.14 е прикажана зависноста на перформансите на индивидуалните SVM класификатори со гаусов кернел за четирите основни множества обележја и класификаторот за сите обележја заедно со бројот на примероци употребени за обука на класификаторите проценети на примероците од hsf_4 партицијата. Од сликата се гледа дека порастот на перформансите на класификаторите влегува во заситување кога се употребуваат повеќе од 30000 примероци. Ова е поизразено за класификаторите кои генерално имаат подобри перформанси и покрај тоа што користат поголем број на обележја. Ова го потврдува фактот дека комплексноста на SVM класификаторите (а со тоа и потребниот поголем број на примероци за да се обучат) не зависи директно од бројот на влезови односно бројот на обележја кои се употребуваат кај класификаторот.
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Слика 4.14. Графички приказ на зависноста на перформансите на индивидуалните класификатори за четирите основни множества обележја и класификаторот за сите обележја заедно од бројот на примероци употребени за обука на класификаторите проценети на примероците од hsf_4 партицијата
Перформансите на SVM класификаторите со линеарен кернел се нешто послаби од оние на SVM класификаторите со гаусов кернел, и генерално ја следат зависноста на перформансите од бројот на примероци за обука со тоа што заситеноста настапува и за нешто помал број примероци. Невронските мрежи имаат слично однесување но уште послаби перформанси кои се особено изразени кај класификаторите кои користат помал број на обележја. 

Параметрите добиени при оптимизацијата на SVM класификаторите обучувани со сите примероци од множеството за обука се дадени во табела 4.6. Вредно е да се забележи дека SVM класификаторите обучувани со фиксни параметри за сите машини имаа нешто послаби перформанси од оние за кои беше спроведено автоматско барање на оптимални параметри. Единствено на самите примероци за обука перформансите на SVM класификаторите со фиксни параметри беа нешто подобри што може да се протолкува како нивно преголемо прилагодување на множеството на примероци за обука (overfitting). Вака добиениот класификатор, за сите обележја заедно беше далеку покомплексен (има многу поголем број носечки вектори), што го прави и многу побавен при препознавањето.
Табела 4.6: Параметри на обучените класификатори за четирите множества обележја и класификаторот кои ги користи сите обележја одеднаш, добиени при автоматската оптимизација на параметри. Во последната колона се дадени параметрите на соодветната машина обучена за фиксни параметри.
	FS1
	
	FS2

	цифра
	
	C
	#SVMs
	#SVMs s=6,C=100
	
	цифра
	
	C
	#SVMs
	#SVMs s=6,C=100

	0
	4.0
	10
	796
	492
	
	0
	13.6
	100
	563
	577

	1
	4.0
	100
	269
	288
	
	1
	6.0
	10
	261
	204

	2
	6.1
	100
	984
	982
	
	2
	13.2
	100
	678
	810

	3
	9.0
	100
	1238
	1163
	
	3
	9.1
	100
	823
	866

	4
	6.0
	100
	758
	758
	
	4
	8.9
	100
	462
	521

	5
	9.0
	100
	892
	916
	
	5
	13.4
	100
	552
	643

	6
	5.9
	100
	408
	410
	
	6
	4.3
	10
	773
	408

	7
	6.1
	100
	756
	744
	
	7
	3.9
	10
	1276
	701

	8
	6.5
	100
	1200
	1196
	
	8
	6.2
	10
	1216
	956

	9
	6.0
	100
	1306
	1306
	
	9
	6.0
	100
	773
	773

	
	
	
	8607
	8255
	
	
	
	
	7377
	6459

	
	
	
	
	
	
	
	
	
	
	

	FS3
	
	FS4

	цифра
	
	C
	#SVMs
	#SVMs s=6,C=100
	
	цифра
	
	C
	#SVMs
	#SVMs s=6,C=100

	0
	4.1
	100
	2363
	723
	
	0
	8.0
	100
	695
	1329

	1
	6.0
	10
	273
	174
	
	1
	8.0
	10
	371
	930

	2
	6.0
	10
	1431
	1415
	
	2
	8.0
	100
	1123
	2070

	3
	6.2
	100
	1289
	1355
	
	3
	8.0
	10
	1128
	1920

	4
	6.0
	10
	1087
	1038
	
	4
	5.5
	100
	2052
	1566

	5
	6.2
	10
	1160
	1208
	
	5
	7.7
	10
	887
	1729

	6
	6.0
	100
	509
	509
	
	6
	6.0
	100
	1115
	1137

	7
	4.0
	10
	1943
	565
	
	7
	5.6
	100
	1874
	1520

	8
	5.7
	10
	1668
	1502
	
	8
	8.0
	10
	1518
	2479

	9
	4.0
	10
	1572
	856
	
	9
	5.3
	100
	1947
	1417

	
	
	
	13295
	9345
	
	
	
	
	12710
	16097


Табела 4.6 (продолжува):
	FS1234

	цифра
	
	C
	#SVMs
	#SVMs s=6,C=100

	0
	15.0
	10
	442
	8493

	1
	15.4
	10
	215
	5692

	2
	14.7
	100
	830
	9497

	3
	15.0
	100
	777
	9640

	4
	15.0
	100
	577
	9069

	5
	33.8
	100
	368
	9330

	6
	15.0
	100
	359
	7714

	7
	22.4
	100
	356
	8349

	8
	15.0
	100
	933
	9631

	9
	10.2
	10
	1154
	7863

	
	
	
	6011
	85278


Сите експерименти на комбинирање на класификаторите се изведени на примероците најтешки за препознавање, односно на hsf_4 партицијата. За обука на обучените методи за комбинирање користени се примероците од hsf_6 партицијата, додека во случаите каде за комбинирање со употребува класификатор, за оптимизација на параметрите дополнително се употребува и hsf_3 партицијата. 
За потребите на обуката, одредувањето на оптималните параметри и тестирањето на SVM класификаторите, развиена е програма (3000 линии C++ код) која ја користи TORCH библиотеката [35], која за екстрахираните обележја обучува класификатор или истиот го тестира. Обуката и тестирањето на невронските мрежи, е изведено со програма (600 линии C++ код) која ја користи TORCH библиотеката. Експериментите беа спроведени на персонален компјутер со Pentium 4 процесор на 2.4 GHz со 1Gb RAM меморија. Оперативниот систем беше Windows XP, а програмите беа преведени со Microsoft Visual C++.NET v7.1. На истата конфигурација беа спроведени и сите експерименти за комбинирање на класификатори.

4.7 Комбинирање на класификаторите
Мислењата (или одлуките) од повеќе независни експерти (класификатори) кои истиот проблем го гледаат од различни агли можат ефикасно да се искомбинираат со цел да се добие пореална претстава за проблемот и да се донесе поквалитетна одлука. Комбинирањето на вака добиените класификатори претставува fuzija na odluki. Од друга страна, различните групи обележја можат да се соберат во единствено множество од обележја за кое може да се конструира единствен класификатор кој проблемот го гледал од сите аспекти истовремено. Ова е приодот на т.н. fuzija na podatoci. 

Се наметнува прашањето кој од овие два приода е подобар. Одговорот на ова прашање не е едноставно да се даде, а пред сè зависи од класификаторите и од начинот на нивно комбинирање. Како дополнителен фактор се наметнува и бројот и квалитетот на означените примероци кои се неопходни за обучување на класификаторите и некои од методите за комбинирање.
За комбинирање на резултатите од повеќе класификатори беше развиена посебна програма (13000 линии C++ код) која овозможува комбинирање на произволен број на класификатори со некоја од наведените методи за комбинирање. Истата се разбира поддржува и обука на обучените методи за комбинирање. Овозможено е и отфрлање на несигурните примероци според критериумот опишан во поглавјето 4.8.1, како и одредување на оптимални прагови за отфрлање со цел да се постигне што поголема точност за зададена доверливост на класификаторот (опишано во поглавјето 4.8.3).Поддржано е и отфрлање на примероци (со дефиниран критериум за отфрлање) како и изнаоѓање на оптимални параметри на критериумот за постигање на зададена доверливост. 
Поставка на експериментите:
Извршено е комбинирање на класификаторите со 77 различни методи или варијации. Комбинирани се по 2, 3 и сите 4 класификатори. Кај комбинирањето по 2 класификатори генерирани се резултатите од комбинирањето на шестте можни парови од два индивидуални класификатори (1-2, 1-3, 1-4, 2-3, 2-4, 3-4) како и трите случаи на комбинирање на пар класификатори од кои секој е обучен на унија од две различни множества обележја (12-34, 13-24, 14-23). Кај комбинирањето на по три класификатори генерирани се резултатите за трите тројки класификатори (1-2-3, 1‑2‑4, 2-3-4). Сите комбинирања се изведени за сите верзии на класификаторите (обучени на 1000, 2000, 5000, 10000, 30000 и сите примероци). Сите табели интегрално се дадени на приложениот CD‑ROM. Во рамките на текстов се вметнати само неколку најкарактеристични од нив. Истите експерименти се спроведени за SVM класификатори со гаусов кернел во еден‑против‑сите шема, SVM класификатори со линеарен кернел во еден‑против‑сите шема, невронски мрежи и SVM класификатори со гаусов кернел во еден‑против‑еден шема.
Во табелите во кои се дадени резултатите, во првите четири редови (по насловниот) се дадени перформансите на индивидуалните класификатори кои учествуваат во комбинирањето. Во следните редови се дадени перформансите на комбинацијата од класификатори комбинирани според секоја од различните методи за комбинирање. Перформансите се дадени како ратата на препознавање односно постигнатата точност на множеството за тестирање изразено во проценти, без опција за отфрлање. Во претпоследниот ред за споредба се дадени перформансите на единствен класификатор кој ги користи сите обележја од индивидуалните класификатори како единствено множество. Во последниот ред се дадени перформансите на хипотетичкото „пророк“ комбинирање. Кај сите обучени методи за комбинирање, за нивна обука се користени сите примероци од hsf_6 партицијата.
Во првата колона е дадена кратенката на методот за комбинирање. Користените кратенки се следниве:
vote
Плурално мнозинско гласање (објаснето во поглавјето 3.8). За конечна класа се избира онаа која ќе добие најголем број на гласови. Отфрлувањето на примероците за кои нема мнозинство не е разгледувано како опција и во ваквите случаи случајно се одбира една од класите кои добиле ист број на гласови. Гласањето како метод за комбинирање на класификатори има оправдување само кога се комбинираат три или повеќе класификатори, но поради комплетност дадено е и во табелите за два класификатора.
borda
Борда пребројување. Излезот од секој класификатор е ранг листа на класи која се добива подредувајќи ги класите според соодветниот излез од класификаторот во опаѓачки редослед. Конечната класа се одредува според методот за пребројување според Борда (објаснето во поглавјето 3.11.2).
bks
BKS комбинирање (објаснето во поглавјето 3.10). На основа на BKS табелата со снименото поведение на класификаторите се одредува најверојатната класа за дадената комбинација на одлуки на класификаторите. И при одредувањето на поведението на класификаторите и при комбинирањето се користат конечните одлуки за припадност на примерокот кон одредена класа на секој од класификаторите. Во случаите каде комбинацијата на одлуки на класификаторите е таква што не може да се одреди конечната класа на основа на снименото поведение (BKS табелата за таа комбинација е празна) случајно се избира една од класите.
bksv
Модифицирано BKS комбинирање со дополнително гласање (објаснето во поглавјето 3.10.1). Слично e на BKS комбинирањето со таа разлика што за случаите каде што не може да се одреди конечната класа на основа на BKS табелата, примерокот се распоредува во онаа класа која добила најмногу гласови. Доколку нема доминантна класа и ни според гласањето не може да се донесе квалификувана одлука, примерокот случајно се распоредува во некоја од класите кои освоиле ист број гласови.
avg
Средна вредност (аритметичка средина) или правило на сума (објаснето во поглавјето 3.12.2). 
prod
Геометриска средина (правило на производ) (објаснето во поглавјето 3.12.1). 
harm
Хармониска средина (објаснето во поглавјето 3.12.3).
cprod
Комплементарен производ (објаснето во поглавјето 3.12.4).
maxmax
Максимум од максимумите (објаснето во поглавјето 3.13.1).
minmax
Минимум од максимумите (објаснето во поглавјето 3.13.2).
med
Комбинирање со избор на медијана (објаснето во поглавјето 3.13.3).
davg
Тежинско комбинирање со динамичко одредување на тежините (објаснето во поглавјето 3.18).

pprod
Веројатносен производ (објаснето во поглавјето 3.15).
bayes
Наивно баесово комбинирање (објаснето во поглавјето 3.9).
fi
Комбинирање со неспецифициран интеграл (објаснето во поглавјето 3.16). За неспецифицираните густини е земена половина од проценетата точност на класификаторот на множеството за валидација.
fic
Модификација на комбинирањето со неспецифициран интеграл каде неспецифицираните густини се одредуваат одвоено за секоја класа и секој класификатор (објаснето во поглавјето 3.16).
Dempster‑Shafer метод за комбинирање на сведоштва (објаснето во поглавјето 3.14) во 27 варијации. Варијациите се состојат во различните мерки за сличност помеѓу референтниот излезен вектор и актуелните излези од класификаторите од кои се трансформираат во сведоштва за да се примени D-S правилото за комбинирање. Истите мерки за сличност се употребуваат и кај шаблоните за одлучување и се објаснети во поглавјето 3.19. 
demp
Dempster‑Shafer метод со евклидово растојание според изразот (3.124). 
dempp1
Dempster‑Shafer метод со неспецифицирана мерка за сличност S1 според изразот (3.127).
dempp2
Dempster‑Shafer метод со неспецифицирана мерка за сличност S2 според изразот (3.129).
dempp3
Dempster‑Shafer метод со неспецифицирана мерка за сличност S3 според изразот (3.131).
dempp4
Dempster‑Shafer метод со неспецифицирана мерка за сличност S4 според изразот (3.133).
dempi1
Dempster‑Shafer метод со индекс на вклучување I1 според изразот (3.134).
dempi2 
Dempster‑Shafer метод со индекс на вклучување I2 според изразот (3.135).
dempi3 
Dempster‑Shafer метод со индекс на вклучување I3 според изразот (3.137).
dempi4 
Dempster‑Shafer метод со индекс на вклучување I4 според изразот (3.138).
dempi5 
Dempster‑Shafer метод со индекс на вклучување I5 според изразот (3.139).
dempc 
Dempster‑Shafer метод со индекс на конзистентност според изразот (3.140).
dempmnk
Dempster‑Shafer метод со Минковски растојание според изразот (3.147). Резултатите се дадени за степен q=1, односно за Менхетен растојание.
dempch 
Dempster‑Shafer метод со Чебишев растојание според изразот (3.146).
dempcan 
Dempster‑Shafer метод со Канбера растојание според изразот (3.144).
dempas 
Dempster‑Shafer метод со аглово одвојување според изразот (3.145).
dempchi 
Dempster‑Shafer метод со χ2 растојание според изразот (3.148).
dempchi2 
Dempster‑Shafer метод со квадратно χ2 растојание според изразот (3.149).
dempbc 
Dempster‑Shafer метод со Bray-Curtis растојание според изразот (3.153).
demphl 
Dempster‑Shafer метод со Хелинџер растојание според изразот (3.152).
dempchr 
Dempster‑Shafer метод со Chord растојание според изразот (3.150).
dempchr2 
Dempster‑Shafer метод со квадратно Chord растојание според изразот (3.151).
dempjac 
Dempster‑Shafer метод со Jaccard II растојание според изразот (3.154).
dempper 
Dempster‑Shafer метод со процент на сличност според изразот (3.155).
dempse 
Dempster‑Shafer метод со стандардизирано евклидово растојание според изразот (3.156).
dempfr 
Dempster‑Shafer метод со Фрешетовото растојание според изразот (3.159).
dempm 
Dempster‑Shafer метод со Mahalanobis растојание според изразот (3.160).
dempmc 
Dempster‑Shafer метод со Mahalanobis растојание и одвоени дисперзиони матрици за секоја класа според изразот (3.163).
Комбинирање со шаблони за одлучување (објаснето во поглавјето 3.19) во 27 варијации зависно од употребената мерка за сличност помеѓу профилот и шаблоните. 
dtp1
Комбинирање со шаблони за одлучување и неспецифицирана мерка за сличност S1 според изразот (3.127).
dtp2
Комбинирање со шаблони за одлучување и неспецифицирана мерка за сличност S2 според изразот (3.129).
dtp3
Комбинирање со шаблони за одлучување и неспецифицирана мерка за сличност S3 според изразот (3.131).
dtp4
Комбинирање со шаблони за одлучување и неспецифицирана мерка за сличност S4 според изразот (3.133).
dti1
Комбинирање со шаблони за одлучување и индекс на вклучување I1 според изразот (3.134).
dti2 
Комбинирање со шаблони за одлучување и индекс на вклучување I2 според изразот (3.135).
dti3 
Комбинирање со шаблони за одлучување и индекс на вклучување I3 според изразот (3.137).
dti4 
Комбинирање со шаблони за одлучување и индекс на вклучување I4 според изразот (3.138).
dti5 
Комбинирање со шаблони за одлучување и индекс на вклучување I5 според изразот (3.139).
dtc 
Комбинирање со шаблони за одлучување и индекс на конзистентност според изразот (3.140).

dtе
Комбинирање со шаблони за одлучување и евклидово растојание според изразот (3.124). 
dtmnk
Комбинирање со шаблони за одлучување и Минковски растојание според изразот (3.147). Резултатите се дадени за степен q=1, односно за Менхетен растојание.
dtch 
Комбинирање со шаблони за одлучување и Чебишев растојание според изразот (3.146).
dtcan 
Комбинирање со шаблони за одлучување и Канбера растојание според изразот (3.144).
dtas 
Комбинирање со шаблони за одлучување и аглово одвојување според изразот (3.145).
dtchi 
Комбинирање со шаблони за одлучување и χ2 растојание според изразот (3.148).
dtchi2 
Комбинирање со шаблони за одлучување и квадратно χ2 растојание според изразот (3.149).
dtbc 
Комбинирање со шаблони за одлучување и Bray-Curtis растојание според изразот (3.153).
dthl 
Комбинирање со шаблони за одлучување и Хелинџер растојание според изразот (3.152).
dtchr 
Комбинирање со шаблони за одлучување и Chord растојание според изразот (3.150).
dtchr2 
Комбинирање со шаблони за одлучување и квадратно Chord растојание според изразот (3.151).
dtjac 
Комбинирање со шаблони за одлучување и Jaccard II растојание според изразот (3.154).
dtper 
Комбинирање со шаблони за одлучување и процент на сличност според изразот (3.155).
dtse 
Комбинирање со проширени шаблони за одлучување и стандардизирано евклидово растојание според изразот (3.156).
dtfr 
Комбинирање со проширени шаблони за одлучување и Фрешетовото растојание според изразот (3.159).
dtm 
Комбинирање со проширени шаблони за одлучување и Mahalanobis растојание според изразот (3.160).
dtmc 
Комбинирање со проширени шаблони за одлучување и Mahalanobis растојание и одвоени дисперзиони матрици за секоја класа според изразот (3.163).
epw
Тежинско комбинирање според проценетите перформанси на индивидуалните класификатори (објаснето во поглавјето 3.17.4).
gc
Тежинско комбинирање со обопштен комитет (објаснето во поглавјето 3.17.1).
mgc
Тежинско комбинирање со модифициран обопштен комитет (објаснето во поглавјето 3.17.2).
ogc
Тежинско комбинирање со обопштен комитет со тежини одредени според Hooke-Jeeves методот за оптимизација (објаснето во поглавјето 3.17.3). 
omgc
Тежинско комбинирање со модифициран обопштен комитет со тежини одредени според Hooke-Jeeves методот за оптимизација (објаснето во поглавјето 3.17.3).
mlr
Комбинирање со повеќекратна линеарна регресија (објаснето во поглавјето 3.21).
svmcmb
Комбинирање како класификациска задача со употреба на SVM класификатор со гаусов кернел за комбинирање на излезите од индивидуалните класификатори. Како и кај останатите обучени методи за комбинирање, SVM класификаторот се обучува на излезите кои индивидуалните класификатори ги даваат за примероците од hsf_6 партицијата. За оптимизација на неговите параметри се користат излезите од класификаторите за примероците од hsf_3 партицијата, при што се оптимизира само параметарот σ, додека C е поставено на 100.
mlpcmb
Комбинирање како класификациска задача со употреба на невронска мрежа за комбинирање на излезите од индивидуалните класификатори. Невронската мрежа која го изведува комбинирањето е со онолку влезови колку што имаат вкупно излези сите класификатори кои се комбинираат (10 пати по бројот на класификатори), 30 неврони во скриеното ниво и 10 излези. Обучувана е на излезите кои индивидуалните класификатори ги даваат за примероците од hsf_6 партицијата во 60 итерации.
joinedin
Ова не е метод за комбинирање на класификатори, туку перформансите на единствен класификатор кој како обележја ги користи сите обележја кои ги користат индивидуалните класификатори како единствено множество обележја, односно реализира фузија на податоци. Даден е за споредба со останатите методи за фузија на одлуки.
oracle
Хипотетички метод за комбинирање наречен „пророк“ (oracle) која знае секогаш да ја избере вистинската класа на примерокот доколку барем еден од индивидуалните класификатори се одлучил за таа класа. Даден е само за споредба.
cdc
Коефициент на зависност на класификаторите (classifier dependancy coefficient) [122]

 REF _Ref66209598 \r \h 
[184]. Ова не е метод за комбинирање на класификатори, туку мерка за изразување на зависноста меѓу класификаторите. Даден е за споредба бидејќи од него најмногу зависат перформансите на комбинирањето.
Во следните колони се дадени перформансите на комбинирањето на класификаторите обучени користејќи 1000, 2000, 5000, 10000, 30000 и сите примероци за обука и рангот (R) на методот. Рангот го означува редниот број во подредената листа на методи според постигнатите резултати за дадената колона (1 го означува методот со кој се постигнуваат најдобри перформанси). Во табелата во која се прикажани резултатите при комбинирањето на SVM класификаторите со гаусов кернел дадена е и колона за класификаторите кои се обучени без автоматско одредување на параметрите на SVM машините. Кај методите за комбинирање кои ги комбинираат цврстите одлуки на индивидуалните класификатори (излези од тип 1), за одлука на секој класификатор одредена е класата за која излезот на класификаторот е максимален. Кај методите за кои е потребен веројатносен излез од класификаторите, излезите од SVM класификаторите во веројатности се трансформираат според изразот (2.78). 
4.7.1 Анализа на резултатите од комбинирањето на класификатори за препознавање на броеви испишани со рака

Во табела 4.7 се прикажани резултатите при комбинирањето на два SVM класификатори со гаусов кернел кои ги користат првото и четвртото множество обележја, како пример за комбинирање на класификатори со различни перформанси. Имено, перформансите на класификаторот кој го користи четвртото множество обележја се околу 3.5% подобри од оние на класификаторот кој го користи првото множество обележја. 
Во табела 4.8 се дадени резултатите при комбинирањето на двата класификатори кои ги користат второто и третото множество обележја, како пример за комбинирање на класификатори со слични перформанси. Во табела 4.9 се прикажани резултатите на комбинирањето на сите четири класификатори. Во оваа комбинација првиот класификатор има послаби перформанси од останатите три и влијае збунувачки на комбинаторот, при што кај различните методи ова различно се одразува. Во табела 4.10 се дадени резултатите на комбинацијата на трите класификатори – без првиот, од каде се гледа дека повеќето од методите за комбинирање постигнуваат подобри резултати кога од комбинацијата ќе се отстрани класификаторот кој ги „збунува“ останатите.
Табела 4.7: Резултати на комбинирањето на SVM класификаторите за првото и четвртото множество обележја. 
	 
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R
	без опт.
	R

	FS1
	84.7969
	 
	86.1576
	 
	88.5107
	 
	89.7998
	 
	91.9824
	 
	92.7719
	 
	92.6986
	 

	-
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	

	-
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	

	FS4
	89.9226
	 
	91.5203
	 
	92.4240
	 
	94.1002
	 
	95.7133
	 
	96.1003
	 
	96.0765
	 

	vote
	87.4160
	76
	88.8347
	77
	90.5722
	77
	91.8017
	77
	93.8922
	75
	94.4668
	75
	94.5282
	73

	borda
	89.5884
	55
	90.8297
	68
	92.2024
	72
	93.5102
	70
	95.1932
	69
	95.6365
	65
	95.5513
	48

	bks
	90.9934
	19
	92.2910
	16
	93.0669
	31
	94.1241
	37
	95.5871
	43
	95.9349
	39
	95.9366
	35

	bksv
	90.9934
	19
	92.2910
	16
	93.0703
	29
	94.1258
	36
	95.6041
	40
	95.9452
	38
	95.9400
	34

	avg
	90.7274
	28
	91.8579
	36
	92.9100
	39
	94.0866
	43
	95.5427
	44
	95.8292
	47
	95.5871
	44

	prod
	89.2849
	62
	91.3276
	57
	93.0720
	28
	94.4753
	26
	96.0560
	22
	96.2913
	22
	96.3186
	14

	harm
	89.0342
	69
	91.0923
	59
	92.8486
	49
	94.2895
	31
	95.8889
	29
	96.2265
	27
	96.2521
	19

	cprod
	88.8125
	71
	90.9389
	63
	92.8418
	51
	94.2485
	33
	95.9878
	26
	96.1037
	31
	95.9230
	36

	maxmax
	88.1015
	75
	90.1801
	74
	92.3303
	68
	93.8171
	68
	95.6280
	39
	95.7320
	57
	95.4183
	58

	minmax
	88.5721
	72
	90.7649
	69
	92.5656
	64
	94.0235
	51
	95.5905
	42
	96.0952
	33
	96.1157
	28

	med
	90.7274
	28
	91.8579
	36
	92.9100
	39
	94.0866
	43
	95.5427
	44
	95.8292
	47
	95.5871
	44

	davg
	90.7018
	31
	91.7846
	39
	92.8964
	40
	94.0235
	51
	95.4916
	52
	95.7798
	50
	95.5086
	49

	demp
	90.6268
	32
	91.6141
	47
	92.7958
	54
	93.8649
	67
	95.2972
	64
	95.6536
	62
	95.1574
	70

	dempp1
	90.1443
	43
	91.9943
	26
	93.2135
	18
	94.6134
	14
	96.0748
	17
	96.3322
	16
	96.2470
	20

	dempp2
	90.1067
	45
	91.9551
	33
	93.1590
	22
	94.5452
	19
	96.0713
	18
	96.3442
	14
	96.2777
	17

	dempp3
	89.3019
	60
	91.4862
	52
	93.0703
	29
	94.4787
	25
	96.0969
	13
	96.3322
	16
	96.2333
	23

	dempp4
	89.8714
	49
	91.9193
	34
	93.3073
	13
	94.7277
	7
	96.2248
	2
	96.4652
	4
	96.3851
	9

	dempi1
	90.5177
	37
	92.3337
	15
	93.3124
	12
	94.6902
	8
	96.1413
	8
	96.4107
	11
	96.3373
	12

	dempi2
	89.6003
	54
	91.4197
	55
	93.0021
	33
	94.3901
	28
	95.9741
	28
	96.0969
	32
	95.9145
	38

	dempi3
	87.2881
	77
	90.0743
	76
	92.7071
	58
	94.2025
	34
	96.0696
	19
	96.0884
	34
	96.0117
	31

	dempi4
	88.9592
	70
	90.8911
	64
	92.6679
	59
	94.0405
	47
	95.7746
	35
	95.9179
	40
	95.7951
	41

	dempi5
	88.4016
	74
	90.6217
	70
	92.5673
	63
	94.0064
	60
	95.7337
	38
	95.8974
	43
	95.7661
	42

	dempc
	89.3531
	58
	91.5186
	50
	93.1675
	21
	94.6100
	15
	96.1464
	7
	96.3271
	18
	96.3408
	10

	dempmnk
	90.0300
	46
	91.8937
	35
	93.1061
	26
	94.5145
	22
	96.0372
	23
	96.2964
	21
	96.2078
	25

	dempch
	89.7418
	51
	91.6738
	46
	93.1709
	20
	94.6288
	13
	96.1395
	9
	96.3970
	12
	96.2981
	16

	dempcan
	89.7009
	52
	91.0889
	60
	91.9943
	75
	92.9202
	75
	93.4505
	76
	93.2596
	77
	92.6525
	77

	dempas
	91.5169
	10
	92.7770
	7
	93.3244
	11
	94.5845
	17
	95.9963
	25
	96.4499
	6
	96.5283
	2

	dempchi
	90.4103
	40
	92.0949
	24
	93.2954
	14
	94.6851
	10
	96.1208
	11
	96.3766
	13
	96.3084
	15

	dempchi2
	90.4273
	39
	92.1751
	23
	93.3465
	10
	94.7294
	5
	96.2060
	4
	96.4260
	10
	96.3391
	11

	dempbc
	90.1323
	44
	91.9858
	27
	93.2033
	19
	94.5930
	16
	96.0679
	20
	96.3271
	18
	96.2453
	21

	demphl
	90.7394
	27
	92.2808
	19
	93.4659
	6
	94.7430
	3
	96.1498
	6
	96.4379
	7
	96.3953
	8

	dempchr
	91.5186
	9
	92.7634
	9
	93.3840
	9
	94.5828
	18
	95.9878
	26
	96.4721
	2
	96.4993
	4

	dempchr2
	90.7189
	30
	92.2825
	18
	93.4659
	6
	94.7345
	4
	96.1737
	5
	96.4618
	5
	96.3970
	7

	dempjac
	89.9482
	47
	91.7795
	40
	93.1334
	24
	94.5111
	23
	96.0117
	24
	96.2743
	25
	96.1873
	26

	dempper
	90.1869
	42
	92.0472
	25
	93.2152
	17
	94.6373
	12
	96.0833
	15
	96.3356
	15
	96.2726
	18

	dempse
	91.4231
	11
	92.9458
	6
	93.2851
	15
	94.3901
	28
	95.7423
	37
	96.0134
	36
	96.0014
	32

	dempfr
	91.8068
	5
	93.3363
	2
	93.5085
	5
	94.4856
	24
	95.7832
	34
	96.0611
	35
	95.9844
	33

	dempm
	89.7725
	50
	91.0650
	62
	92.6406
	60
	94.0354
	50
	95.5990
	41
	95.9042
	41
	95.9162
	37

	dempmc
	91.7676
	7
	93.0652
	5
	93.1487
	23
	94.0831
	44
	95.2938
	65
	95.6536
	62
	95.5700
	46


 Табела 4.7 (продолжува): 
	 
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R
	без опт.
	R

	FS1
	84.7969
	 
	86.1576
	 
	88.5107
	 
	89.7998
	 
	91.9824
	 
	92.7719
	 
	92.6986
	 

	-
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	

	-
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	

	FS4
	89.9226
	 
	91.5203
	 
	92.4240
	 
	94.1002
	 
	95.7133
	 
	96.1003
	 
	96.0765
	 

	pprod
	89.6361
	53
	91.5527
	49
	93.1266
	25
	94.5231
	20
	96.0679
	20
	96.3169
	20
	96.3203
	13

	bayes
	91.1622
	15
	91.9756
	28
	92.8452
	50
	93.9194
	65
	95.4899
	53
	95.9042
	41
	95.8139
	40

	fi
	90.3233
	41
	91.7539
	41
	92.6355
	61
	94.1138
	38
	95.8446
	31
	96.1361
	30
	96.0748
	29

	fic
	89.9209
	48
	91.4794
	53
	92.4240
	67
	93.9740
	62
	95.7627
	36
	95.9690
	37
	95.8770
	39

	dtp1
	90.8979
	21
	91.9602
	29
	92.8964
	40
	94.0235
	51
	95.4745
	55
	95.7491
	52
	95.4302
	54

	dtp2
	91.1588
	17
	92.2262
	21
	92.9953
	35
	94.0883
	40
	95.5342
	46
	95.8480
	45
	95.5018
	50

	dtp3
	91.1605
	16
	92.2723
	20
	92.9475
	37
	94.0371
	48
	95.5257
	49
	95.8156
	49
	95.5820
	45

	dtp4
	89.0717
	64
	90.2568
	72
	92.2348
	70
	93.1607
	73
	94.7379
	73
	95.0431
	73
	94.4088
	74

	dti1
	91.5288
	8
	92.5587
	13
	93.0123
	32
	94.1002
	39
	95.5376
	45
	95.8684
	44
	95.6024
	43

	dti2
	89.3019
	60
	90.8536
	65
	92.4428
	66
	93.9638
	63
	95.2171
	68
	95.4745
	71
	95.1813
	69

	dti3
	89.5304
	56
	91.0889
	60
	92.5127
	65
	93.9041
	66
	95.5001
	51
	95.8207
	48
	95.5615
	47

	dti4
	88.4306
	73
	90.3745
	71
	92.3268
	69
	93.7626
	69
	95.5206
	50
	95.6434
	64
	95.3381
	62

	dti5
	89.3241
	59
	90.8417
	67
	92.1631
	73
	93.3516
	72
	95.1318
	72
	95.5172
	70
	95.2461
	66

	dtc
	89.3616
	57
	90.8468
	66
	92.1580
	74
	93.3738
	71
	95.1437
	71
	95.5359
	69
	95.2614
	65

	dte
	90.8093
	25
	91.8255
	38
	92.9151
	38
	94.0473
	46
	95.4745
	55
	95.7542
	51
	95.3535
	61

	dtmnk
	91.1588
	17
	92.2262
	21
	92.9953
	35
	94.0883
	40
	95.5342
	46
	95.8480
	45
	95.5018
	50

	dtch
	89.0717
	64
	90.2568
	72
	92.2348
	70
	93.1607
	73
	94.7379
	73
	95.0431
	73
	94.4088
	74

	dtcan
	89.0410
	68
	90.1511
	75
	91.2560
	76
	92.0421
	76
	92.8810
	77
	93.2885
	76
	93.0345
	76

	dtas
	90.6012
	34
	91.7062
	44
	92.8657
	46
	94.0132
	57
	95.4490
	60
	95.7133
	59
	95.3569
	59

	dtchi
	90.6183
	33
	91.7164
	42
	92.8418
	51
	94.0490
	45
	95.3603
	63
	95.6843
	61
	95.2972
	64

	dtchi2
	90.7411
	26
	91.8494
	37
	92.8964
	40
	94.0371
	48
	95.3859
	62
	95.7235
	58
	95.3160
	63

	dtbc
	90.8979
	21
	91.9602
	29
	92.8964
	40
	94.0235
	51
	95.4745
	55
	95.7491
	52
	95.4302
	54

	dthl
	90.4597
	38
	91.4879
	51
	92.7531
	57
	93.9774
	61
	95.2614
	66
	95.5717
	68
	95.1489
	71

	dtchr
	90.6012
	34
	91.7062
	44
	92.8657
	46
	94.0132
	57
	95.4490
	60
	95.7133
	59
	95.3569
	59

	dtchr2
	90.5569
	36
	91.5953
	48
	92.7804
	56
	93.9553
	64
	95.2358
	67
	95.6024
	67
	95.1472
	72

	dtjac
	90.8979
	21
	91.9602
	29
	92.8964
	40
	94.0235
	51
	95.4745
	55
	95.7491
	52
	95.4302
	54

	dtper
	90.8979
	21
	91.9602
	29
	92.8964
	40
	94.0235
	51
	95.4745
	55
	95.7491
	52
	95.4302
	54

	dtse
	91.2253
	14
	92.5059
	14
	93.0737
	27
	94.1855
	35
	95.5308
	48
	95.6348
	66
	95.1932
	68

	dtfr
	91.7812
	6
	93.3295
	3
	93.5204
	3
	94.5197
	21
	95.8241
	33
	96.1413
	29
	96.0560
	30

	dtm
	92.1614
	3
	92.7497
	10
	93.5153
	4
	94.7294
	5
	96.0884
	14
	96.4294
	9
	96.5113
	3

	dtmc
	92.2569
	2
	93.1112
	4
	93.2306
	16
	94.0883
	40
	95.1744
	70
	95.4421
	72
	95.2102
	67

	epw
	89.0615
	66
	91.2049
	58
	92.9970
	34
	94.4702
	27
	96.1072
	12
	96.2862
	23
	96.2180
	24

	gc
	89.0615
	66
	91.3532
	56
	92.6184
	62
	94.2520
	32
	95.8292
	32
	96.1992
	28
	96.1873
	26

	mgc
	89.1092
	63
	91.4214
	54
	92.7941
	55
	94.3099
	30
	95.8514
	30
	96.2828
	24
	96.2402
	22

	ogc
	91.3805
	13
	92.5758
	12
	93.4062
	8
	94.6868
	9
	96.2095
	3
	96.4669
	3
	96.4414
	6

	omgc
	91.4146
	12
	92.7770
	7
	92.8162
	53
	94.7703
	2
	96.1310
	10
	96.2572
	26
	95.4916
	53

	mlr
	92.0250
	4
	92.5997
	11
	93.5392
	2
	94.6441
	11
	96.0799
	16
	96.4328
	8
	96.4652
	5

	svmcmb
	96.5368
	1
	96.6477
	1
	96.7210
	1
	96.9290
	1
	97.3195
	1
	97.4184
	1
	97.2922
	1

	joinedin
	91.9295
	 
	93.0464
	 
	93.6466
	 
	94.9903
	 
	96.4891
	 
	96.7040
	 
	96.5982
	 

	oracle
	94.0934
	 
	94.8078
	 
	95.3637
	 
	96.3783
	 
	97.3826
	 
	97.6264
	 
	97.5906
	 

	cdc
	0.8494
	
	0.8760
	
	0.9034
	
	0.9097
	
	0.9265
	
	0.9338
	
	0.9348
	 


Табела 4.8: Резултати на комбинирањето на SVM класификаторите за второто и третото множество обележја. 

	 
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R
	без опт.
	R

	-
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	

	FS2
	87.3853
	
	89.9857
	
	91.5476
	
	93.1931
	
	94.8829
	
	95.3398
	
	95.0534
	

	FS3
	86.5123
	
	89.6003
	
	90.3557
	
	92.4087
	
	94.7840
	
	95.1454
	
	95.0107
	

	-
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	

	vote
	87.0136
	77
	89.8237
	77
	91.0054
	77
	92.8247
	77
	94.8249
	75
	95.2921
	75
	95.0022
	75

	borda
	88.4920
	76
	91.1452
	71
	92.0523
	74
	93.8342
	69
	95.4882
	70
	95.9264
	59
	95.7440
	66

	bks
	89.3514
	59
	91.2662
	60
	92.6934
	47
	94.0013
	62
	95.5581
	65
	95.8838
	64
	95.7184
	69

	bksv
	89.3514
	59
	91.2662
	60
	92.6952
	46
	93.9996
	64
	95.5666
	64
	95.8855
	62
	95.7252
	68

	avg
	89.7316
	44
	92.0881
	12
	92.9253
	7
	94.5810
	3
	96.0031
	22
	96.3987
	4
	96.2470
	8

	prod
	89.5389
	54
	91.6260
	53
	92.6593
	52
	94.3747
	36
	96.0560
	9
	96.2009
	26
	96.2623
	3

	harm
	89.3445
	61
	91.4402
	57
	92.5008
	58
	94.2622
	45
	96.0151
	19
	96.0816
	52
	96.1447
	33

	cprod
	89.2508
	64
	91.5118
	55
	92.6372
	53
	94.2264
	47
	95.9622
	30
	96.2453
	19
	96.1498
	31

	maxmax
	88.7153
	74
	91.1793
	68
	92.3456
	65
	93.8547
	68
	95.7013
	60
	96.0509
	55
	95.9281
	58

	minmax
	89.0905
	67
	91.1452
	71
	92.2927
	67
	94.0712
	59
	95.8923
	40
	95.8735
	67
	95.9844
	54

	med
	89.7316
	44
	92.0881
	12
	92.9253
	7
	94.5810
	3
	96.0031
	22
	96.3987
	4
	96.2470
	8

	davg
	89.6856
	48
	92.1171
	9
	92.9441
	5
	94.5725
	6
	95.9895
	27
	96.3885
	6
	96.2436
	10

	demp
	89.9550
	34
	91.8068
	42
	92.6628
	51
	94.4003
	34
	95.8633
	46
	96.2708
	18
	96.1873
	24

	dempp1
	89.9379
	36
	91.8801
	34
	92.7906
	33
	94.4191
	31
	96.0355
	13
	96.1174
	39
	96.1344
	37

	dempp2
	89.8817
	38
	91.8733
	35
	92.8282
	18
	94.4242
	29
	96.0083
	21
	96.2231
	20
	96.2095
	19

	dempp3
	89.5577
	53
	91.6687
	50
	92.7173
	43
	94.3798
	35
	96.0321
	15
	96.2998
	13
	96.2538
	6

	dempp4
	89.7009
	47
	91.7505
	45
	92.8009
	27
	94.3355
	39
	96.0458
	12
	96.2026
	25
	96.2419
	11

	dempi1
	90.0113
	31
	91.8937
	32
	92.7941
	32
	94.4463
	24
	96.0355
	13
	96.1702
	30
	96.2163
	15

	dempi2
	89.7759
	43
	91.8392
	37
	92.7719
	35
	94.3048
	44
	95.9707
	29
	96.0679
	54
	96.0372
	49

	dempi3
	88.7256
	73
	91.2032
	67
	92.4479
	59
	94.1479
	53
	96.0117
	20
	96.2777
	16
	96.2180
	14

	dempi4
	89.1502
	66
	91.4896
	56
	92.5059
	57
	94.0900
	58
	95.8650
	45
	96.1089
	46
	96.0918
	43

	dempi5
	88.9097
	71
	91.3344
	59
	92.3985
	62
	94.0593
	61
	95.8531
	48
	96.1430
	33
	96.0662
	48

	dempc
	89.6140
	51
	91.6925
	49
	92.6304
	54
	94.3253
	41
	96.0799
	2
	96.2163
	24
	96.2538
	6

	dempmnk
	89.8612
	40
	91.8255
	40
	92.8111
	22
	94.4020
	33
	95.9929
	26
	96.1992
	27
	96.1924
	22

	dempch
	89.6344
	49
	91.7164
	47
	92.7310
	40
	94.3082
	43
	96.0765
	3
	96.2197
	23
	96.2350
	12

	dempcan
	90.1988
	21
	91.0616
	73
	91.3106
	75
	93.0873
	75
	93.7864
	76
	93.0140
	76
	93.2596
	76

	dempas
	90.4017
	16
	91.7573
	44
	92.0694
	73
	94.0695
	60
	95.8480
	49
	96.2726
	17
	95.9946
	53

	dempchi
	90.0334
	28
	91.9108
	30
	92.8299
	17
	94.4191
	31
	96.0304
	16
	96.1174
	39
	96.1344
	37

	dempchi2
	90.0147
	30
	92.0404
	18
	92.9441
	5
	94.4685
	15
	96.0611
	8
	96.1617
	31
	96.1805
	26

	dempbc
	89.9465
	35
	91.9074
	31
	92.7906
	33
	94.4412
	25
	96.0270
	17
	96.1191
	38
	96.1242
	40

	demphl
	90.1818
	22
	92.0063
	20
	92.8657
	16
	94.4395
	26
	96.0560
	9
	96.1327
	37
	96.1430
	34

	dempchr
	90.4222
	10
	91.8358
	38
	92.1973
	69
	94.0951
	57
	95.8548
	47
	96.2862
	14
	96.0083
	51

	dempchr2
	90.1426
	26
	92.0506
	17
	92.9731
	4
	94.4873
	11
	96.0696
	5
	96.1771
	28
	96.1737
	27

	dempjac
	89.8817
	38
	91.8051
	43
	92.7241
	41
	94.3611
	37
	95.9946
	25
	96.1054
	47
	96.1481
	32

	dempper
	89.9737
	33
	91.9142
	25
	92.7958
	31
	94.4515
	19
	96.0253
	18
	96.1003
	49
	96.1413
	35

	dempse
	90.2756
	20
	92.0165
	19
	92.8282
	18
	94.1599
	51
	95.7099
	59
	95.9145
	60
	95.8565
	63

	dempfr
	90.4103
	15
	92.1921
	7
	92.8895
	13
	94.1650
	50
	95.6127
	62
	95.8906
	61
	95.7286
	67

	dempm
	89.7913
	41
	91.6670
	52
	92.5758
	55
	93.8223
	70
	95.7627
	53
	96.0287
	58
	95.8974
	59

	dempmc
	90.9252
	3
	92.7139
	3
	93.1402
	3
	94.1701
	49
	95.4558
	71
	95.7030
	72
	95.6604
	71


Табела 4.8 (продолжува): 
	 
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R
	без опт.
	R

	-
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	

	FS2
	87.3853
	
	89.9857
	
	91.5476
	
	93.1931
	
	94.8829
	
	95.3398
	
	95.0534
	

	FS3
	86.5123
	
	89.6003
	
	90.3557
	
	92.4087
	
	94.7840
	
	95.1454
	
	95.0107
	

	-
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	
	-
	

	pprod
	89.6122
	52
	91.6959
	48
	92.7020
	45
	94.4344
	27
	96.0645
	6
	96.1737
	29
	96.2555
	5

	bayes
	89.4264
	58
	91.1469
	70
	92.5758
	55
	93.9348
	66
	95.3262
	73
	95.7320
	71
	95.4660
	73

	fi
	88.6352
	75
	91.2253
	64
	92.2552
	68
	93.8206
	71
	95.3484
	72
	95.7576
	70
	95.6161
	72

	fic
	89.0086
	68
	91.1742
	69
	92.1444
	70
	93.8802
	67
	95.6110
	63
	96.0782
	53
	95.8787
	60

	dtp1
	90.4188
	11
	91.9142
	25
	92.7378
	36
	94.4480
	20
	95.8906
	41
	96.1123
	42
	96.0901
	44

	dtp2
	90.4017
	16
	92.0540
	15
	92.7992
	29
	94.4549
	17
	95.9332
	34
	96.2214
	21
	96.1600
	29

	dtp3
	89.7776
	42
	92.0625
	14
	92.9202
	10
	94.5401
	7
	95.9895
	27
	96.3049
	10
	96.2146
	17

	dtp4
	89.3224
	62
	91.0360
	74
	92.0728
	71
	93.7677
	73
	95.5445
	67
	96.0509
	55
	95.8735
	61

	dti1
	90.0283
	29
	92.1580
	8
	92.8128
	20
	94.4941
	10
	95.9298
	36
	96.2794
	15
	96.1719
	28

	dti2
	89.6344
	49
	91.2645
	62
	92.3968
	63
	94.3338
	40
	95.7423
	56
	95.8036
	69
	96.0031
	52

	dti3
	89.2371
	65
	91.7232
	46
	92.8759
	15
	94.4719
	14
	96.0014
	24
	96.3186
	7
	96.2231
	13

	dti4
	88.7477
	72
	91.2083
	66
	92.3524
	64
	93.8171
	72
	95.5564
	66
	95.8804
	65
	95.8224
	64

	dti5
	88.9899
	70
	91.2321
	63
	92.4206
	60
	94.0013
	62
	95.7184
	57
	96.1361
	36
	95.9418
	55

	dtc
	88.9933
	69
	91.2253
	64
	92.4087
	61
	93.9945
	65
	95.7184
	57
	96.1378
	35
	95.9400
	56

	dte
	90.1016
	27
	91.9892
	21
	92.8009
	27
	94.4634
	16
	95.9094
	39
	96.3135
	8
	96.1873
	24

	dtmnk
	90.4017
	16
	92.0540
	15
	92.7992
	29
	94.4549
	17
	95.9332
	34
	96.2214
	21
	96.1600
	29

	dtch
	89.3224
	62
	91.0360
	74
	92.0728
	71
	93.7677
	73
	95.5445
	67
	96.0509
	55
	95.8735
	61

	dtcan
	90.1749
	23
	90.8655
	76
	91.1725
	76
	92.9953
	76
	93.6125
	77
	92.9236
	77
	93.0771
	77

	dtas
	90.1715
	24
	91.9330
	22
	92.8060
	25
	94.5077
	8
	95.9349
	31
	96.3049
	10
	96.2043
	20

	dtchi
	90.4972
	6
	91.8818
	33
	92.8077
	24
	94.4770
	13
	95.9179
	37
	96.1549
	32
	96.1123
	42

	dtchi2
	90.4921
	7
	91.9244
	24
	92.8128
	20
	94.4787
	12
	95.9162
	38
	96.1430
	33
	96.1344
	37

	dtbc
	90.4188
	11
	91.9142
	25
	92.7378
	36
	94.4480
	20
	95.8906
	41
	96.1123
	42
	96.0901
	44

	dthl
	90.4716
	8
	91.8221
	41
	92.7088
	44
	94.4208
	30
	95.8326
	51
	96.1140
	41
	96.1157
	41

	dtchr
	90.1715
	24
	91.9330
	22
	92.8060
	25
	94.5077
	8
	95.9349
	31
	96.3049
	10
	96.2043
	20

	dtchr2
	90.4716
	8
	91.8409
	36
	92.6883
	49
	94.4293
	28
	95.8343
	50
	96.0935
	50
	96.1395
	36

	dtjac
	90.4188
	11
	91.9142
	25
	92.7378
	36
	94.4480
	20
	95.8906
	41
	96.1123
	42
	96.0901
	44

	dtper
	90.4188
	11
	91.9142
	25
	92.7378
	36
	94.4480
	20
	95.8906
	41
	96.1123
	42
	96.0901
	44

	dtse
	89.9993
	32
	91.8289
	39
	92.7224
	42
	94.0968
	56
	95.5189
	69
	95.6519
	73
	95.7525
	65

	dtfr
	90.3915
	19
	92.1973
	6
	92.8810
	14
	94.1752
	48
	95.6161
	61
	95.8394
	68
	95.7081
	70

	dtm
	90.6558
	5
	92.2331
	5
	92.8094
	23
	94.1241
	54
	95.7610
	55
	95.8855
	62
	95.9383
	57

	dtmc
	91.2594
	2
	92.8350
	2
	93.3397
	2
	94.2400
	46
	95.1250
	74
	95.4916
	74
	95.3842
	74

	epw
	89.4895
	55
	91.6687
	50
	92.6849
	50
	94.3236
	42
	96.0645
	6
	96.3067
	9
	96.2691
	2

	gc
	89.4878
	56
	91.3822
	58
	92.3337
	66
	94.1036
	55
	95.7832
	52
	96.1020
	48
	96.2146
	17

	mgc
	89.4827
	57
	91.6192
	54
	92.6934
	47
	94.3372
	38
	95.9349
	31
	96.0935
	50
	96.2163
	15

	ogc
	89.7316
	44
	92.0949
	10
	92.9253
	7
	94.5810
	3
	96.0765
	3
	96.4056
	3
	96.2606
	4

	omgc
	89.9124
	37
	92.0915
	11
	92.9032
	11
	94.6919
	2
	96.0543
	11
	96.4874
	2
	96.1907
	23

	mlr
	90.8263
	4
	92.2348
	4
	92.8930
	12
	94.1496
	52
	95.7627
	53
	95.8770
	66
	96.0236
	50

	svmcmb
	95.9759
	1
	96.2043
	1
	96.1958
	1
	96.3169
	1
	96.9222
	1
	97.0211
	1
	96.9631
	1

	joinedin
	90.1033
	 
	92.0830
	 
	92.8265
	 
	94.4924
	 
	96.2112
	 
	96.5778
	 
	96.4533
	 

	oracle
	92.8554
	 
	94.3764
	 
	94.9323
	 
	96.1668
	 
	97.3195
	 
	97.6912
	 
	97.6009
	 

	cdc
	0.8869
	 
	0.9161
	 
	0.9321
	 
	0.9369
	 
	0.9513
	 
	0.9456
	 
	0.9422
	 


Табела 4.9: Резултати на комбинирањето на SVM класификаторите за сите четири множества обележја.
	 
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R
	без опт.
	R

	FS1
	84.7969
	 
	86.1576
	 
	88.5107
	 
	89.7998
	 
	91.9824
	 
	92.7719
	 
	92.6986
	 

	FS2
	87.3853
	 
	89.9857
	 
	91.5476
	 
	93.1931
	 
	94.8829
	 
	95.3398
	 
	95.0534
	 

	FS3
	86.5123
	 
	89.6003
	 
	90.3557
	 
	92.4087
	 
	94.7840
	 
	95.1454
	 
	95.0107
	 

	FS4
	89.9226
	 
	91.5203
	 
	92.4240
	 
	94.1002
	 
	95.7133
	 
	96.1003
	 
	96.0765
	 

	vote
	90.2704
	67
	92.2552
	68
	93.0055
	71
	94.3730
	68
	96.0509
	67
	96.3220
	64
	96.2487
	65

	borda
	90.8894
	54
	92.7310
	54
	93.5597
	60
	94.8470
	58
	96.2811
	49
	96.6221
	40
	96.5266
	42

	bks
	91.3208
	36
	92.5417
	61
	93.2203
	68
	94.0371
	72
	95.3961
	75
	95.7150
	75
	95.6843
	74

	bksv
	92.1444
	7
	93.5170
	12
	94.1803
	6
	95.0142
	31
	96.2691
	52
	96.5181
	53
	96.5027
	46

	avg
	91.3106
	38
	93.0123
	34
	93.7302
	36
	95.0278
	26
	96.3800
	34
	96.6630
	31
	96.5539
	37

	prod
	90.9354
	51
	92.6116
	59
	93.7677
	25
	95.0892
	21
	96.5420
	22
	96.7091
	26
	96.7994
	11

	harm
	90.8041
	56
	92.3609
	67
	93.5648
	58
	94.9903
	43
	96.4397
	31
	96.6085
	45
	96.7329
	22

	cprod
	90.0249
	69
	92.3797
	65
	93.6449
	54
	94.8931
	56
	96.4465
	30
	96.6869
	28
	96.6357
	29

	maxmax
	89.2627
	76
	91.5783
	75
	93.1129
	70
	94.2485
	71
	96.0799
	65
	96.2657
	65
	96.0065
	68

	minmax
	90.4086
	63
	91.8085
	70
	93.2442
	67
	94.6561
	67
	96.2095
	63
	96.3561
	63
	96.4993
	47

	med
	91.0173
	48
	92.8708
	46
	93.6108
	56
	95.0244
	27
	96.4107
	32
	96.6698
	29
	96.5692
	34

	davg
	91.3327
	35
	92.9322
	41
	93.7268
	37
	94.9954
	42
	96.3101
	41
	96.6204
	41
	96.4891
	50

	demp
	91.3447
	34
	92.8469
	47
	93.6569
	52
	94.8897
	57
	96.2436
	58
	96.6102
	44
	96.4499
	58

	dempp1
	91.1349
	45
	93.0328
	33
	93.7711
	24
	95.1148
	17
	96.5573
	15
	96.7329
	22
	96.7346
	21

	dempp2
	90.9985
	50
	92.9680
	39
	93.7592
	29
	95.1011
	20
	96.5573
	15
	96.7381
	20
	96.7261
	24

	dempp3
	90.3148
	65
	92.6559
	55
	93.7234
	41
	95.0483
	24
	96.5727
	13
	96.7415
	18
	96.7329
	22

	dempp4
	90.9167
	53
	92.9356
	40
	93.9109
	17
	95.1318
	15
	96.6187
	8
	96.8097
	10
	96.8438
	7

	dempi1
	91.3089
	39
	93.1931
	19
	93.8547
	20
	95.2409
	9
	96.5829
	11
	96.7687
	14
	96.7619
	17

	dempi2
	90.7308
	59
	92.7497
	52
	93.6381
	55
	94.9596
	50
	96.4840
	29
	96.6375
	34
	96.6306
	31

	dempi3
	88.0742
	77
	91.8034
	71
	93.4147
	63
	94.8436
	59
	96.5232
	26
	96.6511
	33
	96.6323
	30

	dempi4
	90.2994
	66
	92.3746
	66
	93.5835
	57
	94.8334
	60
	96.3578
	36
	96.6136
	43
	96.5829
	32

	dempi5
	89.7930
	72
	92.1376
	69
	93.4181
	62
	94.7396
	64
	96.3442
	37
	96.5931
	48
	96.5334
	41

	dempc
	90.3455
	64
	92.7514
	51
	93.7592
	29
	95.1199
	16
	96.5710
	14
	96.7312
	23
	96.8097
	9

	dempmnk
	91.0173
	48
	92.9288
	43
	93.7472
	33
	95.0568
	23
	96.5062
	27
	96.7227
	24
	96.7108
	26

	dempch
	90.7752
	57
	92.7770
	50
	93.7626
	28
	95.0397
	25
	96.5471
	20
	96.7585
	15
	96.7739
	16

	dempcan
	91.7062
	23
	92.8060
	48
	93.0004
	72
	94.2844
	69
	94.8846
	76
	94.7720
	77
	94.9391
	77

	dempas
	92.1222
	10
	93.5563
	10
	93.9365
	14
	95.2222
	10
	96.5403
	23
	96.9427
	5
	96.8557
	6

	dempchi
	91.2219
	43
	93.0976
	25
	93.8751
	19
	95.1847
	13
	96.5368
	24
	96.7466
	16
	96.7466
	18

	dempchi2
	91.2407
	42
	93.1351
	23
	93.9382
	13
	95.1983
	12
	96.5965
	9
	96.7858
	13
	96.7773
	15

	dempbc
	91.0736
	47
	93.0055
	35
	93.7558
	31
	95.1079
	18
	96.5488
	18
	96.7210
	25
	96.7415
	19

	demphl
	91.4487
	32
	93.2476
	15
	93.9587
	10
	95.2631
	7
	96.5761
	12
	96.7892
	12
	96.7909
	12

	dempchr
	92.1734
	6
	93.6841
	7
	93.9706
	9
	95.2205
	11
	96.5300
	25
	96.9273
	7
	96.8216
	8

	dempchr2
	91.4692
	31
	93.2289
	18
	93.9894
	7
	95.2529
	8
	96.5948
	10
	96.7960
	11
	96.7824
	13

	dempjac
	90.9337
	52
	92.8998
	45
	93.7199
	43
	95.0602
	22
	96.4874
	28
	96.7074
	27
	96.7074
	27

	dempper
	91.1622
	44
	93.0549
	30
	93.7847
	23
	95.1642
	14
	96.5539
	17
	96.7398
	19
	96.7364
	20

	dempse
	90.7445
	58
	93.5545
	11
	93.9024
	18
	94.9800
	45
	96.2947
	48
	96.5539
	49
	96.4976
	48

	dempfr
	92.1359
	9
	93.6910
	6
	93.9365
	14
	94.9477
	52
	96.2436
	58
	96.4874
	55
	96.4465
	59

	dempm
	91.2441
	41
	92.6440
	57
	93.4778
	61
	94.6834
	66
	96.3834
	33
	96.6187
	42
	96.5181
	43

	dempmc
	92.3746
	5
	93.9194
	5
	93.9894
	7
	94.9425
	53
	96.0645
	66
	96.2419
	66
	96.2350
	66


Табела 4.9 (продолжува):
	 
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R
	без опт.
	R

	FS1
	84.7969
	 
	86.1576
	 
	88.5107
	 
	89.7998
	 
	91.9824
	 
	92.7719
	 
	92.6986
	 

	FS2
	87.3853
	 
	89.9857
	 
	91.5476
	 
	93.1931
	 
	94.8829
	 
	95.3398
	 
	95.0534
	 

	FS3
	86.5123
	 
	89.6003
	 
	90.3557
	 
	92.4087
	 
	94.7840
	 
	95.1454
	 
	95.0107
	 

	FS4
	89.9226
	 
	91.5203
	 
	92.4240
	 
	94.1002
	 
	95.7133
	 
	96.1003
	 
	96.0765
	 

	pprod
	91.0753
	46
	92.7395
	53
	93.8035
	21
	95.1045
	19
	96.5437
	21
	96.7346
	21
	96.8029
	10

	bayes
	91.7795
	19
	93.2374
	17
	93.9126
	16
	95.0142
	31
	96.3220
	38
	96.6630
	31
	96.5658
	35

	fi
	90.6763
	60
	92.6201
	58
	93.4011
	64
	94.7840
	63
	96.2708
	50
	96.5454
	50
	96.4567
	56

	fic
	90.5722
	62
	92.4684
	64
	93.2868
	66
	94.7379
	65
	96.2981
	47
	96.5300
	51
	96.4703
	55

	dtp1
	91.8102
	15
	93.0601
	26
	93.6841
	47
	95.0005
	37
	96.2674
	53
	96.4755
	56
	96.4721
	51

	dtp2
	91.8630
	13
	93.1811
	20
	93.7438
	34
	94.9664
	47
	96.3067
	45
	96.6051
	46
	96.5386
	39

	dtp3
	91.6550
	25
	93.2613
	14
	93.8035
	21
	95.0176
	30
	96.3220
	38
	96.6340
	35
	96.5590
	36

	dtp4
	89.5679
	74
	91.1332
	76
	92.6576
	76
	93.8973
	76
	95.5018
	73
	95.8514
	73
	95.6962
	72

	dti1
	91.9671
	11
	93.3414
	13
	93.7523
	32
	95.0227
	28
	96.3101
	41
	96.6340
	35
	96.5505
	38

	dti2
	91.3157
	37
	92.4888
	63
	93.3465
	65
	94.9135
	54
	96.0816
	64
	96.2026
	67
	96.3356
	64

	dti3
	90.6763
	60
	92.6508
	56
	93.6569
	52
	94.9545
	51
	96.3663
	35
	96.6238
	39
	96.5778
	33

	dti4
	89.6088
	73
	91.7931
	72
	93.1845
	69
	94.2502
	70
	95.9724
	69
	96.1702
	68
	95.9673
	69

	dti5
	89.8612
	71
	91.6891
	73
	92.8503
	73
	93.9962
	74
	95.7542
	71
	96.1106
	71
	95.9162
	71

	dtc
	89.9055
	70
	91.6891
	73
	92.8282
	74
	94.0081
	73
	95.7627
	70
	96.1191
	70
	95.9213
	70

	dte
	91.6107
	27
	93.0549
	30
	93.7251
	40
	95.0056
	34
	96.3152
	40
	96.6647
	30
	96.4942
	49

	dtmnk
	91.8630
	13
	93.1811
	20
	93.7438
	34
	94.9664
	47
	96.3067
	45
	96.6051
	46
	96.5386
	39

	dtch
	89.5679
	74
	91.1332
	76
	92.6576
	76
	93.8973
	76
	95.5018
	73
	95.8514
	73
	95.6962
	72

	dtcan
	91.3805
	33
	92.5025
	62
	92.7617
	75
	93.9859
	75
	94.7703
	77
	94.8726
	76
	95.0738
	76

	dtas
	91.5476
	29
	92.9782
	37
	93.7660
	26
	95.0039
	35
	96.3084
	43
	96.6323
	37
	96.5147
	44

	dtchi
	91.7266
	22
	93.0498
	32
	93.7012
	45
	95.0227
	28
	96.2657
	57
	96.4976
	54
	96.4362
	61

	dtchi2
	91.7386
	21
	93.1061
	24
	93.7268
	37
	95.0124
	33
	96.2708
	50
	96.5198
	52
	96.4533
	57

	dtbc
	91.8102
	15
	93.0601
	26
	93.6841
	47
	95.0005
	37
	96.2674
	53
	96.4755
	56
	96.4721
	51

	dthl
	91.6090
	28
	92.9305
	42
	93.7097
	44
	94.9886
	44
	96.2316
	60
	96.4482
	62
	96.4073
	63

	dtchr
	91.5476
	29
	92.9782
	37
	93.7660
	26
	95.0039
	35
	96.3084
	43
	96.6323
	37
	96.5147
	44

	dtchr2
	91.6533
	26
	92.9816
	36
	93.7268
	37
	94.9783
	46
	96.2248
	62
	96.4755
	56
	96.4141
	62

	dtjac
	91.8102
	15
	93.0601
	26
	93.6841
	47
	95.0005
	37
	96.2674
	53
	96.4755
	56
	96.4721
	51

	dtper
	91.8102
	15
	93.0601
	26
	93.6841
	47
	95.0005
	37
	96.2674
	53
	96.4755
	56
	96.4721
	51

	dtse
	91.7744
	20
	93.1709
	22
	93.6927
	46
	94.7925
	62
	96.0304
	68
	96.1600
	69
	96.1225
	67

	dtfr
	92.1427
	8
	93.6790
	8
	93.9587
	10
	94.9067
	55
	96.2265
	61
	96.4755
	56
	96.4379
	60

	dtm
	93.8325
	2
	94.4770
	2
	94.6612
	3
	95.7661
	2
	96.7432
	4
	96.9324
	6
	96.9717
	3

	dtmc
	93.5256
	4
	94.2332
	4
	94.4907
	4
	94.9630
	49
	95.5359
	72
	95.9571
	72
	95.6604
	75

	epw
	90.1767
	68
	92.5894
	60
	93.6807
	51
	94.9971
	41
	96.5488
	18
	96.7432
	17
	96.7159
	25

	gc
	90.8706
	55
	92.9185
	44
	93.7234
	41
	95.2836
	6
	96.6255
	7
	96.8557
	9
	96.6596
	28

	mgc
	91.6721
	24
	93.2442
	16
	93.9501
	12
	95.4370
	5
	96.6375
	6
	96.9069
	8
	96.7824
	13

	ogc
	91.9159
	12
	93.5614
	9
	94.1906
	5
	95.5393
	4
	96.8216
	2
	97.0433
	2
	96.8898
	5

	omgc
	91.2986
	40
	92.8009
	49
	93.5648
	58
	94.8181
	61
	96.6954
	5
	97.0058
	3
	96.9137
	4

	mlr
	93.7711
	3
	94.4395
	3
	94.6697
	2
	95.7457
	3
	96.7585
	3
	96.9461
	4
	96.9768
	2

	svmcmb
	97.4099
	1
	97.3638
	1
	97.3690
	1
	97.4764
	1
	97.7799
	1
	97.8225
	1
	97.7731
	1

	joinedin
	92.8554
	 
	94.1019
	 
	94.3611
	 
	95.8446
	 
	97.1473
	 
	97.2735
	 
	96.3834
	 

	oracle
	96.2384
	 
	96.8779
	 
	97.1439
	 
	97.8788
	 
	98.4722
	 
	98.6990
	 
	98.6495
	 

	cdc
	0.6680
	 
	0.6283
	 
	0.6768
	 
	0.7011
	 
	0.7361
	 
	0.767
	 
	0.7766
	 


Табела 4.10: Резултати на комбинирањето на SVM класификаторите за второто, третото и четвртото множество обележја.
	 
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R
	без опт.
	R

	-
	-
	 
	-
	 
	-
	 
	-
	 
	-
	 
	-
	 
	-
	 

	FS2
	87.3853
	 
	89.9857
	 
	91.5476
	 
	93.1931
	 
	94.8829
	 
	95.3398
	 
	95.0534
	 

	FS3
	86.5123
	 
	89.6003
	 
	90.3557
	 
	92.4087
	 
	94.7840
	 
	95.1454
	 
	95.0107
	 

	FS4
	89.9226
	 
	91.5203
	 
	92.4240
	 
	94.1002
	 
	95.7133
	 
	96.1003
	 
	96.0765
	 

	vote
	90.6012
	66
	92.4974
	69
	93.2493
	73
	94.7925
	69
	96.3084
	63
	96.6698
	54
	96.5130
	63

	borda
	91.0957
	55
	92.9850
	55
	93.6944
	59
	95.2017
	49
	96.5573
	45
	96.9597
	6
	96.7534
	39

	bks
	91.9500
	28
	93.1692
	44
	94.1445
	8
	94.9698
	65
	96.1532
	70
	96.4038
	71
	96.2691
	70

	bksv
	92.1120
	14
	93.3329
	20
	94.2861
	5
	95.1915
	50
	96.2964
	64
	96.5727
	62
	96.4993
	64

	avg
	91.5646
	36
	93.3585
	18
	94.0320
	11
	95.3944
	9
	96.6681
	23
	96.9461
	8
	96.8046
	30

	prod
	91.1264
	54
	92.9646
	57
	93.8581
	43
	95.3296
	19
	96.7670
	7
	96.9086
	15
	96.9802
	6

	harm
	90.9218
	61
	92.6645
	67
	93.6910
	60
	95.2171
	46
	96.6562
	25
	96.8182
	41
	96.9120
	23

	cprod
	90.5296
	68
	92.7889
	64
	93.7643
	56
	95.1386
	55
	96.6289
	35
	96.8898
	25
	96.8847
	28

	maxmax
	89.9567
	75
	92.3678
	74
	93.3226
	71
	94.6151
	72
	96.2402
	65
	96.5334
	65
	96.4328
	66

	minmax
	90.5143
	69
	92.1768
	75
	93.3209
	72
	94.9101
	67
	96.4942
	50
	96.5880
	57
	96.7500
	40

	med
	91.0804
	56
	93.0805
	51
	93.6910
	60
	95.1318
	56
	96.5692
	42
	96.8864
	27
	96.8404
	29

	davg
	91.5578
	37
	93.3636
	17
	94.0166
	13
	95.4183
	7
	96.6494
	28
	96.9222
	12
	96.7705
	36

	demp
	91.9278
	29
	93.1453
	48
	93.8853
	40
	95.1761
	53
	96.5795
	39
	96.8455
	33
	96.6238
	54

	dempp1
	91.3191
	46
	93.2050
	40
	93.8785
	41
	95.2921
	29
	96.6426
	30
	96.8352
	37
	96.8881
	27

	dempp2
	91.2441
	50
	93.2272
	37
	93.9075
	35
	95.2733
	33
	96.6698
	22
	96.8932
	23
	96.9495
	15

	dempp3
	90.6029
	65
	92.9066
	60
	93.8103
	53
	95.2648
	34
	96.6920
	19
	96.9512
	7
	96.9734
	8

	dempp4
	91.3344
	45
	93.2374
	35
	94.0013
	16
	95.3245
	20
	96.7500
	9
	96.9086
	15
	96.9921
	3

	dempi1
	91.3651
	43
	93.2561
	34
	93.9399
	31
	95.3552
	15
	96.7040
	17
	96.8949
	22
	96.9512
	14

	dempi2
	91.1793
	52
	93.1658
	45
	93.8188
	52
	95.2034
	48
	96.5914
	38
	96.7619
	47
	96.7943
	31

	dempi3
	88.7170
	77
	92.4922
	70
	93.5665
	63
	95.0858
	59
	96.6460
	29
	96.9000
	20
	96.9563
	12

	dempi4
	90.5023
	70
	92.8247
	62
	93.6483
	62
	95.0431
	61
	96.4857
	51
	96.7449
	49
	96.7568
	38

	dempi5
	90.1067
	73
	92.6491
	68
	93.5460
	64
	94.9818
	64
	96.4721
	53
	96.7739
	45
	96.7500
	40

	dempc
	90.7581
	62
	93.0362
	54
	93.8103
	53
	95.2921
	29
	96.7398
	11
	96.9324
	9
	96.9989
	2

	dempmnk
	91.2219
	51
	93.1914
	42
	93.8905
	38
	95.2409
	44
	96.6409
	31
	96.8728
	28
	96.9290
	18

	dempch
	91.1673
	53
	93.1334
	49
	93.9570
	28
	95.2648
	34
	96.7346
	12
	96.9239
	11
	96.9819
	5

	dempcan
	91.9756
	24
	92.8503
	61
	92.9475
	76
	94.4191
	74
	94.6902
	76
	94.0678
	76
	94.3798
	76

	dempas
	92.1785
	11
	93.3005
	26
	93.9007
	36
	95.3688
	12
	96.7739
	4
	97.0143
	4
	96.9239
	19

	dempchi
	91.3992
	42
	93.2647
	30
	93.8888
	39
	95.3006
	26
	96.6716
	21
	96.8438
	34
	96.9137
	22

	dempchi2
	91.4777
	41
	93.3482
	19
	93.9979
	18
	95.3620
	14
	96.7142
	14
	96.8983
	21
	96.9529
	13

	dempbc
	91.2833
	47
	93.2050
	40
	93.8734
	42
	95.3023
	25
	96.6528
	27
	96.8335
	39
	96.9069
	24

	demphl
	91.6175
	34
	93.4062
	16
	93.9859
	22
	95.3910
	10
	96.6835
	20
	96.8932
	23
	96.9478
	16

	dempchr
	92.2075
	8
	93.4505
	11
	93.9467
	29
	95.3688
	12
	96.7517
	8
	97.0313
	3
	96.9188
	21

	dempchr2
	91.6448
	33
	93.4386
	12
	94.0814
	10
	95.4115
	8
	96.7193
	13
	96.9069
	17
	96.9580
	11

	dempjac
	91.2458
	49
	93.1538
	47
	93.8257
	51
	95.2478
	39
	96.6340
	32
	96.8216
	40
	96.9000
	25

	dempper
	91.3617
	44
	93.2306
	36
	93.8922
	37
	95.3211
	21
	96.6630
	24
	96.8352
	37
	96.8949
	26

	dempse
	89.8339
	76
	93.5869
	8
	93.9996
	17
	95.1830
	51
	96.4038
	59
	96.6903
	52
	96.6443
	52

	dempfr
	92.0148
	20
	93.7080
	7
	93.9945
	20
	95.1778
	52
	96.3783
	61
	96.5692
	63
	96.5368
	62

	dempm
	91.6005
	35
	93.1555
	46
	93.8581
	43
	94.9937
	63
	96.5744
	41
	96.7466
	48
	96.7875
	33

	dempmc
	92.4019
	5
	93.9536
	5
	94.1002
	9
	95.2085
	47
	96.2350
	66
	96.4107
	70
	96.4397
	65


Табела 4.10 (продолжува): 
	 
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R
	без опт.
	R

	-
	-
	 
	-
	 
	-
	 
	-
	 
	-
	 
	-
	 
	-
	 

	FS2
	87.3853
	 
	89.9857
	 
	91.5476
	 
	93.1931
	 
	94.8829
	 
	95.3398
	 
	95.0534
	 

	FS3
	86.5123
	 
	89.6003
	 
	90.3557
	 
	92.4087
	 
	94.7840
	 
	95.1454
	 
	95.0107
	 

	FS4
	89.9226
	 
	91.5203
	 
	92.4240
	 
	94.1002
	 
	95.7133
	 
	96.1003
	 
	96.0765
	 

	pprod
	91.2594
	48
	93.0498
	53
	93.9126
	34
	95.3705
	11
	96.7432
	10
	96.9188
	13
	96.9904
	4

	bayes
	91.5322
	39
	93.1231
	50
	93.7387
	58
	95.0789
	60
	96.3646
	62
	96.7892
	42
	96.6272
	53

	fi
	90.6797
	63
	92.9134
	59
	93.5187
	65
	94.9647
	66
	96.4226
	54
	96.6698
	54
	96.6494
	50

	fic
	90.5688
	67
	92.8145
	63
	93.4488
	66
	94.9084
	68
	96.4840
	52
	96.7142
	50
	96.6630
	47

	dtp1
	92.1001
	15
	93.3141
	21
	93.8478
	45
	95.2426
	40
	96.4158
	55
	96.5863
	58
	96.5948
	57

	dtp2
	92.1580
	12
	93.4096
	14
	93.9314
	32
	95.2614
	36
	96.5215
	47
	96.7841
	43
	96.6988
	43

	dtp3
	91.7215
	31
	93.4215
	13
	94.0303
	12
	95.3501
	18
	96.5761
	40
	96.8728
	28
	96.7858
	34

	dtp4
	90.9713
	58
	92.0813
	76
	92.9646
	74
	94.3440
	76
	96.1072
	72
	96.4414
	67
	96.0202
	73

	dti1
	92.0745
	19
	93.4829
	10
	93.9894
	21
	95.2563
	38
	96.5965
	36
	96.8694
	30
	96.7722
	35

	dti2
	91.5442
	38
	92.7293
	65
	93.4369
	67
	95.1165
	57
	96.0986
	74
	95.9008
	75
	96.3544
	67

	dti3
	90.9252
	60
	93.0771
	52
	93.8427
	49
	95.2972
	27
	96.5931
	37
	96.8540
	32
	96.7653
	37

	dti4
	90.0829
	74
	92.3950
	73
	93.3636
	69
	94.5964
	73
	96.1430
	71
	96.3919
	72
	96.3391
	68

	dti5
	90.4546
	71
	92.4820
	71
	93.3806
	68
	94.7226
	70
	96.1822
	69
	96.4414
	67
	96.2402
	71

	dtc
	90.4512
	72
	92.4701
	72
	93.3619
	70
	94.7140
	71
	96.1839
	68
	96.4431
	66
	96.2402
	71

	dte
	91.9892
	23
	93.2834
	28
	93.9723
	24
	95.2938
	28
	96.6545
	26
	96.9069
	17
	96.7176
	42

	dtmnk
	92.1580
	12
	93.4096
	14
	93.9314
	32
	95.2614
	36
	96.5215
	47
	96.7841
	43
	96.6988
	43

	dtch
	90.9713
	58
	92.0813
	76
	92.9646
	74
	94.3440
	76
	96.1072
	72
	96.4414
	67
	96.0202
	73

	dtcan
	92.0012
	21
	92.7241
	66
	92.8861
	77
	94.3645
	75
	94.6237
	77
	94.0337
	77
	94.3798
	76

	dtas
	91.9585
	26
	93.2613
	32
	93.9689
	25
	95.3518
	16
	96.6323
	33
	96.8438
	34
	96.6988
	43

	dtchi
	92.2314
	6
	93.2988
	27
	93.9962
	19
	95.3091
	23
	96.5658
	43
	96.7057
	51
	96.6579
	49

	dtchi2
	92.2160
	7
	93.3039
	25
	94.0047
	15
	95.3108
	22
	96.5624
	44
	96.7636
	46
	96.6460
	51

	dtbc
	92.1001
	15
	93.3141
	21
	93.8478
	45
	95.2426
	40
	96.4158
	55
	96.5863
	58
	96.5948
	57

	dthl
	92.1819
	10
	93.1879
	43
	93.9450
	30
	95.2836
	31
	96.5334
	46
	96.6392
	56
	96.5982
	56

	dtchr
	91.9585
	26
	93.2613
	32
	93.9689
	25
	95.3518
	16
	96.6323
	33
	96.8438
	34
	96.6988
	43

	dtchr2
	92.1904
	9
	93.2186
	39
	93.9621
	27
	95.2836
	31
	96.5215
	47
	96.6869
	53
	96.6051
	55

	dtjac
	92.1001
	15
	93.3141
	21
	93.8478
	45
	95.2426
	40
	96.4158
	55
	96.5863
	58
	96.5948
	57

	dtper
	92.1001
	15
	93.3141
	21
	93.8478
	45
	95.2426
	40
	96.4158
	55
	96.5863
	58
	96.5948
	57

	dtse
	91.7164
	32
	93.2630
	31
	93.7933
	55
	95.0022
	62
	96.2350
	66
	96.2896
	73
	96.3391
	68

	dtfr
	92.0012
	21
	93.7319
	6
	94.0166
	13
	95.1540
	54
	96.3919
	60
	96.5624
	64
	96.5556
	61

	dtm
	93.0686
	3
	94.1786
	3
	94.3594
	3
	95.6451
	2
	96.7687
	6
	96.8898
	25
	96.9802
	6

	dtmc
	93.3636
	2
	94.2724
	2
	94.4208
	2
	95.1165
	57
	95.9520
	75
	96.1839
	74
	95.9332
	75

	epw
	90.6353
	64
	92.9424
	58
	93.8376
	50
	95.2324
	45
	96.7091
	15
	96.9171
	14
	96.9665
	9

	gc
	91.0378
	57
	92.9663
	56
	93.7626
	57
	95.3074
	24
	96.6988
	18
	96.8574
	31
	96.6596
	48

	mgc
	91.7352
	30
	93.2766
	29
	93.9859
	22
	95.4609
	6
	96.7091
	15
	96.9307
	10
	96.7892
	32

	ogc
	91.9602
	25
	93.5784
	9
	94.1599
	7
	95.5342
	4
	96.8301
	2
	97.0723
	2
	96.9239
	19

	omgc
	91.4964
	40
	93.2203
	38
	94.2622
	6
	95.4728
	5
	96.7773
	3
	97.0075
	5
	96.9307
	17

	mlr
	92.9458
	4
	94.1258
	4
	94.3389
	4
	95.6280
	3
	96.7739
	4
	96.9052
	19
	96.9648
	10

	svmcmb
	97.1814
	1
	97.2888
	1
	97.2990
	1
	97.3792
	1
	97.7765
	1
	97.8788
	1
	97.7884
	1

	joinedin
	92.7514
	
	93.9911
	
	94.2758
	
	95.9076
	
	97.1899
	
	97.3843
	
	96.7585
	

	oracle
	95.4387
	
	96.3629
	
	96.6664
	
	97.5105
	
	98.2505
	
	98.4909
	
	98.4262
	

	cdc
	0.4282
	
	0.4708
	
	0.559
	
	0.5906
	
	0.6545
	
	0.7002
	
	0.7010
	


Од табелите лесно се уочува дека комбинирањето со употреба на класификатор (svmcmb) е неприкосновено и постигнува најдобри перформанси во сите случаи независно од бројот, карактеристиките и зависноста на класификаторите кои се комбинираат. Но, сепак ваквото комбинирање со дополнителен класификатор е најкомплексно и за негова обука е потребно незанемарливо време и дополнителни обележани примероци кои не учествувале во обуката на основните класификатори. Тоа што комбинирањето со класификатор на некои места е подобро дури и од „пророк“ комбинирањето не значи ништо бидејќи треба да се има предвид дека за обука на второстепениот класификатор се употребени дополнителни примероци, односно дека целиот систем при обуката видел поголем број на примероци.
Со зголемувањето на бројот на примероци кои се употребуваат при обуката на индивидуалните класификатори, се разбира нивните перформанси растат, а со тоа и перформансите на нивната комбинација. Но, со порастот на перформансите на индивидуалните класификатори расте и нивната зависност, а со тоа се стеснува просторот за подобрување на резултатите при комбинирањето. Кај различните методи овој пораст не е со исто темпо, што може да се забележи преку промената на рангот на методот во зависност од употребените примероци за обука. Кај најголемиот број методи за комбинирање се забележува дека со зголемувањето на бројот на примероци употребени за обука на индивидуалните класификатори, нивниот ранг генерално или расте или опаѓа (многу ретко осцилира). Според ова повеќето од методите можат да се карактеризираат како подобри за комбинирање на „слаби“ или на „јаки“ класификатори. Исто така осетливоста на комбинацијата со еден „слаб“ класификатор во друштвото на неколку „јаки“ класификатори е различно за различните методи за комбинирање.
Во спроведените експерименти комбинирањето на два класификатора од кои едниот го користи првото множество обележја (FS1) а другиот четвртото (FS4) или парот класификатори за обележјата FS12 и FS34 се карактеристичен пример за комбинација од „слаб“ и „јак“ класификатор. Комбинирањето пак на парот класификатори кои ги користат обележјата FS2 и FS3 или FS14 и FS23 е карактеристичен пример за комбинирање на два слични по перформанси класификатори. Комбинацијата пак на сите четири класификатори FS1, FS2, FS3 и FS4 е пример каде првиот класификатор е послаб од останатите и дури ги нарушува перформансите на комбинацијата што се гледа од примерот на комбинацијата од три класификатори (FS2, FS3 и FS4) која има подобри перформанси по исклучувањето на првиот класификатор од неа. Ова значи дека информациите од првиот класификатор делуваат збунувачки за комбинаторот при нивната фузија со информациите од останатите класификатори и е подобро да се игнорираат. За жал не постои егзактен метод која би можел однапред да го одреди ваквиот класификатор.
Техниките за комбинирање базирани на гласање се меѓу најслабите во спроведените експерименти. Ова пред сè се должи на фактот што истите за комбинирање ги користат конечните „тврди“ одлуки на индивидуалните класификатори. При ова од комбинирањето се отфрла значителен дел од корисната информација, како кој е вториот избор, која е доверливоста на одлуката, каква е распределбата на поддршките за другите класи, кои голем број на класификатори ги генерираат. Ефикасноста на гласањето пред сè зависи од бројот на индивидуални класификатори кои гласаат. Од спроведените експерименти на комбинирање на 2, 3 и 4 класификатори, евидентно е дека со зголемувањето на бројот на индивидуални класификатори кои гласаат, се зголемува и ефикасноста на овој метод. Исто така, кога се комбинираат релативно мал број на класификатори (како во нашите експерименти), во голем број случаи доаѓа до поделба на гласовите и ниту една класа не се издвојува како јасен победник, со што можноста да се згреши или дури да мора случајно да се избира некоја од класите (ако се исклучено отфрлањето на примероци) е многу зачестена. Според ова, гласањето како метод за комбинирање иако доста често користена во практика, има оправдување само доколку се комбинираат класификатори со излез на апстрактно ниво, односно кои даваат само конечна класа за примерокот кој го препознаваат без дополнителни информации и ако се комбинираат релативно поголем број (>10) класификатори. Од друга страна, доколку е потребно отфрлање на несигурните примероци поради постигнување повисока доверливост на системот, кај гласањето тоа наједноставно се изведува бидејќи е практично вклучено во самиот метод (гласање со консензус, квалификувано мнозинство, просто мнозинство). Сепак при вака изведеното отфрлање, не може фино да се нагодува бројот на примероци кои ќе бидат отфрлени за да се постигне одредена доверливост, односно прецизноста на ваквото нагодување директно зависи од бројот на употребени класификатори.
Методот за комбинирање според пребројувањето на Борда секогаш дава подобри резултати од гласањето. Затоа, иако нешто покомплексна за изведба, препорачливо е да се применува секогаш кога класификаторите кои се комбинираат се од типот 2 (како излез даваат ранг листа на класи). За спроведените експерименти, оваа листа се добива со едноставно подредување на излезите од класификаторот за класите во опаѓачки редослед.
Кај сите необучени методи за комбинирање (avg, prod, harm, cprod, minmax, maxmax, med, davg) забележлива е предноста при комбинирање на појаки класификатори. Генерално рангот на необучените методи се подобрува кога се комбинираат класификатори обучени со поголем број примероци, иако има одредени осцилации. Необучените методи се инфериорни во однос на обучените особено кога се комбинираат слаби класификатори и класификатори со значително различни перформанси. При комбинирањето на јаки класификатори со слични перформанси обучените методи ја губат оваа предност па некои од необучените методи во ваквите случаи успеваат да се вбројат меѓу неколкуте најдобри методи (табела 4.8). Така аритметичката и геометриската средина, медијаната и тежинското комбинирање со динамичко одредување на тежините, се меѓу методите кои даваат најдобри резултати кога се комбинираат јаки класификатори со слични перформанси. Хармониската средина и комплементарниот производ се нешто полош избор, но секогаш подобри од изборот на минимум или максимум. 
BKS методот е единствениот обучен метод за комбинирање на класификатори од типот 1. Резултатите кои се добиваат со него се секогаш подобри од гласањето, но тој е сепак доста комплексен (особено мемориски). Предложената модификација на BKS методот со дополнително гласање отстранува еден битен недостаток на овој метод, а тоа е што да се прави со примероците за кои распределбата на поддршките од класификаторите не е регистрирана во процесот на обука. Од табелите се гледа дека во сите случаи модифицираниот BKS метод со дополнително гласање дава подобри резултати од оригиналниот.

Методот за комбинирање со веројатносен производ не се разликува многу од геометриската средина пред сè затоа што во конкретниот проблем на препознавање на цифри класите се прилично равномерно застапени во множествата за обука, валидација и тестирање. Карактеристично за комбинирањето според баесовиот метод е тоа што тој е подобар од повеќето останати методи во случаите кога се комбинираат слаби класификатори со значително различни перформанси и кога се комбинираат повеќе класификатори. 

Методот на неспецифицираниот интеграл не се истакнува како особено добар но карактеристичен е по тоа што е најмалку зависна од „јачината“ на класификаторите. Модификација на комбинирањето со неспецифициран интеграл каде неспецифицираните густини се одредуваат одвоено за секоја класа и секој класификатор има предност над стандардниот метод само кога се комбинираат класификатори со слични перформанси каде е поверојатно да се случи некој од нив да е подобар за едни а другиот за други класи (на пример: 23, 14-23).
Комбинирањето на класификатори со шаблони за одлучување и според Dempster-Shafer теоријата, секоја во 27 варијации, зависат доста од применетите постапки за одредување на сличноста на актуелните излези од класификаторите со нивните просечни (очекувани) вредности за секоја од класите. Генерално, комбинирањето според Dempster-Shafer теоријата дава подобри резултати од шаблоните за одлучување кога се комбинираат појаки класификатори, додека при комбинирањето на слаби класификатори предноста е на страната на шаблоните за одлучување. Од аспект на применетите мерки за сличност од кои произлегуваат варијациите и кај шаблоните за одлучување и кај Dempster-Shafer методот, мерките базирани на неспецифицираните припадности може да се поделат на две групи: интегрални мерки (S1, S2, S3, I1, I2, I3) и локални (pointwise) мерки (S4, I4, I5, C) на припадност. Првите се засновани на кардиналноста, додека вторите мерат единствен степен на припадност и се поподложни на влијанието на грешките на индивидуалните класификатори. Од останатите мерки за сличност, кај Dempster-Shafer методот како најдобра при комбинирањето на слаби класификатори се истакнува Махаланобис растојанието со одвоени дисперзиони матрици за секоја класа, следено од Фрешетовото растојание. При комбинирањето на јаки класификатори предноста ја преземаат неспецифицираните мерки за сличност, пред сè S3, S4 и C. Агловото одвојување и Chord растојанието се подеднакво успешни и кај слабите и кај јаките класификатори. Кај шаблоните за одлучување, убедливо најдобри перформанси се добиваат со проширените шаблони при користењето на мерка за сличност изведена од растојанието на Махаланобис. Притоа варијантата која користи различни дисперзиони матрици за секоја класа има предност само кога се комбинираат слаби класификатори. Карактеристично за овој метод е што одлично се снаоѓа во комбинациите каде некој од класификаторите е послаб од останатите (види табела 4.7 и табела 4.9). При комбинирањето на слаби класификатори со шаблоните за одлучување меѓу мерките за сличност кои даваат подобри резултати се издвојуваат неспецифицираните мерки за сличност I1 и S2, χ2 и Manhatten растојанијата.
Тежинските методи за комбинирање ги постигнуваат најдобрите перформанси кога се комбинираат јаки класификатори. Тежинските комбинирања за кои тежините се одредени според Hooke-Jeeves алгоритамот за оптимизација, се речиси секогаш подобри од обопштениот комитет кој тежините ги одредува преку инверзијата на корелационата матрица. Модифицираниот обопштен комитет е во блага предност пред класичниот, додека кај оптимизираните верзии подобри резултати дава класичниот пристап со единствени тежини. Ова најверојатно се должи на комплексноста на оптимизацискиот проблем кој се јавува при одредувањето на тежините на модифицираниот обопштен комитет кој треба да оптимизира k пати повеќе тежини (каде k е бројот на класите) и поголемата веројатност да се заглави во локален минимум на многудимензионалната функција.
Како една од најдобрите методи за комбинирање се покажа и MLR методот на повеќекратна линеарна регресија. Особено се истакнува при комбинирањето на класификатори со различни перформанси и на поголем број класификатори.
Неколку од методите за комбинирање кои покажаа најдобри резултати, како проширените шаблони за одлучување со Махаланобис растојание, Dempster-Shafer методот со Махаланобис растојание и обопштен комитет почиваат на дисперзионите матрици на зависноста на излезите од класификаторите. Доколку оваа зависност се набљудува интегрално за сите случаи (кога на влезот на класификаторите се појавува примерок од која било класа) се добива единствена дисперзиона матрица. Ако пак зависноста се разгледува одделно за случаите кога на влезот на класификаторите се појавува примерок од одредена класа, се добиваат онолку дисперзни матрици колку што има различни класи во класификацискиот проблем (10 за препознавање на цифри). Графички приказ на овие матици е даден на слика 4.15 каде црната боја означува позитивна, а белата негативна корелираност, додека сивата означува слаба или отсуство на корелираност помеѓу соодветните излези. Примерот е за комбинацијата од сите четири класификатори обучени на сите примероци.
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заедничка
Слика 4.15. Графички приказ на дисперзните матрици за секоја од класите 0-9 одделно и заедничката матрица, за комбинацијата од сите класификатори обучени на сите примероци. Црната боја означува позитивна, а белата негативна корелираност, додека сивата означува слаба или отсуство на корелираност
Од слика 4.15 се гледа дека поголемите корелациони фактори се лоцирани во горната лева четвртина од дисперзионите матрици, што укажува на фактот дека првите два класификатори (FS1 и FS2) се меѓусебно значително покорелирани отколку останатите, што може да се види и од коефициентот на зависност на класификаторите во табелите.
Многу слично поведение има и комбинирањето на SVM класификатори со линеарен кернел. SVM класификаторите со линеарен кернел доста побргу се обучуваат, а и оптимизацијата на нивните параметри е побрза бидејќи има само еден слободен параметар (C) кој треба да се оптимизира. Сепак тие имаат послаби перформанси и во нашите експерименти и индивидуалните класификатори и комбинациите покажаа околу 3% пониски рати на препознавање. 
Забелешките за предноста на одредени методи за комбинирање генерално важат и при комбинирањето на SVM класификаторите со линеарен кернел, со тоа што зависноста од бројот на примероци со кој се обучени класификаторите е многу помалку изразена. Поизразена предност имаат проширените шаблони за одлучување, особено со примена на растојанието на Махаланобис, за сметка на обопштениот комитет кој дава послаби резултати. Помеѓу методите кои даваат подобри резултати во комбинирањето се истакнуваат и шаблоните за одлучување и комбинирањето според Dempster-Shafer теоријата кога го користат Фрешетовото, квадратното Chord и χ2 растојанието.

Слично е и поведението при комбинирањето на невронските мрежи. Невронските мрежи исто така релативно побргу се обучуваат, а се значително побрзи при одлучувањето од SVM класификаторите. Нивните перформанси се околу 2% послаби од оние кај SVM класификаторите со гаусов кернел, а и релативните придобивки од комбинирањето се нешто поголеми одколку кај SVM класификаторите со линеарен кернел. Забележително е што комбинирањето според методот на повеќекратна линеарна регресија е доста послабо рангирано, пред сè поради поинаквата распределба на вредностите на излезите од невронските мрежи.
Од ова може да се изведе заклучок дека SVM класификаторите со линеарен кернел не се особено погодни за користење во ансамбл за комбинирање. Во случаите каде е потребна што поголема точност по секоја цена, SVM класификаторите со гаусов кернел нудат многу подобри перформанси. Од друга страна пак, иако со нешто послаби перформанси, невронските мрежи побргу се обучуваат а при класификацијата се многу побрзи од SVM класификаторите.

4.7.2 Анализа на зависноста на перформансите на обучените методи за комбинирање на класификатори од бројот на примероци за нивна обука

Претходно наведените заклучоци беа изведени на основа на снимените перформанси при комбинирање на класификатори со различни распознавачки способности моделирани преку бројот на примероци употребени при нивната обука. Во сите експерименти за обука на обучените класификатори беа употребени сите примероци од hsf_6 партицијата. За да се испита влијанието на бројот на примероци употребени за обука на обучените методи на нивните перформанси спроведен беше и следниот експеримент: Комбинирањето на излезите од сите четири индивидуални класификатори беше изведено со обучените методи за комбинирање при што истите беа обучени употребувајќи по 1000, 2000, 5000, 10000, 30000 и сите примероци од hsf_6 партицијата и тоа за два случаи: кога индивидуалните класификатори се обучени со само 1000 примероци и кога истите се обучени со сите примероци од hsf_0 партицијата. Со ова сакавме да го испитаме влијанието на бројот на примероци употребени за обука на обучените методи во случај на комбинирање на слаби и во случај на комбинирање на јаки индивидуални класификатори. Резултатите од комбинирањето на класификаторите обучени на 1000 примероци, со обучените методи за комбинирање се дадени во табела 4.11. Резултатите пак од комбинирањето на класификаторите обучени на сите примероци се дадени во табела 4.12. Во првата колона се дадени кратенките на методите за комбинирање. Во наредните колони е дадена постигнатата точност при препознавањето на сите примероци од множеството за тестирање кога методот за комбинирање е обучен користејќи ги првите 1000, 2000, 5000, 10000, 30000 и сите примероци од множеството за валидација (hsf_6 партицијата) и неговиот ранг.
Табела 4.11: Резултати на комбинирање на сите четири класификатори обучени на 1000 примероци, со обучените методи за комбинирање кога истите се обучени користејќи ги првите 1000, 2000, 5000, 10000 и сите примероци од множеството за валидација
	 обук. 1000
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R

	bks
	80.6193
	67
	82.1829
	67
	85.5318
	67
	87.9412
	67
	90.3676
	59
	91.3208
	33

	bksv
	90.2261
	56
	90.4188
	57
	90.6217
	54
	91.0190
	48
	91.7607
	21
	92.1444
	7

	demp
	91.3720
	33
	91.2355
	29
	91.2833
	36
	91.3174
	40
	91.3259
	42
	91.3447
	32

	dempp1
	91.4964
	26
	91.1401
	34
	91.2969
	35
	91.4351
	34
	91.4674
	37
	91.1349
	41

	dempp2
	91.4248
	30
	91.0701
	37
	91.2202
	39
	91.3055
	41
	91.3924
	40
	90.9985
	45

	dempp3
	90.7615
	45
	90.5484
	48
	90.6370
	53
	90.7939
	53
	90.8621
	52
	90.3148
	56

	dempp4
	91.4419
	29
	91.0719
	36
	91.3242
	33
	91.3464
	39
	91.3003
	46
	90.9167
	47

	dempi1
	91.4913
	27
	91.1963
	30
	91.3072
	34
	91.4351
	34
	91.5544
	32
	91.3089
	35

	dempi2
	91.3259
	36
	91.0429
	38
	91.2049
	40
	91.2935
	42
	91.3020
	45
	90.7308
	51

	dempi3
	89.8544
	60
	89.8680
	60
	89.8834
	61
	90.1323
	60
	90.1477
	61
	88.0742
	66

	dempi4
	90.7769
	43
	90.4324
	54
	90.6746
	52
	90.7956
	52
	90.8587
	53
	90.2994
	57

	dempi5
	90.1988
	57
	89.9550
	58
	90.0726
	59
	90.2466
	59
	90.2721
	60
	89.7930
	62

	dempc
	90.8758
	41
	90.5927
	47
	90.7172
	50
	90.8229
	51
	90.8758
	51
	90.3455
	55

	dempmnk
	91.3890
	31
	91.0309
	40
	91.1861
	43
	91.2799
	44
	91.3259
	42
	91.0173
	44

	dempch
	91.3532
	35
	91.0088
	42
	91.1929
	42
	91.2270
	46
	91.1844
	48
	90.7752
	49

	dempcan
	91.1776
	37
	91.3140
	27
	91.4538
	29
	91.6328
	25
	91.6908
	26
	91.7062
	21

	dempas
	92.0660
	4
	91.9398
	5
	91.9909
	5
	92.0642
	9
	92.1120
	9
	92.1222
	8

	dempchi
	91.6397
	13
	91.2850
	28
	91.4163
	30
	91.5476
	30
	91.6056
	30
	91.2219
	39

	dempchi2
	91.6738
	11
	91.3464
	26
	91.5237
	25
	91.6328
	25
	91.7113
	25
	91.2407
	38

	dempbc
	91.4589
	28
	91.1605
	33
	91.2816
	37
	91.4214
	36
	91.4521
	38
	91.0736
	43

	demphl
	91.8119
	8
	91.4896
	16
	91.6380
	17
	91.7641
	15
	91.8733
	12
	91.4487
	30

	dempchr
	92.0455
	5
	91.9824
	4
	92.0336
	4
	92.1018
	6
	92.1512
	8
	92.1734
	6

	dempchr2
	91.8341
	7
	91.4896
	16
	91.6192
	19
	91.7658
	14
	91.8511
	15
	91.4692
	29

	dempjac
	91.3890
	31
	91.0378
	39
	91.1963
	41
	91.2867
	43
	91.3430
	41
	90.9337
	46

	dempper
	91.5408
	23
	91.1946
	31
	91.3344
	32
	91.4589
	33
	91.5476
	35
	91.1622
	40

	dempse
	90.5228
	52
	91.0974
	35
	91.6192
	19
	91.9517
	10
	91.9995
	10
	90.7445
	50

	dempfr
	90.7649
	44
	91.3720
	25
	91.8579
	6
	92.1001
	7
	92.2092
	7
	89.9601
	59

	dempm
	91.0736
	38
	90.9167
	45
	91.1469
	46
	91.1946
	47
	91.2441
	47
	91.2441
	37

	dempmc
	90.9849
	40
	91.5203
	15
	91.7624
	8
	92.1120
	5
	92.4172
	5
	92.3746
	5

	pprod
	90.6984
	46
	90.4631
	50
	90.5620
	57
	90.6916
	55
	90.7530
	54
	91.0753
	42

	bayes
	86.5924
	66
	88.5482
	66
	91.1145
	47
	91.6431
	23
	91.7710
	20
	91.7795
	17

	fi
	89.2081
	64
	88.9779
	65
	89.1774
	66
	89.2491
	66
	89.4059
	67
	90.6763
	52

	fic
	90.2721
	55
	90.4495
	53
	90.4751
	58
	90.4086
	58
	90.4000
	58
	90.5722
	54


Табела 4.11 (продолжува): 












	 обук. 1000
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R

	dtp1
	91.6073
	15
	91.5425
	11
	91.6601
	13
	91.7300
	17
	91.8119
	16
	91.8102
	13

	dtp2
	91.7590
	9
	91.6652
	7
	91.7556
	9
	91.8170
	12
	91.8733
	12
	91.8630
	11

	dtp3
	91.5885
	19
	91.6584
	9
	91.5885
	21
	91.6158
	27
	91.6652
	27
	91.6550
	23

	dtp4
	89.5440
	62
	89.5952
	62
	89.5816
	64
	89.6225
	64
	89.5662
	65
	89.5679
	64

	dti1
	91.8665
	6
	91.8358
	6
	91.8494
	7
	91.9091
	11
	91.9619
	11
	91.9671
	9

	dti2
	90.9951
	39
	90.9593
	44
	91.1605
	45
	91.2373
	45
	91.3208
	44
	91.3157
	34

	dti3
	90.5092
	53
	90.8775
	46
	90.7104
	51
	90.7189
	54
	90.6916
	57
	90.6763
	52

	dti4
	89.6412
	61
	89.4366
	64
	89.7879
	63
	89.9243
	61
	90.0300
	62
	89.6088
	63

	dti5
	89.8646
	59
	89.8629
	61
	89.8612
	62
	89.8612
	63
	89.8612
	64
	89.8612
	61

	dtc
	89.8697
	58
	89.9021
	59
	89.8851
	60
	89.8970
	62
	89.9038
	63
	89.9055
	60

	dte
	91.5544
	22
	91.4572
	20
	91.5374
	24
	91.5698
	29
	91.5851
	31
	91.6107
	25

	dtmnk
	91.7590
	9
	91.6652
	7
	91.7556
	9
	91.8170
	12
	91.8733
	12
	91.8630
	11

	dtch
	89.5440
	62
	89.5952
	62
	89.5816
	64
	89.6225
	64
	89.5662
	65
	89.5679
	64

	dtcan
	90.8604
	42
	91.0054
	43
	91.1793
	44
	91.3515
	38
	91.4095
	39
	91.3805
	31

	dtas
	91.5118
	24
	91.4095
	23
	91.4760
	27
	91.5050
	31
	91.5493
	33
	91.5476
	27

	dtchi
	91.6226
	14
	91.4794
	18
	91.5885
	21
	91.6772
	22
	91.7164
	24
	91.7266
	20

	dtchi2
	91.6482
	12
	91.5663
	10
	91.6346
	18
	91.7130
	21
	91.7198
	23
	91.7386
	19

	dtbc
	91.6073
	15
	91.5425
	11
	91.6601
	13
	91.7300
	17
	91.8119
	16
	91.8102
	13

	dthl
	91.5561
	21
	91.4146
	22
	91.5220
	26
	91.6005
	28
	91.6294
	29
	91.6090
	26

	dtchr
	91.5118
	24
	91.4095
	23
	91.4760
	27
	91.5050
	31
	91.5493
	33
	91.5476
	27

	dtchr2
	91.5578
	20
	91.4674
	19
	91.5612
	23
	91.6414
	24
	91.6601
	28
	91.6533
	24

	dtjac
	91.6073
	15
	91.5425
	11
	91.6601
	13
	91.7300
	17
	91.8119
	16
	91.8102
	13

	dtper
	91.6073
	15
	91.5425
	11
	91.6601
	13
	91.7300
	17
	91.8119
	16
	91.8102
	13

	dtse
	90.3557
	54
	91.0156
	41
	91.2799
	38
	91.7352
	16
	91.7471
	22
	91.7744
	18

	dtfr
	90.5467
	49
	91.1656
	32
	91.7556
	9
	92.0677
	8
	92.2126
	6
	83.6545
	67

	dtm
	93.1572
	2
	93.1692
	3
	93.3943
	2
	93.5409
	2
	93.8512
	2
	93.8325
	2

	dtmc
	88.1543
	65
	90.5109
	49
	91.6789
	12
	92.2893
	4
	93.2834
	4
	93.5256
	4

	epw
	91.3634
	34
	91.4197
	21
	91.4027
	31
	91.4078
	37
	91.4743
	36
	90.1767
	58

	gc
	90.5825
	47
	90.4512
	51
	90.5774
	55
	90.6677
	56
	90.7325
	55
	90.8706
	48

	mgc
	90.5279
	50
	90.4307
	55
	90.8127
	48
	90.9576
	49
	91.1401
	49
	91.6721
	22

	ogc
	90.5825
	47
	90.4512
	51
	90.5774
	55
	90.6677
	56
	90.7325
	55
	91.9159
	10

	omgc
	90.5279
	50
	90.4307
	55
	90.8127
	48
	90.9576
	49
	91.1401
	49
	91.2986
	36

	mlr
	93.1027
	3
	93.1965
	2
	93.3499
	3
	93.5170
	3
	93.8120
	3
	93.7711
	3

	svmcmb
	93.5443
	1
	93.7029
	1
	95.0466
	1
	95.1113
	1
	97.0109
	1
	97.4099
	1


Од табелата може да се види дека бројот на примероци со кои се обучуваат методите за комбинирање кај најголем број од нив не игра преголема улога кога се комбинираат слаби класификатори. Најдобар начин за комбинирање е повторно употребата на класификатор за комбинирање. Помеѓу методите кои постигнуваат добри резултати во комбинирањето на слаби класификатори независно од расположливите примероци за нивна обука се вбројуваат проширените шаблони за одлучување со Махаланобис растојание и повеќекратната линеарна регресија. Поевидентна зависност од бројот на примероци се забележува кај комбинирањето според Dempster-Shafer теоријата и кај проширените шаблони за одлучување кога кај истите се користи Махаланобис растојанието со одвоени корелациони матрици за секоја класа. Ова најверојатно се должи на одвоеноста на корелационите матрици за чија проценка со приближно иста прецизност како и единствената се потребни околу 10 пати повеќе примероци. Одредена зависност од бројот на примероци за обука на методите за комбинирање се забележува и кај Фрешетовото растојание, како и кај модифицираниот BKS метод.
Табела 4.12: Резултати на комбинирање на сите четири класификатори обучени на сите примероци, со обучените методи за комбинирање кога истите се обучени користејќи ги првите 1000, 2000, 5000, 10000 и сите примероци од множеството за валидација
	 обук.сите
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R

	bks
	90.9457
	67
	91.1639
	67
	92.7139
	67
	93.9177
	67
	95.1932
	65
	95.7150
	65

	bksv
	96.1685
	49
	96.0952
	54
	96.1890
	54
	96.1276
	54
	96.4431
	52
	96.5181
	46

	demp
	96.5556
	20
	96.6051
	15
	96.6016
	20
	96.6119
	22
	96.6016
	29
	96.6102
	38

	dempp1
	96.5317
	24
	96.5283
	24
	96.5846
	22
	96.6375
	14
	96.6272
	20
	96.7329
	22

	dempp2
	96.4550
	35
	96.4482
	35
	96.4925
	36
	96.5437
	33
	96.5897
	31
	96.7381
	20

	dempp3
	96.2691
	46
	96.3186
	47
	96.3561
	48
	96.4124
	47
	96.4618
	50
	96.7415
	18

	dempp4
	96.5454
	23
	96.5590
	22
	96.6102
	18
	96.6477
	11
	96.6750
	10
	96.8097
	10

	dempi1
	96.5215
	27
	96.5386
	23
	96.5744
	25
	96.6068
	24
	96.6392
	14
	96.7687
	14

	dempi2
	96.4686
	33
	96.3868
	44
	96.5010
	35
	96.5079
	37
	96.5539
	36
	96.6375
	30

	dempi3
	96.1310
	50
	96.1890
	50
	96.2350
	52
	96.3169
	49
	96.3595
	54
	96.6511
	29

	dempi4
	96.3800
	44
	96.3868
	44
	96.4499
	44
	96.4908
	38
	96.5113
	42
	96.6136
	37

	dempi5
	96.1805
	48
	96.2333
	48
	96.2981
	51
	96.3118
	50
	96.3732
	53
	96.5931
	41

	dempc
	96.4175
	42
	96.4107
	43
	96.4618
	43
	96.5198
	36
	96.5334
	38
	96.7312
	23

	dempmnk
	96.4482
	36
	96.4328
	41
	96.4908
	37
	96.5249
	34
	96.5744
	32
	96.7227
	24

	dempch
	96.4789
	32
	96.5130
	29
	96.5386
	31
	96.5846
	28
	96.5931
	30
	96.7585
	15

	dempcan
	94.1190
	63
	94.2775
	65
	94.4651
	66
	94.6305
	66
	94.7481
	67
	94.7720
	67

	dempas
	96.9069
	2
	96.9086
	2
	96.8898
	2
	96.9205
	3
	96.9461
	3
	96.9427
	5

	dempchi
	96.6051
	11
	96.5948
	16
	96.6272
	14
	96.6460
	12
	96.6716
	11
	96.7466
	16

	dempchi2
	96.5880
	16
	96.5692
	21
	96.6323
	11
	96.6409
	13
	96.6630
	12
	96.7858
	13

	dempbc
	96.5300
	25
	96.5045
	30
	96.5692
	26
	96.5999
	25
	96.6136
	25
	96.7210
	25

	demphl
	96.6954
	5
	96.6630
	7
	96.6852
	8
	96.7040
	6
	96.7278
	7
	96.7892
	12

	dempchr
	96.9120
	1
	96.8779
	3
	96.8813
	4
	96.9035
	4
	96.9256
	4
	96.9273
	7

	dempchr2
	96.6562
	6
	96.6596
	8
	96.6664
	9
	96.6937
	7
	96.7381
	6
	96.7960
	11

	dempjac
	96.5266
	26
	96.4874
	32
	96.5266
	33
	96.5488
	32
	96.5607
	34
	96.7074
	26

	dempper
	96.5573
	19
	96.5147
	28
	96.5624
	28
	96.6289
	18
	96.6357
	15
	96.7398
	19

	dempse
	95.6075
	58
	96.2078
	49
	96.3732
	47
	96.3885
	48
	96.5624
	33
	96.5539
	42

	dempfr
	95.4933
	59
	96.0901
	55
	96.3408
	49
	96.2828
	51
	96.5403
	37
	96.4874
	48

	dempm
	96.5812
	17
	96.4806
	33
	96.6016
	20
	96.6102
	23
	96.6119
	26
	96.6187
	36

	dempmc
	95.1727
	61
	95.8309
	59
	95.9349
	57
	96.0065
	58
	96.2436
	55
	96.2419
	56

	pprod
	96.3527
	45
	96.3663
	46
	96.4004
	46
	96.4601
	45
	96.4908
	44
	96.7346
	21

	bayes
	92.1649
	66
	93.1385
	66
	94.8743
	64
	96.0475
	57
	96.5607
	34
	96.6630
	28

	fi
	95.6570
	57
	95.7661
	60
	95.8991
	58
	95.9554
	60
	96.0321
	60
	96.5454
	43

	fic
	96.5113
	28
	96.5181
	27
	96.5641
	27
	96.5675
	29
	96.5300
	39
	96.5300
	44


Табела 4.12 (продолжува): 











	 обук.сите
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R

	dtp1
	96.4294
	38
	96.4345
	37
	96.4721
	39
	96.4686
	40
	96.4652
	46
	96.4755
	49

	dtp2
	96.5471
	21
	96.5710
	19
	96.5778
	23
	96.5897
	26
	96.6068
	27
	96.6051
	39

	dtp3
	96.6033
	13
	96.6085
	14
	96.6238
	15
	96.6323
	15
	96.6340
	16
	96.6340
	31

	dtp4
	95.8139
	54
	95.8411
	57
	95.8411
	60
	95.8497
	62
	95.8480
	63
	95.8514
	63

	dti1
	96.5795
	18
	96.5897
	18
	96.6153
	17
	96.6153
	21
	96.6323
	17
	96.6340
	31

	dti2
	96.1140
	52
	96.1600
	51
	96.1992
	53
	96.2163
	53
	96.2060
	56
	96.2026
	57

	dti3
	96.6323
	8
	96.6272
	10
	96.6187
	16
	96.6238
	19
	96.6153
	24
	96.6238
	35

	dti4
	95.6877
	56
	95.7440
	61
	95.8838
	59
	95.9605
	59
	96.0048
	61
	96.1702
	58

	dti5
	96.1106
	53
	96.1106
	53
	96.1106
	56
	96.1106
	56
	96.1106
	59
	96.1106
	61

	dtc
	96.1259
	51
	96.1191
	52
	96.1208
	55
	96.1191
	55
	96.1225
	58
	96.1191
	60

	dte
	96.6426
	7
	96.6477
	9
	96.6494
	10
	96.6528
	10
	96.6545
	13
	96.6647
	27

	dtmnk
	96.5471
	21
	96.5710
	19
	96.5778
	23
	96.5897
	26
	96.6068
	27
	96.6051
	39

	dtch
	95.8139
	54
	95.8411
	57
	95.8411
	60
	95.8497
	62
	95.8480
	63
	95.8514
	63

	dtcan
	94.3321
	62
	94.4770
	64
	94.6339
	65
	94.8027
	65
	94.8709
	66
	94.8726
	66

	dtas
	96.6136
	9
	96.6272
	10
	96.6289
	12
	96.6306
	16
	96.6272
	20
	96.6323
	33

	dtchi
	96.4669
	34
	96.4721
	34
	96.5113
	34
	96.4891
	39
	96.5045
	43
	96.4976
	47

	dtchi2
	96.4840
	29
	96.5010
	31
	96.5317
	32
	96.5215
	35
	96.5283
	40
	96.5198
	45

	dtbc
	96.4294
	38
	96.4345
	37
	96.4721
	39
	96.4686
	40
	96.4652
	46
	96.4755
	49

	dthl
	96.4107
	43
	96.4243
	42
	96.4431
	45
	96.4379
	46
	96.4448
	51
	96.4482
	55

	dtchr
	96.6136
	9
	96.6272
	10
	96.6289
	12
	96.6306
	16
	96.6272
	20
	96.6323
	33

	dtchr2
	96.4345
	37
	96.4431
	36
	96.4789
	38
	96.4669
	44
	96.4738
	45
	96.4755
	49

	dtjac
	96.4294
	38
	96.4345
	37
	96.4721
	39
	96.4686
	40
	96.4652
	46
	96.4755
	49

	dtper
	96.4294
	38
	96.4345
	37
	96.4721
	39
	96.4686
	40
	96.4652
	46
	96.4755
	49

	dtse
	94.0507
	64
	95.1284
	62
	95.6672
	62
	95.9332
	61
	96.1515
	57
	96.1600
	59

	dtfr
	95.2955
	60
	96.0202
	56
	96.3305
	50
	96.2180
	52
	96.5147
	41
	96.4755
	49

	dtm
	96.7500
	4
	96.7773
	4
	96.8131
	5
	96.8557
	5
	96.9052
	5
	96.9324
	6

	dtmc
	92.5212
	65
	94.6970
	63
	94.9528
	63
	95.2443
	64
	95.8940
	62
	95.9571
	62

	epw
	96.6051
	11
	96.6136
	13
	96.6085
	19
	96.6187
	20
	96.6272
	20
	96.7432
	17

	gc
	96.4823
	30
	96.5283
	24
	96.5488
	29
	96.5641
	30
	96.6289
	18
	96.8557
	9

	mgc
	96.5965
	14
	96.6681
	5
	96.6869
	6
	96.6596
	8
	96.7210
	8
	96.9069
	8

	ogc
	96.4823
	30
	96.5283
	24
	96.5488
	29
	96.5641
	30
	96.6289
	18
	97.0433
	2

	omgc
	96.5965
	14
	96.6681
	5
	96.6869
	6
	96.6596
	8
	96.7210
	8
	97.0058
	3

	mlr
	96.8966
	3
	96.9324
	1
	96.9461
	1
	96.9904
	2
	97.0058
	2
	96.9461
	4

	svmcmb
	96.2180
	47
	96.5931
	17
	96.8847
	3
	97.0808
	1
	97.7032
	1
	97.8225
	1


При комбинирањето на јаки класификатори диверзитетот на нивните одлуки е многу помал, па станува сè потешко обучените методи за комбинирање да ги уочат нивните зависности и ефикасно да се прилагодат со цел да постигнат што подобри резултати. Во ваквиот случај, комбинирањето со употреба на класификатор го губи приматот кога има ограничен број на примероци за негова обука. Кога бројот на примероци е поголем (>10000 во нашите експерименти) комбинирањето со употреба на класификатор ги дава повторно најдобрите резултати. При комбинирањето на јаки класификатори, комбинирањето според Dempster-Shafer теоријата со употреба на Chord растојание и аглово одвојување, како и проширените шаблони за одлучување со Махаланобис растојание и повеќекратната линеарна регресија се меѓу најдобрите методи независно од бројот примероци за нивна обука. Методите кај кои е најмногу изразена зависноста од бројот на примероци за нивна обука се комбинирањата базирани на обопштен комитет.
4.7.3 Комплексност на методите за комбинирање

Пресметковната комплексност на различните методи за комбинирање на класификатори, може да се разгледува од два аспекта: комплексност на обуката на методите за комбинирање и комплексност при нивната примена, односно при самото комбинирање. Комплексноста на обуката пред сè зависи од бројот и квалитетот на расположивите примероци за обука. Најкомплексно за конструкција е комбинирањето со помош на класификатор. Доста комплексно е и одредувањето на тежинските фактори со Hooke-Jeeves оптимизацијата. Следни по комплексност се методите кои вклучуваат матрични операции вклучувајќи и инверзија на релативно големи матрици чии димензии зависат од бројот на класификаторите и бројот на класите. Во оваа група спаѓаат повеќекратната линеарната регресија, како и методите кои вклучуваат одредување на дисперзиона односно корелациона матрица на грешки и нивна инверзија, како обопштениот комитет, и методите кои користат растојание на Махаланобис. Помала комплексност имаат методите кои вклучуваат одредување на конфузиона матрица (Баес, Dempster-Shafer и неспецифицираниот интеграл). 
Комплексноста на методите при нивната примена не зависи директно од комплексноста при нивната обука. Комплексноста на комбинирањето со помош на класификатор зависи од карактеристиките на применетиот класификатор. Така на пример, ако како класификатор се употреби невронска мрежа, комплексноста е незначителна и споредлива со некои од другите методи. Примената на SVM класификатор е многу покомплексна. Сите методи базирани на обопштен комитет имаат иста комплексност при нивната употреба независно на кој начин се одредени тежините и се релативно едноставни. Освен неспецифицираниот интеграл кој е покомплексен, бидејќи вклучува подредување на поддршките во зависност од неспецифицираните густини за секој примерок кој е препознава поодделно, останатите методи имаат слична комплексност. Единствено оние методи кои вклучуваат одредување на растојанието на Махаланобис се нешто покомплексни, поради множењето со инверзната дисперзиона матрица. BKS методот е посебен случај и тој не е особено пресметковно комплексен, но може да биде значително мемориски комплексен и при обуката и при користењето.
Од друг аспект методите за комбинирање можат да се разгледуваат како статички и динамички. Кај статичките методи, со истите излези од индивидуалните класификатори се преземаат секогаш исти операции со однапред одредени коефициенти, сè до максимум селекторот каде што конечно се одредува класата на примерокот. Динамичките методи вклучуваат дополнително прередување и оперирање со различни коефициенти кои се одредуваат за секој примерок одделно (тежинско комбинирање со динамичко одредување на тежините и неспецифициран интеграл). Од овој аспект, статичките методи се многу поедноставни за хардверска имплементација. 
4.7.4 Обучени или фиксни методи за комбинирање

Од изложените резултати може да се заклучи дека предноста на обучените методи за комбинирање на класификатори пред фиксните методи е неспорна. Сепак може да се издвојат специјални случаи во кои примената на фиксен метод за комбинирање на класификатори е посоодветна. Примероците за обука на методот за класификација се доста важни за перформансите на комбинацијата и тоа пред сè со својот квалитет. Примероците кои биле употребени за обука на индивидуалните класификатори не можат да се искористат и за обука на методот за комбинирање на ваквите класификатори. За овие примероци сите класификатори оптимално ќе одлучуваат и поради ваквото нивно однесување нема да може да се согледаат нивните индивидуални предности и слабости и нивните меѓузависности кои обучените методи се обидуваат да ги искористат при нивното комбинирање. Затоа, доколку не се располага со дополнителни примероци за обука на комбинаторот подобро е да се користи фиксен метод за комбинирање отколку лошо обучен метод. 
Перформансите на фиксните методи за комбинирање директно зависат од перформансите на индивидуалните класификатори и од нивниот број. Колку што се побројни индивидуалните класификатори и колку што се нивните перформанси подобри и меѓусебно слични по вредност, толку се подобри и резултатите од фиксните комбинирања. Кај обучените методи овие зависности не се толку изразени. 
Кај обучените методи за комбинирање со зголемувањето на бројот на индивидуалните класификатори кои се комбинираат, се зголемува и бројот на независни примероци потребни за нивна успешна обука. Затоа од практични причини бројот на индивидуалните класификатори кај обучените методи за комбинирање обично е релативно помал. Исто така, сè додека располагаме со доволно примероци за обука на комбинаторот, перформансите на индивидуалните класификатори се од многу помало значење. Резултатите при употребата на методите за комбинирање кои екстензивно ги користат меѓузависностите на класификаторите (како комбинирањето со класификатор, Махаланобис растојанието кај шаблоните за одлучување и повеќекратната линеарна регресија) се многу помалку зависни од перформансите на индивидуалните класификатори за разлика од фиксните методи каде оваа зависност е скоро линеарна (слика 4.16). 
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Слика 4.16. Зависност на перформансите на комбинацијата од просечните перформанси на индивидуалните класификатори
На слика 4.16 е дадена зависноста на резултатите добиени при комбинирање на четирите класификатори со некои од најдобрите фиксни и обучени методи во однос на просечните перформанси на индивидуалните класификатори кои се комбинираат. Од сликата се гледа дека комбинирањето со помош на класификатор скоро воопшто не зависи од перформансите на индивидуалните класификатори. Кај другите обучени методи оваа зависност е помалку изразена, додека кај фиксните методи таа е скоро линеарна.
4.7.5 Комбинирање на еден‑против‑еден класификаторите

Комбинирањето на еден‑против‑еден класификаторите може да се изведе во основа на три различни начини (поглавје 3.23), при што првиот начин е еквивалентен на комбинирањето на еден‑против‑сите класификаторите по обединувањето на одлуките од сите еден‑против‑еден класификатори за истото множество на обележја. Перформансите на индивидуалните SVM класификатори во еден‑против‑еден шемата се слични на SVM класификаторите во еден‑против‑сите шемата за истото множество на обележја но скоро секогаш малку послаби од нив. 
Комбинирањето на еден‑против‑еден класификаторите со методите на: шаблони за одлучување, Dempster-Shafer, Bayes, обопштен комитет, повеќекратната линеарна регресија и комбинирање со помош на класификатор, беа изведени со интегрално комбинирање на сите двокласни класификатори (третиот начин за комбинирање). Останатите методи за комбинирање беа спроведени индивидуално над L‑торките соодветни двокласни класификатори, а потоа беа изведени поддршките за секоја од класите според Max Wins стратегијата. Во табела 4.13 се прикажани резултатите на комбинирањето на еден‑против‑еден SVM класификаторите за сите четири множества обележја. Од табелата се гледа дека слично како и при комбинирањето на еден‑против‑сите класификаторите убедливо најдобри резултати се добиваат при комбинирањето со класификатор. Од останатите методи за комбинирање како поефикасни повторно се издвојуваат шаблоните за одлучување со Махаланобис растојание, повеќекратната линеарна регресија и обопштениот комитет. За разлика од комбинирањето на еден‑против‑сите класификатори, при комбинирањето на еден‑против‑еден класификаторите доста повисоко е рангиран методот за баесово комбинирање. Во споредба со перформансите на комбинирање на еквивалентно обучените еден‑против‑сите класификатори, резултатите при комбинирањето на еден‑против‑еден класификаторите со фиксните методи за комбинирање се околу 0.5% послаби. Перформансите на еден‑против‑еден класификаторите комбинирани со обучените методи за комбинирање се подобри од истите на еден‑против‑сите класификаторите кога се комбинираат „слаби“ индивидуални класификатори (обучени со помалку од 10000 примероци). Кога се комбинираат „јаки“ класификатори, предноста е повторно на страната на комбинирањето на еден‑против‑сите класификаторите за околу 0.5%. Некои од неспецифицираните мерки на сличност кои се користат кај шаблоните за одлучување и кај Dempster‑Sharef комбинирањето даваат доста лоши резултати најмногу поради нивната неможност да се прилагодат на диверзитетот на одлуките на некои од класификаторите при препознавањето на примероци од класи за кои не биле обучувани, односно се некомпетентни за таа класа.
Табела 4.13: Резултати на комбинирањето на еден‑против‑еден SVM класификаторите за сите четири множества обележја.
	1 vs 1
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R
	без опт.
	R

	FS1
	83.7926
	 
	85.4909
	 
	87.4331
	 
	89.3974
	 
	91.7283
	 
	92.6235
	 
	92.4274
	 

	FS2
	87.5183
	 
	90.0471
	 
	91.6840
	 
	93.0345
	 
	94.6527
	 
	95.0977
	 
	94.8573
	 

	FS3
	86.4731
	 
	89.3207
	 
	90.3421
	 
	92.4155
	 
	94.5810
	 
	95.0585
	 
	94.8453
	 

	FS4
	89.5168
	 
	91.6005
	 
	92.2586
	 
	94.1172
	 
	95.5803
	 
	95.9452
	 
	94.1241
	 

	vote
	90.8059
	16
	92.4411
	15
	93.3141
	17
	94.8283
	10
	95.9741
	13
	96.3919
	9
	95.8872
	10

	borda
	90.5740
	18
	92.2245
	18
	93.2067
	18
	94.7430
	15
	95.9366
	14
	96.2981
	13
	95.7798
	12

	bks
	91.0923
	11
	92.2996
	17
	92.9953
	19
	94.0542
	19
	95.2767
	23
	95.3995
	25
	95.0875
	22

	bksv
	91.8477
	7
	93.1692
	6
	93.8768
	6
	94.9511
	8
	96.0611
	11
	96.3408
	11
	95.9264
	7

	avg
	91.0514
	13
	92.6730
	12
	93.5545
	10
	94.7737
	13
	96.1430
	7
	96.4516
	8
	95.9707
	6

	prod
	91.0701
	12
	92.7156
	11
	93.4846
	13
	94.6322
	16
	96.0765
	10
	96.3254
	12
	95.9264
	7

	harm
	89.7316
	25
	91.5527
	24
	92.0353
	27
	93.8052
	23
	95.3688
	21
	95.8394
	17
	95.2188
	21

	cprod
	90.9371
	14
	92.5946
	14
	93.5528
	11
	94.7635
	14
	96.1003
	9
	96.3868
	10
	95.9025
	9

	maxmax
	86.0587
	59
	87.6803
	59
	88.9660
	59
	90.6183
	61
	92.3422
	60
	92.7787
	61
	92.1990
	61

	minmax
	85.2948
	61
	87.3478
	60
	88.7290
	60
	90.7769
	59
	92.8486
	58
	93.4727
	57
	92.9918
	55

	med
	90.6848
	17
	92.6201
	13
	93.4352
	15
	94.7976
	12
	96.1106
	8
	96.4533
	7
	96.1583
	4

	davg
	90.9116
	15
	92.3456
	16
	93.4079
	16
	94.5197
	17
	95.9844
	12
	96.2777
	14
	95.6979
	14

	demp
	89.2576
	33
	90.5893
	34
	91.8392
	29
	93.4488
	28
	94.6305
	28
	95.0721
	28
	94.5180
	28

	dempp1
	88.6574
	45
	90.0931
	48
	90.9406
	49
	92.5536
	48
	93.4863
	50
	94.0712
	50
	93.5648
	49

	dempp2
	88.6403
	47
	90.2244
	45
	91.1776
	41
	92.9356
	40
	93.9450
	41
	94.5418
	42
	93.9638
	39

	dempp3
	87.9855
	58
	89.0018
	58
	90.0982
	57
	91.9381
	55
	92.2211
	61
	93.1760
	59
	92.6269
	58

	dempp4
	90.0522
	23
	91.6243
	23
	92.3831
	23
	93.3448
	29
	95.1659
	24
	95.3245
	26
	95.5666
	17

	dempi1
	77.3403
	68
	79.9202
	66
	81.5282
	66
	83.0508
	65
	87.1858
	62
	87.9497
	62
	86.0110
	63

	dempi2
	74.0784
	69
	75.2907
	70
	76.0683
	69
	76.8697
	69
	79.6133
	68
	80.6057
	69
	78.1417
	69

	dempi3
	45.8497
	73
	49.0605
	73
	53.0300
	73
	58.0909
	73
	61.1875
	73
	61.1841
	73
	56.3551
	74

	dempi4
	82.4455
	63
	83.3322
	63
	84.2513
	62
	84.8771
	62
	85.0936
	65
	87.5473
	63
	87.3973
	62

	dempi5
	77.6984
	67
	79.2842
	68
	76.9822
	68
	79.0045
	68
	77.3045
	70
	81.4958
	68
	76.8629
	70

	dempc
	70.7926
	71
	75.9626
	69
	68.3798
	71
	71.2836
	71
	75.9233
	71
	72.4755
	71
	84.8447
	67

	dempmnk
	88.5943
	53
	90.3011
	39
	91.0548
	45
	92.8964
	41
	93.9229
	42
	94.6015
	37
	94.2605
	29

	dempch
	90.0846
	22
	91.6772
	22
	92.5536
	22
	93.6176
	25
	95.3091
	22
	95.5257
	24
	95.6809
	15

	dempcan
	88.1134
	55
	89.8271
	54
	89.9874
	58
	91.9091
	56
	92.9475
	57
	93.6142
	55
	92.8179
	56

	dempas
	89.5014
	29
	91.0599
	30
	91.6891
	31
	93.0856
	32
	94.3048
	31
	94.6578
	33
	94.1718
	31

	dempchi
	88.5960
	52
	89.5168
	56
	91.0599
	44
	92.2996
	53
	93.4676
	52
	93.7097
	54
	92.2825
	60

	dempchi2
	88.9319
	37
	90.3011
	39
	91.3310
	37
	93.0549
	36
	94.1940
	36
	94.7243
	31
	93.9604
	40

	dempbc
	88.6625
	44
	89.9618
	51
	91.0002
	47
	92.4615
	52
	93.4079
	54
	93.9297
	53
	92.9936
	54

	demphl
	88.8023
	40
	89.9209
	52
	91.1401
	43
	92.6082
	44
	93.8291
	45
	94.2366
	45
	93.4642
	51

	dempchr
	89.4741
	32
	91.0684
	29
	91.7096
	30
	93.0771
	33
	94.3133
	30
	94.6731
	32
	94.2059
	30

	dempchr2
	89.0410
	36
	90.4785
	37
	91.3822
	36
	93.0993
	31
	94.2451
	34
	94.7976
	30
	94.1036
	35

	dempjac
	88.6488
	46
	90.0454
	50
	91.0019
	46
	92.5298
	49
	93.4505
	53
	93.9979
	52
	93.2613
	53

	dempper
	88.6710
	41
	90.0880
	49
	90.9678
	48
	92.5775
	45
	93.4778
	51
	94.0354
	51
	93.5153
	50

	dempse
	89.5747
	28
	91.1367
	27
	92.0898
	26
	93.7984
	24
	94.9954
	26
	95.6775
	22
	94.9221
	23

	dempm
	92.4991
	6
	93.0805
	7
	93.7694
	8
	94.4736
	18
	95.5359
	17
	95.6092
	23
	95.2870
	20

	dempmc
	93.4880
	5
	93.9024
	5
	94.2571
	5
	94.8147
	11
	95.5035
	18
	95.8463
	16
	95.7900
	11


Табела 4.13 (продолжува): 

	1 vs 1
	1000
	R
	2000
	R
	5000
	R
	10000
	R
	30000
	R
	сите
	R
	без опт.
	R

	FS1
	83.7926
	 
	85.4909
	 
	87.4331
	 
	89.3974
	 
	91.7283
	 
	92.6235
	 
	92.4274
	 

	FS2
	87.5183
	 
	90.0471
	 
	91.6840
	 
	93.0345
	 
	94.6527
	 
	95.0977
	 
	94.8573
	 

	FS3
	86.4731
	 
	89.3207
	 
	90.3421
	 
	92.4155
	 
	94.5810
	 
	95.0585
	 
	94.8453
	 

	FS4
	89.5168
	 
	91.6005
	 
	92.2586
	 
	94.1172
	 
	95.5803
	 
	95.9452
	 
	94.1241
	 

	pprod
	88.2243
	54
	89.6685
	55
	90.5825
	54
	92.2672
	54
	93.9672
	38
	94.5435
	41
	94.1616
	32

	bayes
	91.3072
	10
	92.8930
	8
	93.5136
	12
	94.9016
	9
	96.1532
	6
	96.4942
	6
	96.1191
	5

	fi
	84.1183
	62
	86.8704
	61
	88.5670
	61
	90.6967
	60
	93.0055
	55
	93.4522
	58
	92.4070
	59

	dtp1
	88.6164
	50
	90.1153
	46
	90.9252
	50
	92.5570
	46
	93.5051
	46
	94.1292
	46
	93.6841
	43

	dtp2
	88.6642
	42
	90.2534
	43
	91.1827
	39
	92.9526
	38
	93.9621
	39
	94.5725
	39
	94.0576
	36

	dtp3
	87.9992
	57
	89.1672
	57
	90.1050
	56
	91.7198
	58
	92.4684
	59
	93.1641
	60
	93.2868
	52

	dtp4
	90.3369
	20
	91.8852
	20
	92.6065
	20
	93.9467
	20
	95.3910
	19
	95.7849
	19
	94.8044
	24

	dti1
	80.3363
	65
	81.9783
	65
	82.5461
	64
	83.3612
	64
	86.5924
	63
	87.1671
	64
	85.6137
	65

	dti2
	73.2019
	70
	74.1039
	71
	74.3717
	70
	74.6087
	70
	77.4205
	69
	77.6609
	70
	74.6121
	71

	dti3
	67.5101
	72
	66.2688
	72
	60.8243
	72
	65.9687
	72
	66.0795
	72
	63.8850
	72
	62.3691
	73

	dti4
	80.8614
	64
	82.1915
	64
	84.2359
	63
	82.7848
	66
	84.4934
	66
	85.9718
	65
	85.0305
	66

	dti5
	79.7838
	66
	79.3626
	67
	77.8433
	67
	82.0209
	67
	82.8786
	67
	83.4413
	67
	79.3797
	68

	dtc
	31.6782
	74
	39.8595
	74
	49.3606
	74
	44.8010
	74
	56.1317
	74
	57.4327
	74
	72.4789
	72

	dte
	89.5884
	27
	91.2151
	26
	91.9500
	28
	93.5290
	27
	94.6169
	29
	95.0534
	29
	94.6510
	26

	dtmnk
	88.6642
	42
	90.2534
	43
	91.1827
	39
	92.9526
	38
	93.9621
	39
	94.5725
	39
	94.0576
	36

	dtch
	90.3369
	20
	91.8852
	20
	92.6065
	20
	93.9467
	20
	95.3910
	19
	95.7849
	19
	94.8044
	24

	dtcan
	88.0930
	56
	89.8987
	53
	90.3165
	55
	91.8989
	57
	92.9646
	56
	93.5682
	56
	92.6440
	57

	dtas
	89.4946
	30
	90.9934
	31
	91.6465
	32
	93.0669
	34
	94.2502
	32
	94.6100
	35
	94.1548
	33

	dtchi
	88.8807
	39
	90.5126
	36
	91.1605
	42
	92.6338
	43
	93.8802
	44
	94.2571
	44
	93.6466
	45

	dtchi2
	89.0530
	35
	90.3915
	38
	91.4453
	35
	93.0294
	37
	94.1394
	37
	94.5981
	38
	93.8120
	42

	dtbc
	88.6164
	50
	90.1153
	46
	90.9252
	50
	92.5570
	46
	93.5051
	46
	94.1292
	46
	93.6841
	43

	dthl
	88.9080
	38
	90.5262
	35
	91.1963
	38
	92.6832
	42
	93.8956
	43
	94.2809
	43
	93.6296
	46

	dtchr
	89.4946
	30
	90.9934
	31
	91.6465
	32
	93.0669
	34
	94.2502
	32
	94.6100
	35
	94.1548
	33

	dtchr2
	89.1877
	34
	90.9030
	33
	91.5169
	34
	93.1180
	30
	94.2127
	35
	94.6117
	34
	94.0098
	38

	dtjac
	88.6318
	48
	90.2670
	41
	90.8894
	52
	92.4939
	50
	93.5051
	46
	94.0746
	48
	93.5835
	47

	dtper
	88.6318
	48
	90.2670
	41
	90.8894
	52
	92.4939
	50
	93.5051
	46
	94.0746
	48
	93.5835
	47

	dtse
	89.6412
	26
	91.2697
	25
	92.1853
	25
	93.8564
	22
	95.1267
	25
	95.7354
	21
	94.6493
	27

	dtm
	95.4524
	2
	95.4728
	2
	95.6246
	2
	96.1805
	3
	96.5573
	2
	96.7602
	2
	96.5573
	2

	dtmc
	94.3065
	4
	94.4668
	4
	94.6254
	4
	95.1011
	5
	95.5479
	16
	95.8036
	18
	95.3381
	19

	epw
	89.9891
	24
	91.1196
	28
	92.2041
	24
	93.5904
	26
	94.6731
	27
	95.2750
	27
	93.8359
	41

	gc
	91.6652
	8
	92.7480
	10
	93.4369
	14
	94.9579
	7
	95.8258
	15
	96.1805
	15
	95.7610
	13

	mgc
	85.5659
	60
	85.3750
	62
	81.8470
	65
	84.1677
	63
	85.6785
	64
	85.7876
	66
	85.8507
	64

	ogc
	91.6022
	9
	92.8930
	8
	93.7762
	7
	95.1898
	4
	96.2726
	5
	96.7568
	3
	95.5240
	18

	omgc
	90.3779
	19
	92.0063
	19
	93.7660
	9
	95.0960
	6
	96.3186
	4
	96.6085
	5
	95.6127
	16

	mlr
	95.3842
	3
	95.4183
	3
	95.6127
	3
	96.1873
	2
	96.5505
	3
	96.7176
	4
	96.5027
	3

	svmcmb
	97.4150
	1
	97.4388
	1
	97.4337
	1
	97.4729
	1
	97.6639
	1
	97.6349
	1
	97.2666
	1

	joinedin
	90.9644
	 
	92.4257
	 
	94.2264
	 
	95.7917
	 
	97.0126
	 
	97.2002
	 
	96.8608
	 

	oracle
	95.8394
	 
	96.6681
	 
	97.0586
	 
	97.8362
	 
	98.3443
	 
	98.5915
	 
	98.4108
	 

	cdc
	0.6583
	 
	0.6112
	 
	0.6975
	 
	0.6937
	 
	0.825
	 
	0.8221
	 
	0.7672
	 


Обучените методи претставуваат интегрално комбинирање и тие при одредувањето на припадноста на примерок кон одредена класа ги земаат предвид излезите од сите класификатори (и компетентните и некомпетентните за таа класа). Предностите на одделните обучени методи за комбинирање се огледа во нивните можности да ги игнорираат информациите од некомпетентните класификатори кои примероците од класите за кои не се компетентни приближно подеднакво често ги препознаваат како секоја од обете свои класи, искористувајќи ги притоа информациите од оние класификатори кои примероците од дадената класа многу почесто ги препознаваат како една од своите класи. 

Во табела 4.14 се прикажани резултатите на препознавањето на примероците од hsf_6 партицијата од страна на сите 45 еден‑против‑еден класификатори користејќи ги FS1 обележјата. Во првите две колони се прикажани класите за кои е обучуван секој од двокласните класификатори. Секој од класификаторите е обучен да ги распознава примероците од првата класа како позитивни примери ‘+’ и примероците од втората класа како негативни примери ‘–’. Во следните колони е прикажан бројот на примероци од секоја класа (цифра) препознаени како позитивни односно негативни примери од страна на класификаторот. Здебелено се прикажани резултатите од препознавањето на примероците од класите за кои класификаторот е компетентен. 
Од резултатите може да се види дека двокласните класификатори при препознавањето на примероци од некои од класите за кои не се компетентни приближно подеднаков број од примероците препознаваат како позитивни и негативни примери. Она што е поинтересно е што се јавуваат голем број случаи во кои примероците од некоја од класите за кои класификаторот не е компетентен скоро исклучиво се препознаваат како позитивни или како негативни примери. Така на пример, бинарниот класификатор 0:9 обучен само на примероците за цифрите ‘0’ и ‘9’, цифрите ‘8’ приближно подеднакво често ги препознава и како ‘0’ и како ‘9’. Од друга страна пак, истиот класификатор цифрите ‘6’ скоро исклучиво ги препознава како ‘0’ (види табела 4.14). Слично однесување за други класи имаат и голем број од другите класификатори. Токму ваквото однесување на класификаторите може да се искористи при нивното комбинирање, при што поддршката за секоја од класите се одредува со интегрално комбинирање на сите двокласни класификатори, а не само на компетентните за таа класа. 
Комбинирањето на еден‑против‑еден класификаторите е доста покомплексно и побавно, особено кај обучените методи. Исто така, за обука на обучените методи поради нивната димензионалност (бројот на излези кои се комбинираат) е потребен голем број на примероци. Не е занемарливо ниту времето потребно за обука на методите за комбинирање, особено на оние кои користат матрица на расејување, коваријансна матрица на грешка или модел на регресија, бидејќи димензиите на овие матрици сега се многу поголеми во однос на оние кога се комбинираат еден‑против‑сите класификатори со истите методи.
Табела 4.14: Резултати на препознавањето на примероците од hsf_6 партицијата од сите 45 еден‑против‑еден класификатори користејќи ги FS1 обележјата. Здебелено се прикажани резултатите од препознавањето на примероци од класите за кои класификаторот е компетентен.
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4.8 Секвенционално комбинирање на класификатори
Досега опишаните методи за комбинирање спаѓаат во групата на паралелни методи. Кај овие методи примерокот безусловно се проследува до сите класификатори и потоа нивните излези се комбинираат со цел да се постигне што подобро препознавање на примерокот. Паралелното комбинирање на класификатори се применува онаму каде се сака да се постигне што подобра точност во препознавањето. Во некои апликации каде е важна и брзината на препознавањето на примероците посоодветно е да се примени sekvencijalnoto kombinirawe на класификатори. 
Кај секвенцијалното комбинирање примерокот кој се препознава се проследува на еден (обично едноставен и брз) класификатор. Во зависност од резултатите на препознавањето од овој класификатор потоа се одлучува дали примерокот дополнително да се проследи на препознавање и на друг класификатор. Идејата е примероците кои се лесни за препознавање и кои со одредена доверливост би биле успешно препознаени од првиот класификатор и конечно да бидат класификувани на основа на неговата одлука. Потешките примероци за кои првиот класификатор нема да биде доволно сигурен во своите одлуки, се проследуваат на следниот (обично пософистициран и покомплексен) класификатор. Зависно од резултатите на препознавањето добиени од овој класификатор примерокот или конечно се класификува во некоја од класите или се проследува на трет уште пософистициран класификатор итн.
За да може да се применат во шема на секвенцијално комбинирање класификаторите (освен оној на последното ниво) мора да поседуваат опција за отфрлање на примероците во кои не се сигурни (reject option). 

4.8.1 Отфрлање на примероците

По дефиниција задачата на систем за препознавање (класификација) на примероци е презентираниот примерок да го распореди во точно една од класите. Со цел да се овозможи специјален третман за примероците за кои класификаторот нема да биде доволно сигурен во сопствените одлуки, воведена е можноста за отфрлање на примероците. Овозможувајќи ја можноста за отфрлање на одредени примероци практично му се дозволува на класификаторот да одговори и со „не знам“, односно да одбие да го класификува непознатиот примерок во една од класите.
Одлуката даден примерок да се отфрли, односно да се процени дека според добиениот одзив од класификаторот истиот не е доволно сигурен во својата одлука, може да настане пред сè од две причини. Едната е примерокот да не може да се идентификува како припадник на ниту една од познатите класи и кој најверојатно доаѓа од област за која класификаторот не е компетентен. Втората е, според моделот кој го користи класификаторот примерокот да се покаже како адекватен припадник на две или повеќе класи истовремено.
Правилото за отфрлање на несигурните примероци кога истите не може да се идентификуваат како припадници на некоја од класите, почива на идејата за отфрлање на примерокот за кој увереноста на класификаторот дека примерокот е припадник на некоја од класите е под одредено ниво. Вака дефинираното правило има директна теоретска интерпретација поврзана со баесовата теорија за одлучување [52] изразена преку правилата на Chow [33]. 
Отфрлање на несигурните примероци кај класификаторите од типовите 1 и 2, кои не даваат квантитативна информација за своите одлуки не е можно, освен ако истите уште во старт не се конструирани и обучени примероците да ги распоредуваат во k+1 (од k можни) класи при што распоредувањето на примерокот во k+1-та класа всушност значи негово отфрлање. Комбинирањето на класификаторите од типот 1 обучени за препознавање на k класи по пат на гласање освен подобрувањето на самите перформанси на комбинацијата нуди и дополнителна можност за отфрлање на несигурните примероци, при што несигурноста се мери преку диверзитетот на одлуките на индивидуалните класификатори. Прагот според кој ќе биде дефинирано отфрлањето на примероците кај ваквите комбинации прима дискретни вредности кои зависат од бројот на класификатори кои се комбинираат и бројот на класите, а произлегуваа од самиот метод за комбинирање. Така на пример кај гласањето изборот на начинот на гласање (просто или квалификувано мнозинство или консензус) го диктира прагот за отфрлање. 
Кај комбинирањето на класификаторите од типот 2 според методот на Борда, прагот за отфрлање може пофлексибилно да се дефинира, но повторно е дискретен во опсегот од 1 до L(k. Можно е и комбинирање на класификатори од типот 2 според одредени правила за комбинирање кои вклучуваат и отфрлање [75]

 REF _Ref67759264 \r \h 
[76]. 
Кај класификаторите од типот 3, прагот за отфрлање може да се дефинира на произволна вредност од континуалниот опсег на квантитативни излези кои ги произведува класификаторот. Според вака поставениот праг финалната одлука на класификаторот (или комбинацијата од класификатори) се донесува според изразот:
(4.22)
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Вака дефинираниот критериум за отфрлање го адресира само проблемот кога примерокот не може да се идентификува како припадник на ниту една од познатите класи, а се сведува на проверка само на вредноста на излезот од класификаторот која ја дал максималната вредност. 
За адресирање на проблемот кога примерокот може да се покаже како адекватен припадник на две или повеќе класи истовремено, посоодветно е да се разгледува разликата помеѓу двата најголеми по вредност излези од класификаторот. Ако со dmax и dmax2 се означат вредностите на двата најголеми по вредност излези од класификаторот:
(4.23)
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(4.23)
финалната одлука на класификаторот би се донесувала според изразот:
(4.24)
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Општо земено критериумот за отфрлање не мора да биде дефиниран само во однос на вредноста на максималните излези од класификаторот, туку во однос на распределбата на сите вредности кои ги дал класификаторот. Некои истражувачи користат критериум базиран на евклидовото растојание на векторот со излезите од класификаторот до идеалните посакувани излези од класификаторот [179], а други пак користат и дополнителен класификатор чија задача е според добиените излези од класификаторот да ги препознава примероците кои треба да се отфрлат [65].
4.8.2 Доверливост на систем за препознавање на примероци
Со изразот (2.3) е дефинирана точноста или ратата на препознавање на даден систем и истата го изразува бројот на правилно препознаени примероци во однос на вкупниот број на примероци кои биле препознавани. Од аспект на систем кој овозможува и отфрлање, примероците кои се проследуваат на препознавање можат да се поделат во две основни групи: примероци кои ќе бидат „прифатени“ од системот и за кои истиот ќе донесе конечна одлука (Nacc) и примероци кои ќе бидат отфрлени бидејќи системот не е знае да ги класификува или не е сигурен во сопствената одлука (Nrej), при што важи Nacc + Nrej = N. Од друга страна, примероците кои ќе бидат прифатени можат да се поделат во две подгрупи: правилно класификувани (Nrec) и погрешно класификувани примероци (Nmis), при што Nacc = Nrec + Nmis. Отфрлените примероци пак, се составени повторно од две групи на примероци: правилно отфрлени примероци кои доколку не биле отфрлени според критериумот за отфрлање би биле погрешно класификувани (Ntrej) и погрешно отфрлени примероци кои доколку не биле отфрлени би биле точно класификувани (Nfrej), Nrej = Ntrej + Nfrej. Точноста (ратата на препознавање) на систем кој поддржува отфрлање на примероци проценета на множество за тестирање со N примероци е дефинирана како:
(4.25)
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За системите кои поддржуваат отфрлање на примероци дефинирана е т.н. рата на отфрлање (rejection rate) како:

(4.26)
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Една од клучните карактеристики на систем кој поддржува отфрлање на примероци е неговата доверливост (reliability) дадена како:

(4.27)
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која го изразува степенот на сигурност на системот, односно колку можеме да бидеме сигурни во конечните одлуки на системот за примероците кои не биле отфрлени. Доверливоста на системот не зависи директно од неговата точност. Според (4.27) доверливоста на систем кој не греши во своите конечни одлуки е 100% без оглед на бројот на примероци кои ги отфрла како несигурни. Во практика мала е користа од систем кој би бил безгрешен но би ги отфрлал скоро сите примероци кои му се проследуваат на препознавање. Затоа системот се карактеризира со обете карактеристични големини: точност и доверливост кои не се независни. Chow [33] покажал дека овие две големини се комплементарни и зголемувајќи ја едната се намалува другата и обратно. Затоа при конструирањето на систем за класификација кој ќе поддржува отфрлање на примероци, потребно е да се избере соодветен компромис помеѓу овие две големини.
4.8.3 Компромис помеѓу грешката и отфрлањето на систем за класификација
Проблемот на градењето на систем за препознавање на примероци се сведува на избор на соодветно правило и нагодување на праговите за отфрлање на несигурните примероци за да се постигнат барани карактеристики на системот во однос на неговата точност и доверливост. Притоа, изборот на компромисот помеѓу овие две големини во многу зависи од областа на примена на системот и поставените барања. Во некои апликации се бара што поголема доверливост без оглед на бројот на примероци кои ќе бидат отфрлени од системот (на пример медицински апликации). Кај други пак, може да се толерираат и одреден број на грешки со цел бројот на отфрлени примероци да не биде преголем. Начинот на обработка на отфрлените примероци е најчесто зависен од апликацијата, а може да биде нивна обработка од страна на човек или проследување кон пософистициран класификатор или примена на поинакви методи за нивна обработка.

Во нашиот систем за класификација е имплементирано отфрлање на несигурните примероци на основа на двата критериуми опишани со (4.22) и (4.24) кои може да се применат и истовремено при што се добива единствен критериум со два предефинирани прага:

(4.28)
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каде dmax и dmax2 се дефинирани со (4.23), а T1 и T2 се два соодветно избрани прага.
Од голем број системи за препознавање на примероци најчесто се бара да задоволат одредена доверливост а не директно точност. Се поставува прашањето како да се изберат праговите кои го одредуваат критериумот за отфрлање така да доверливоста се постигне одржувајќи ја притоа точноста што поголема што е еквивалентно на отфрлањето на што помал број примероци. 
Со зголемувањето на праговите за отфрлање се отфрлаат сè поголем број примероци. Дел од нив се примероци кои доколку не биле отфрлени би биле погрешно класификувани, а другиот дел се примероците кои доколку не биле отфрлени би биле точно препознаени. Со зголемувањето на бројот на отфрлени примероци расте и бројот на погрешно отфрлени и на правилно отфрлени примероци, но не постојано со иста брзина. Точноста е монотона функции во однос на прагот за отфрлање на примероците и таа опаѓа со порастот на прагот, односно со бројот на отфрлени примероци. Доверливоста пак глобално расте со порастот на прагот. На слика 4.17 е прикажана промената на точноста и доверливоста како функција од двата прага за отфрлање на примероците (T1 и T2) според (4.28) при препознавањето на цифрите од hsf_4 партицијата со SVM класификатор обучен со 1000 примероци користејќи го првото множество обележја (FS1).
Во рамките на реализираниот систем за препознавање на броеви напишани со рака, предложена е постапка за одредување на вредности за праговите за отфрлање на несигурните примероци и истата може да се примени како за индивидуален класификатор така и за комбинација од неколку класификатори. Одредувањето на соодветни вредности за праговите T1 и T2 е изведено користејќи ги примероците за валидација кои во случајот се користат за нагодување на ратата на отфрлање. 
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Слика 4.17. Точноста (лево) и доверливоста (десно) како функции од праговите за отфрлање T1 и T2 за при препознавање на цифрите од hsf_4 партицијата со SVM класификатор обучен со 1000 примероци користејќи ги проекционите обележја
Располагајќи со излезите на класификаторот за сите примероци од множеството за валидација, се врши пребарување низ просторот за соодветни прагови T1 и T2 со кои се постигнува максимална точност за доверливост на класификаторот не помала од зададена минимална вредност. Ова пребарување се изведува со оптимизациска постапка слична на Hooke-Jeeves [94] алгоритамот, користејќи го фактот дека точноста е монотона функција во однос на праговите за отфрлање и дека истата се менува само кога некој од праговите ќе се промени така што се отфрла нов примерок кој би бил правилно класификуван. Притоа исто така се проверуваат само конечен број на вредности за праговите соодветно на излезите од класификаторот за примероците од множеството за валидација. На овој начин се пронаоѓаат оптималните вредности за T1 и T2 со кои се постигнува максимална точност за зададена доверливост при класификувањето со отфрлање на примероците од конкретното множество за валидација. Под претпоставка дека множеството за валидација е соодветно избрано за да ја отсликува распределбата на примероците кои се очекуваат во практика, може да се очекува дека со вака одредените прагови класификаторот ќе покаже слични перформанси (точност и доверливост) и во практика. 
4.9 Ефикасен тростепен систем за препознавање на броеви испишани со рака

Класификатори со имплементирано отфрлање на примероци може да се организираат во секвенцијална шема (слика 4.18) за комбинирање при што сите примероци се проследуваат на првиот класификатор. Примероците кои ќе бидат отфрлени од овој класификатор (според одреден критериум) се проследуваат кон следниот во секвенцата. Отфрлените од него примероци можат да се проследат до некој следен класификатор итн. Идејата на ваквата шема е примероците кои се лесни за препознавање да бидат препознаени од едноставен и брз класификатор на првото ниво. Потешките примероци кои овој класификатор не би ги препознал со соодветен критериум за отфрлање би биле отфрлени и проследени кон пософистициран класификатор на второто ниво. На овој начин може да се задржи дискриминациската способност на најдобриот класификатор, кој е последен во секвенцата и се активира само за оние примероци кои нема да бидат уверливо препознаени од поедноставните класификатори. Со соодветен избор на нивоата за отфрлање на несигурните примероци од класификаторите се обезбедува помала пресметковна оптовареност задржувајќи ја притоа точноста на најдобриот класификатор.
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Слика 4.18. Три класификатори во секвенцијална шема за комбинирање. До класификаторот e1 се проследува секој примерок, додека класификаторите e2 и e3 се активираат само кога примерокот ќе биде отфрлен од класификаторот на претходното ниво. Со нагодување на праговите за отфрлање reji се обезбедува помало пресметковно оптоварување задржувајќи ја притоа точноста на најдобриот класификатор
Од претходно изложените анализи на перформансите и комплексноста на различни видови класификатори за препознавање на цифри напишани со рака, неспорна е супериорноста на SVM класификаторите во поглед на генерализацијата. Меѓутоа SVM класификаторите во процесот на класификација се пресметковно многу покомплексни од на пример невронските мрежи. Исто така, различните видови на обележја кои се екстрахираат од сликите на цифрите имаат различни репрезентативни способности и вообичаено оние чија екстракција е покомплексна имаат и подобри дискриминациски способности. Во еден комплетен систем за препознавање на знаци, времето потребно за екстракција на обележјата од знаците не е занемарливо, особено за пософистицираните обележја кои нудат и подобро препознавање. Додека регуларно напишаните цифри можат релативно успешно да се препознаат и со употреба на релативно мал број на едноставни обележја и едноставен класификатор, препознавањето на оние кои се позначително изобличени бара употреба на пософистицирани обележја и помоќни класификатори како и поголем број на обележја. Имајќи ги предвид овие факти, со цел да се задржи точноста на SVM класификаторите кои користат голем број на софистицирани обележја, а притоа да се намали пресметковната комплексност на системот и да се забрза препознавањето, предложен е ефикасен тростепен класификатор за препознавање на броеви напишани со рака [79]. 

4.9.1 Архитектура на системот

Системот е организиран околу две невронски мрежи во првите два степена и SVM класификатор на последниот степен (слика 4.19). Целта на класификаторот во првиот степен е да се постигне брза класификација на лесно препознатливите примероци користејќи релативно мал број на обележја кои едноставно се екстрахираат од сликата на цифрата. За таа цел е применета невронска мрежа како класификатор со строго поставен праг за отфрлање на несигурните примероци со цел да се минимизира бројот на погрешно класификувани примероци. Од примероците отфрлени од класификаторот во првиот степен се екстрахираат дополнителни 252 софистицирани обележја и се проследуваат до невронската мрежа во вториот степен. Оваа невронска мрежа има добро балансиран праг за отфрлање и примероците отфрлени од неа конечно се проследуваат на SVM класификаторот во третиот степен. Кон SVM класификаторот се проследува и информација за најдобро рангираните класи од страна на невронската мрежа за отфрлениот примерок.
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Слика 4.19. Архитектура на системот за за препознавање на броеви испишани со рака
4.9.2 Екстракција на обележја

Дигитализираните слики на изолираните цифри се влез во системот. Секоја од цифрите се поставува во центарот на минималната квадратна рамка околу неа по што се врши проценка и корекција на закосеноста. Аголот на закосеност се одредува според методот опишана во поглавјето 4.4.2 користејќи ја линијата која ги поврзува тежиштата на горните 25% и долните 25% од сликата на цифрата (слика 4.4). По ова, цифрата се исправа применувајќи линеарни поместувања на секоја редица со суб‑пикселска прецизност.
Првото множество на обележја е составено од 40 обележја од типот на проекциони хистограми (слика 4.5) кои едноставно се екстрахираат од сликата на цифрата. Проекциите се пресметувани од оригиналните слики на знаците, а потоа се линеарно рескалирани така да се добијат 10 обележја од хоризонталните проекции, 8 обележја од вертикалните и по 11 обележја од двете дијагонални проекции. Овие 40 обележја се проследуваат до невронската мрежа во првиот степен која е од типот повеќеслоен перцептрон. 
Од примероците отфрлени од оваа невронска мрежа се екстрахираат дополнителни 252 обележја кои се поробусни. 44 од овие 252 обележја се од типот прстенести зони опишани во поглавјето 4.5.3. Останатите 208 обележја претставуваат обележја од типот контурни профили (опишани во поглавјето 4.5.2) и Kirsch обележја (опишани во поглавјето 4.5.4). Од секој пиксел кој се наоѓа на првиот или вториот раб се екстрахираат 4 обележја: 3 Kirsch обележја за детекција на работ во соодветните правци зависно од правецот на скенирање и едно обележје кое го изразува растојанието на работ од крајот на сликата (што всушност го претставува профилот). Конечно, векторите со обележја линеарно се скалираат за да се добијат по 40 обележја од левата и десната надворешна периферија, по 32 обележја од горната и долната надворешна периферија од прво ниво и по 32 обележја од горната и долната надворешна периферија од второ ниво. 
Сите 292 обележја (40 првични и 252 дополнителни) се користат за препознавање на цифрите од страна на класификаторот во вториот степен кому му се проследуваат примероците отфрлени од првиот класификатор. Класификаторот од вториот степен е невронска мрежа од типот повеќеслоен перцептрон со едно скриено ниво и архитектура 292-30-10. Примероците отфрлени од овој класификатор заедно со информацијата за најдобро рангираните класи се проследува до SVM класификаторот во третиот степен кој ја врши финалната класификација на преостанатите примероци (без отфрлање). 
4.9.3 Класификација на цифрите
Класификацијата на цифрите се изведува во три степени каде класификаторите од првиот и вториот степен ги проследуваат отфрлените примероци кон класификаторот во следниот степен. Во првиот степен употребена е невронска мрежа од типот повеќеслоен перцептрон со едно скриено ниво и архитектура 40-30-10. Целта на овој класификатор е што побргу и што поточно да ги класификува лесно препознатливите цифри. За таа цел, за да се обезбеди што помал број на погрешно класификувани цифри применет е прилично строг критериум за отфрлање на несигурните примероци. За да се обезбеди брзина, применет е едноставен класификатор и обележја кои лесно се екстрахираат од цифрите. Критериумот за отфрлање е базиран на вредностите на најголемите два излеза од невронската мрежа. Секој примерок за кој максималниот излез од невронската мрежа dmax е помал од одреден праг (dmax < T1) или пак разликата помеѓу двата најголеми излези од мрежата е помал од зададен праг (dmax – dmax2 < T2) се отфрла (4.28). 
Употребениот класификатор во вториот степен е невронска мрежа од типот повеќеслоен перцептрон со едно скриено ниво и архитектура 292-30-10. Овој класификатор користи 252 дополнителни обележја кои се екстрахираат од сликата на цифрата која била отфрлена од класификаторот од првиот степен. Критериумот за отфрлање на примероци е истиот како и применетиот кај класификаторот од првиот степен со соодветно избрани прагови кои ќе обезбедат добар баланс помеѓу отфрлените и погрешно препознаените примероци.
Во третиот степен е употребен SVM класификатор со гаусов кернел кој го користи комплетното множество од 292 обележја. За да се забрза препознавањето на преостанатите „тешко препознатливи“ примероци, SVM класификатор ја проверува припадноста на примерокот само кон k-те највисоко рангирани класи според невронската мрежа од претходниот степен. Испитувањето само на k-те највисоко рангирани класи е една од клучните придобивки во предложениот пристап која драстично го забрзува препознавањето.

Бидејќи SV машините се бинарни класификатори, употребен е еден‑против‑сите пристапот за конструирање на повеќекласен класификатор. Кај класичниот пристап, по изградбата на 10 класификатори од кои секој ја одвојува својата класа од останатите, препознавањето се изведува на тој начин што секој примерок се проследува секвенцијално до секоја од 10‑те еден‑против‑сите SV машини и конечната класа на примерокот се одредува со избор на класата чија SV машина дала најголем излез. На овој начин за секој од примероците секвенцијално се испитува припадноста кон секоја од 10‑те класи консултирајќи ги притоа една по една секоја од 10‑те SV машини. Ова е неопходно за постигнување на најнадежна класификација на примерок за кој немаме никакво дополнително знаење. Сепак, доколку однапред располагаме со силни докази дека примерокот најверојатно не е припадник на одредени класи, би можеле со релативно мал ризик да ги исклучиме овие класи од понатамошното разгледување. Ова би значело изоставање на презентацијата на примерокот на SV машините задолжени за овие класи, по што конечната класа би се избрала повторно според максималниот излез но само од класификаторите на кои бил проследен примерокот. Имајќи предвид дека најчесто комплексноста на SV машините кои решаваат единствен повеќекласен класификациски проблем е слична, времето потребно за класификација на даден примерок директно (речиси линеарно) зависи од бројот на SV машини на кој истиот ќе биде проследен. Со исклучување на дел од машините се добиваат значителни забрзувања. 
Во нашиот пристап, излезите од невронската мрежа на вториот степен за отфрлениот примерок, односно рангирањето на можните класи за примерокот се користат како предзнаење за примерокот кој треба да се проследи на SVM класификаторот. На овој начин, разгледувајќи ги само k‑те највисоко рангирани класи за отфрлениот примерок, истиот се проследува само до k од 10‑те SV машини при што од разгледување се исклучуваат останатите 10–k класи. Факторот на забрзување кај SVM класификаторот што се добива со ова е околу 10/k пати. Кај ваквиот пристап класификаторот од претходниот степен има двојна улога: 1) да ги одреди тешко препознатливите примероци кои треба да се проследат кон класификаторот на следниот степен и 2) да му помогне во класификацијата соопштувајќи му ги најверојатните класи за отфрлениот примерок.
4.9.4 Резултати при препознавање на цифри од MNIST базата
Експериментите со тростепениот класификатор беа спроведени на MNIST базата од ракописни цифри, која е пошироко употребувана кај истражувачите во експерименти со системи за препознавање на цифри и овозможи директна споредба на постигнатите резултати со резултатите на останатите истражувачи. 
За екстракција на обележја беше користена програмата опишана во поглавјето 4.5. За класификација беа користени програмите за невронски мрежи и SVM класификатори имплементирани во C++ користејќи ја TORCH библиотеката [35] (опишани во поглавјето 4.6). Сите обележја беа нормализирани за нулова средна вредност и единична варијанса. Сите тестови беа изведени на персонален компјутер со Pentium 4 процесор на 2.4 GHz под оперативниот систем Windows XP. 
Бидејќи кај MNIST базата не постои одвоено множество за валидација, невронските мрежи беа обучени користејќи го целото множество за обука (60000 примероци) без множество за валидација и рано прекинување на обуката. Активациската функција на невроните од скриеното ниво беше tanh функцијата, додека за невроните од излезното ниво беше користена softmax функцијата (4.21). Невронските мрежи беа обучувани со адаптација на стандардниот алгоритам со повратна пропагација на грешката со стохастички градиент во 30 итерации, при што се минимизираше log likelihood функцијата на грешка. Промената на тежините беше со моментум, степен на обука од γ = 0.005 и слабеење μ = 0.05. 

При обучувањето на SV машините за секоја од класите беше спроведена оптимизација на параметрите σ и C според постапка слична на опишаната во поглавјето 4.6.2, со таа разлика што почетната вредност на параметарот C како и мултиплицирачкиот чекор за негово менување во вториот чекор беше 2, а адитивниот фактор за оптимизација на параметарот σ во третиот чекор беше 1. За таа цел множеството за обука беше поделено на два дела: првите 40000 примероци беа користени за обука на SV машината, а последните 20000 за валидација при нагодувањето на параметрите. По одредувањето на оптималните вредности на σ и C за секоја од SV машините, обуката на секоја од нив беше повторена користејќи ги сите 60000 примероци од множеството за обука и оптималните вредности на параметрите. Во табела 4.15 се дадени пронајдените оптимални вредности на параметрите за секоја од SV машините и бројот на носечки вектори кои се добиени при нивната обука.
Табела 4.15: Параметри на обучените SV машини за секоја од цифрите на множеството од сите 292 обележја, добиени при автоматската оптимизација на параметри. Во последната колона е даден бројот на „врзани“ носечки вектори кои не го задоволуваат условот на маргината.
	fs292

	цифра
	
	C
	#SVMs
	#SVMs @ bounds

	0
	27.0
	4
	631
	164

	1
	25.0
	4
	542
	243

	2
	20.0
	16
	1585
	1

	3
	16.0
	4
	2226
	42

	4
	25.0
	4
	1121
	416

	5
	21.0
	32
	1445
	1

	6
	31.3
	4
	708
	369

	7
	26.0
	8
	1088
	253

	8
	20.0
	4
	1953
	298

	9
	16.0
	4
	2139
	192

	
	
	
	13438
	1979


Во табела 4.16 се прикажани ратите на грешка и времето потребно за препознавање на двете невронски мрежи и SVM класификаторот. Очигледно е дека SVM класификаторот е супериорен при препознавањето во однос на невронските мрежи, но исто така и дека притоа е ред на величина поспор од нив. Грешката и потребното време се однесуваат за препознавање на сите 10000 примероци од множеството за тестирање не сметајќи го времето потребно за претпроцесирање (проценка и отстранување на закосеноста) и екстракција на обележјата.
Табела 4.16: Перформанси на индивидуалните класификатори
	Класификатор
	Грешка (%)
	CPU време (s)

	NN 40-30-10
	3.31
	
0.129

	NN 292-30-10
	1.31
	
0.330

	SVM
	0.85
	
196.031


Во табела 4.17 е прикажан бројот на правилно препознаени, погрешно препознаени и отфрлени примероци за секој од степените на предложениот тростепен систем за препознавање на цифри напишани со рака, заедно со праговите на критериумот за отфрлање и времињата на секоја од операциите. За да се прикаже и целосното време потребно за препознавање, во табелата се дадени и времињата потребни за претпроцесирање (PP), екстракција на едноставните 40 обележја (FE40) и екстракција на дополнителните 252 софистицирани обележја (FE252). 
Табела 4.17: Карактеристики и ефикасност на предложениот тростепен NN‑NN‑SVM класификатор
	Акција
	#Rec.
	#Mis.
	#Rej.
	T1, T2
	CPU (s)

	PP + FE40
	за 10000 примероци
	–
	1.252

	NN на прв степен
	6551
	6
	3443
	0.994, 5.5
	0.129

	FE252
	за 3443 примероци
	–
	2.492

	NN на втор степен
	3053
	23
	367
	0.985, 4.0
	0.114

	SVM top 4
	311
	54
	–
	–
	3.031

	Вкупно
	9917
	83
	–
	–
	7.018


Најмала грешка од 0.83% (83/10000) во препознавањето се добива кога SVM класификаторот ги разгледува само четирите најдобро рангирани класи според невронската мрежа од вториот степен. Ова значи дека примероците отфрлени од класификаторот во вториот степен се проследуваат само на SV машините за четирите најдобро рангирани класи според овој класификатор. Времето за препознавање може дополнително да се намали на 5.656 односно 6.354 секунди ако SVM класификаторот ги разгледува само двете односно трите најдобро рангирани класи, но во тој случај и грешката е нешто поголема (0.96% односно 0.84%). Со зголемување на бројот на најдобро рангирани класи кои ги разгледува SVM класификаторот на повеќе од 4, грешката не се намали. Ова значи дека класификаторот од вториот степен успева да обезбеди вистинската класа на примероците кои се отфрлени од него, а кои ќе бидат правилно препознаени од SVM класификаторот од третиот степен, да биде меѓу првите три кандидати освен за еден примерок каде таа е четврти кандидат. Предложениот тростепен систем е скоро 28 пати побрз во препознавањето од (најдобриот) SVM класификаторот, без жртвување на неговата точност.
Од податоците во табела 4.17 се гледа дека предложениот тростепен систем за препознавање на примероци не само што ја задржува точноста на најдобриот класификатор во него туку дури е и нешто подобар од него. Ова се должи на тоа што некои од примероците кои инаку би биле погрешно класификувани од SVM класификаторот, се правилно класификувани со некоја од невронските мрежи и не стигнуваат до него. Притоа, скоро 2/3 од примероците мошне успешно се препознаваат уште во првиот степен користејќи едноставни обележја и класификатор. За наведените прагови за отфрлање, класификаторот во првиот степен отфрла околу 1/3 од примероците, а од оние кои ги прифаќа, греши само кај 6 односно кај помалку од 1 промил. Според ова може да се каже дека во просек секои 2 од 3 примероци имаат големи шанси да бидат успешно разрешени за релативно кусо време уште во првиот степен на системот. Во просек од секој трет примерок кој е отфрлен од класификаторот на првиот степен, се екстрахираат дополнителни обележја и истиот се проследува до класификаторот на второто ниво. Од овие 1/3 примероци кои пристигаат до класификаторот на вториот степен преку 88% правилно се препознаваат, кај помалку од 0.7% се греши а 10% се отфрлаат како несигурни. 
На слика 4.20 се прикажани споредбени резултати на перформансите на некои класификатори на други истражувачи на MNIST базата. Предложениот тростепен класификатор (3-Stage‑NN‑NN‑SVM), кој е конструиран користејќи ја оригиналната MNIST база, со грешка од 0.83% е подобар од најголемиот број останата класификатори.
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Слика 4.20. Рата на грешка (во проценти) за некои системи за класификација на MNIST множеството. На врвот се дадени перформансите на предложениот тростепен систем, и на два од индивидуалните класификатори во него. Покрај останатите методи во средни загради е дадена референцата од каде се преземени резултатите.
Најдобрите резултати се постигнати од Boosted LeNet4 и Virtual SVM како едни од најнапредните класификатори. Сепак овие класификатори се обучувани со доста поголем број на примероци од изменета MNIST база, во која се додадени дополнителни вештачки изобличени и изменети примероци на цифри.
4.10 Заклучок
Во ова поглавје беше обработен проблемот на препознавање на броеви испишани со рака. За таа цел беа изложени алгоритми за екстракција на оригинални софистицирани обележја со високи перформанси од сликите на знаците, како и постапка за нивно скалирање на потребниот број на обележја со што се добива флексибилност во изборот на бројот на обележја од секој вид кои ќе го претставуваат знакот. За да се намали диверзитетот кој произлегува од различните ракописи, предложена беше оригинална постапка за одредување на закосеноста на цифрата и нејзино исправање. 

Беа опишани класификаторите кои се користени во експериментите и начинот на кои е изведена нивната обука. Дефинирани се спроведените експерименти за комбинирање на класификатори и дадени се резултатите на комбинирањето на неколку комбинации од класификатори со различните методи. Дадена е анализа на резултатите и наведени се условите во кои одредени методи за комбинирање на класификатори имаат предност над останатите. Генералниот заклучок е дека обучените методи за комбинирање постигнуваат видливо подобри перформанси, но се покомплексни за реализација и бараат дополнителни примероци за обука на комбинаторот. Од обучените методи убедливо најдобри перформанси во препознавањето се постигнуваат при користењето на обучен класификатор за комбинирање на излезите од индивидуалните класификатори. Овој метод е и најкомплексен и најбавен (и при обуката и при препознавањето). 
Низ сите изложени резултати евидентна е предноста на SVM класификаторите пред невронските мрежи од аспект на резултатите на препознавањето. Но, SVM класификаторите се исто така и многу покомплексни и побавни особено при препознавањето на примероците. Со цел да се искористат предностите на SVM класификаторот без жртвување на брзинските перформанси на систем за препознавање на броеви напишани со рака предложен е ефикасен тростепен класификатор составен од две невронски мрежи во првите два степена и SVM класификатор во третиот степен. Спроведените тестовите за препознавање на изолирани цифри од MNIST базата со предложениот систем, покажаа забрзување во препознавањето од скоро 28 пати и мало подобрување на точноста во однос на индивидуалниот SVM класификатор. Добиените резултати се меѓу најдобрите резултати за MNIST базата на ракописни цифри.
Глава 5 
Заклучок
Во докторската дисертација е даден научен придонес кон комбинирањето на класификатори. Даден е опсежен преглед на најсовремените методи за комбинирање на класификатори. Предложени се неколку потполно нови како и модификации на некои постоечки методи за комбинирање на класификатори.
Кај комбинирањето на класификатори со излез на апстрактно ниво, предложена е модификација на BKS методот за комбинирање на класификатори кој вклучува дополнително гласање за неопределените случаи. Со предложената модификација се постигнуваат најмалку подеднакво добри резултати како и со оригиналниот BKS метод.

Кај методите за комбинирање со усреднување предложена е употреба на хармониската средина, како и нов вид на усреднување погоден за усреднување на веројатности – комплементарен производ. Изведена е релација која претставува проширување на познатата релација на подредување на аритметичката, геометриската средина, минимумот и максимумот со вклучување во неа на хармониската средина и комплементарниот производ. Изведена е анализа на влијанието на грешките кај индивидуалните класификатори на нивната комбинација за предложените комбинирања со хармониската средина и комплементарен производ и истата е споредена со осетливоста на грешка кај комбинирањето со правилата на сума и производ.

Предложена е модификација на методот за комбинирање со неспецифициран интеграл во делот за одредување на неспецифицираните густини кои наместо за секој од класификаторите се одредуваат за секоја од класите одделно, со што се остварува подобро искористување на информациите особено во случаите кога некој од класификаторите кој иако генерално послаб, подобро ги препознава примероците од одредена класа отколку останатите класификатори. Модификации се предложени и кај комбинирањето на класификатори според Depster‑Shafer теоријата како и кај шаблоните за одлучување со користење на различни мерки за сличност и статистички растојанија. Кај тежинското комбинирање со обопштен комитет, предложено е негово проширување користејќи одвоени тежини за секоја од класите. Изложен е и нов начин на одредување на тежинските фактори со употреба на оптимизациона техника изведена од Hooke-Jeeves алгоритамот. 
Предложените нови методи за комбинирање: тежинско комбинирање со динамичко одредување на тежините и комбинирање со повеќекратна линеарна регресија (MLR) се меѓу најдобро рангираните во експериментите, секоја во својата класа на фиксни и обучени методи.

Бидејќи перформансите на комбинацијата од класификатори директно зависи од индивидуалните класификатори кои ја сочинуваат, особено внимание е посветено на перформансите на индивидуалните класификатори. За таа цел предложена е постапка за одредување на оптималните параметри при обуката на машините со носечки вектори која не зависи од иницијалните параметри и не бара нивно ограничување во даден опсег. Во нејзини рамки предложена е дополнителна постапка за забрзување на верификацијата во процесот на барањето на оптималните параметри за обука на SVM класификаторите со која без забележлива загуба во прецизноста на одредените оптимални параметри процесот се забрзува неколку пати. 

Бидејќи резултатите добиени со комбинирање на класификаторите директно зависат и од карактеристиките на самите класификатори, а со цел подобро да се процени универзалноста или специфичноста на одредени методи за комбинирање на класификатори, во експериментите се разгледувани неколку вида на класификатори: невронски мрежи и машини со носечки вектори со линеарен и гаусов кернел. Експериментите се изведени со класификатори за препознавање на броеви напишани со рака, но голем број од изведените заклучоци не зависат од доменот на примена на класификаторите и важат генерално за комбинирање на класификатори кои решаваат произволен класификациски проблем.

Спроведени се опсежни експерименти на комбинирање на класификатори за проблемот на препознавање на броеви напишани со рака. Со цел да се постигнат подобри перформанси на индивидуалните класификатори посебно внимание беше посветено на квалитетот на обележјата кои се екстрахираат од сликите на цифрите. За намалување на диверзитетот на различните ракописи, предложена е оригинална постапка за проценка на закосеноста на цифрите и нивно исправање. Исто така, развиени се алгоритми за екстракција на оригинални софистицирани обележја со високи перформанси од сликите на знаците, како и постапка за нивно скалирање на потребниот број на обележја со што се добива флексибилност во изборот на бројот на обележја од секој вид кои ќе го претставуваат знакот.

Според резултатите на спроведените експерименти комбинирањето со употреба на класификатор е неприкосновен шампион во перформансите, но воедно и најкомплексно за реализација. При комбинирањето на слаби (и/или хетерогени) класификатори предност имаат обучените методи за комбинирање меѓу кои особено се истакнуваат: шаблоните за одлучување со Махаланобис растојание, повеќекратната линеарна регресија и Dempster-Shafer комбинирањето со Махаланобис растојание. Кај комбинирањето на јаки класификатори обучените методи немаат толку изразена предност пред фиксните меѓу кои најдобри се аритметичката и геометриската средина и медијаната. 
Иако со доста подобри перформанси во препознавањето, SVM класификаторите се доста побавни од невронските мрежи особено при препознавањето. Со цел да се надмине ова нивно ограничување а притоа да се зачуваат нивните перформанси, предложен е ефикасен тростепен класификатор (секвенцијална комбинација од две невронски мрежи и SVM класификатор). Тестовите при препознавање на ракописни цифри од MNIST базата, покажаа дури и мало подобрување на препознавањето во однос на најдобриот класификатор во системот при истовремено забрзување на препознавањето од 28 пати. Резултатите на препознавањето се едни од најдобрите постигнати на MNIST базата.
При изработката на докторската дисертација се отворија и некои нови полиња на истражување и се наметнаа нови прашања како:
· Какво ќе биде однесувањето на методите за комбинирање кога бројот на класите значително ќе се зголеми (на пример 100 и повеќе);

· Дали групирањето на обележјата според начинот на нивна екстракција од сликата на знакот е најсоодветно за добивање на некорелирани класификатори, односно доколку сите обележја се разгледуваат како единствено множество на кој начин да се разделат на неколку групи од кои би произлегле независни класификатори погодни за комбинирање;
· Кога се располага со ограничен број на означени примероци кои треба да се искористат за решавање на класификациски проблем дали вреди дел од нив да се одвои за неопходната обука на некоја од обучените методи за комбинирање или можеби би било подобро тие да се искористат во обуката на индивидуалните класификатори кои потоа би се комбинирале со некоја од фиксните методи;
· При решавањето на проблем со еден-против-еден класификатори распоредени во насочен ацикличен граф (DAG), дали и колку распоредот на различните класификатори во јазлите на графот влијае на крајните перформанси на препознавањето и доколку влијае на кој начин да се изнајде нивниот оптимален распоред.
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